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DANH MỤC CÁC KÝ HIỆU, CÁC CHỮ VIẾT TẮT

ℓ(Bj) Nhãn của siêu hộp Bj .
ℓxr Nhãn của mẫu dữ liệu xr.
|B| Lực lượng của tập B.
µ(x,Bj) Hàm xác định độ thuộc của mẫu x vào siêu hộp Bj .
f(x, y) Hàm ngưỡng hai tham số x, y.
max(x, y) Hàm chọn giá trị lớn nhất.
min(x, y) Hàm chọn giá trị nhỏ nhất.
Rn Không gian Euclid n chiều.
V Đỉnh min của siêu hộp.
W Đỉnh max của siêu hộp.
α Tham số chọn.
β Tham số ngưỡng.
γ Tham số mờ.
ε Ngưỡng độ lệch tâm của siêu hộp.
δ(Bj) Kích thước của siêu hộp Bj .
δmax Giới hạn kích thước tối đa của siêu hộp.
δ(x,Bj) Kích thước của siêu hộp Bj khi kết nạp thêm mẫu x.
φ Tham số giảm ngưỡng.
A2M Protein huyết tương phân tử lớn (Alpha 2 Macroglobulin).
AIS Hệ thống miễn dịch nhân tạo (Artificial Immune System).
ALP Phosphatase kiềm (Alkaline Phosphatase).
ALT Men gan ALT (Alanine Aminotransferase).
ANN Mạng nơron nhân tạo (Artificial Neural Network).
APRI Phương pháp phân loại xơ hóa gan dựa vào tiểu cầu (Aspartate

Aminotransferase to Platelet Ratio Index).
ART Lý thuyết cộng hưởng thích nghi (Adaptive Resonance Theory).
AST Men gan AST (Aspartate Aminotransferase).
CCH Siêu hộp bù chứa (Containment Compensation Hyperbox).
CDS Hệ thống chẩn đoán xơ gan (Cirrhosis Diagnosis System).
CF Hệ số đóng góp (Contribution Factor).
CFMN FMN cải tiến dựa trên hệ số CF (Contribution-factor based Fuzzy

Min-Max Neural Network).
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CFMNN FMN dựa trên tâm cụm (Centroid-based Fuzzy Min-Max Neural
Network).

CN Siêu hộp không chồng lấn (Classifying Neurons).
CSPA Thuật toán phân cụm dựa trên phân vùng tương tự (Cluster-based

Similarity Partitioning Algorithm).
DCFMN Mạng FMN dựa trên tâm dữ liệu (Data-Core-Based Fuzzy Min-

Max Neural Network).
ECT Cây phân cụm (Ensemble of Clustering Trees).
EGWCA Thuật toán phân cụm dựa trên khoảng cách Euclid (Euclidean Dis-

tance Generalized Weighted Cluster Aggregation).
EFMN Mạng nơron FMN tăng cường (Enhanced Fuzzy Min-Max Neural

Network).
eGWCA Thuật toán phân cụm dựa trên khoảng cách hàm mũ (Exponential

Distance Generalized Weighted Cluster Aggregation).
eSFCM Phân cụm bán giám sát mờ dùng Entropy (Semi-supervised

Entropy-Regularized Fuzzy Clustering).
FART Lý thuyết cộng hưởng thích nghi mờ (Fuzzy Adaptive Resonance

Theory).
FIB-4 Phương pháp phân loại xơ hóa gan (Fibrosis-4).
FMCN FMN cải tiến sử dụng nút chồng lấn (Compensatory Neurons).
FMM Lý thuyết min-max mờ (Fuzzy Min-Max).
FMN Mạng nơron min-max mờ (Fuzzy Min-Max Neural Network).
GFMM Mạng nơron min-max mờ tổng quát (General Fuzzy Min-Max).
GGT Hoạt độ men GGT trong máu (Gamma Glutamyl Transferase).
GSOM Bản đồ tự tổ chức tăng trưởng (Growing Self-Organizing Map).
HCF Hệ số tin cậy của siêu hộp (Hyperbox Confidence Factor).
HE Hệ số Entropy của siêu hộp (Hyperbox Entropy).
ID3 Thuật toán cây quyết định (Iterative Dichotomiser 3).
INR Tỷ số bình thường hóa quốc tế (International Normalized Ratio).
IT Kỹ thuật thông minh (Intelligent Techniques).
LCA Thuật toán nhóm dẫn đầu (Leader-Cluster Algorithm).
MLF Mạng FMN đa mức (Multi-Level Fuzzy Min-Max Neural Net-

work).
MLP Mạng nơron đa lớp (Multi-Layer Perceptron).
MRI Chụp cộng hưởng từ (Magnetic Resonance Imaging).
NAFLD Bệnh gan nhiễm mỡ không do rượu (Non-Alcoholic Fatty Liver

Disease).
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NMFC Gom cụm dựa trên NMF (Non-negative Matrix Factorization
based Consensus).

NoH Số lượng siêu hộp (Number of Hyperboxes).
OCH Siêu hộp chồng lấn bù (Overlapped Compensation Hyperbox).
OLN Nút chồng lấn (Overlapping Neurons).
PLT Tiểu cầu (Platelet Count).
PT Thời gian đông máu (Prothrombin Time).
RFMN FMN phản xạ (Reflex Fuzzy Min-Max Neural Network).
ROI Vùng quan tâm (Regions of Interest).
SoL Tỷ lệ mẫu có nhãn (Scale of Labeled Patterns).
SSC Phân cụm bán giám sát mờ (Semi-Supervised Fuzzy Clustering).
SS-FMM Học bán giám sát trong FMM (Semi-Supervised Fuzzy Min-Max).
UCI Cơ sở dữ liệu máy học UCI (University of California, Irvine).
ULN Giới hạn bình thường trên (Upper Limit of Normal).
WC Phương pháp phân cụm đồng thuận có trọng số (Weighted Con-

sensus).
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MỞ ĐẦU

1. Lý do chọn đề tài
Trong những năm gần đây, phân cụm bán giám sát đã thu hút sự quan tâm ngày

càng lớn của cộng đồng nghiên cứu, xuất phát từ nhu cầu khai thác hiệu quả các tập
dữ liệu có quy mô lớn, độ phức tạp cao trong bối cảnh thông tin nhãn thường khan
hiếm và chi phí gán nhãn ngày càng đắt đỏ. Việc kết hợp đồng thời dữ liệu có nhãn
và không có nhãn cho phép các mô hình học tận dụng tốt hơn cấu trúc tiềm ẩn của
dữ liệu, từ đó cải thiện chất lượng phân cụm so với các phương pháp không giám sát
thuần túy [1, 2, 3, 4]. Trên cơ sở đó, nhiều hướng tiếp cận phân cụm bán giám sát
đã được đề xuất, bao gồm các phương pháp dựa trên ràng buộc cặp, các mô hình lan
truyền nhãn trên đồ thị, các phương pháp phân cụm phổ bán giám sát, cũng như các
mô hình học sâu bán giám sát cho phân cụm [1, 2, 3, 5, 6, 7]. Mặc dù đạt được những
kết quả tích cực, các phương pháp này thường gặp hạn chế khi dữ liệu có nhiễu, phân
bố không đồng đều hoặc khi yêu cầu khả năng diễn giải của mô hình là yếu tố quan
trọng, đặc biệt trong các bài toán hỗ trợ ra quyết định và y sinh [4, 8].

Trong nhiều bài toán thực tế, ranh giới giữa các cụm thường không rõ ràng, dữ
liệu có thể bị chồng lấn hoặc chịu ảnh hưởng của nhiễu và sự mất cân bằng phân bố.
Do đó, các phương pháp phân cụm mờ, cho phép mỗi đối tượng thuộc về nhiều cụm
với các mức độ khác nhau thông qua giá trị độ thuộc, được xem là phù hợp hơn so với
các phương pháp phân cụm rõ [9, 10, 11, 12]. Khi kết hợp với học bán giám sát, phân
cụm mờ cho phép khai thác hiệu quả thông tin giám sát hạn chế nhằm định hướng quá
trình phân hoạch, đồng thời vẫn bảo toàn được tính linh hoạt cần thiết để mô hình hóa
các vùng dữ liệu không chắc chắn [13, 14].

Trong số các mô hình phân cụm và phân lớp mờ, mạng nơron Min-Max mờ
(Fuzzy Min-Max Neural Network - FMN) tiếp tục được quan tâm nhờ khả năng biểu
diễn dữ liệu bằng các siêu hộp mờ, xử lý hiệu quả tính không chắc chắn và đặc biệt
là khả năng kết xuất các luật quyết định dạng IF–THEN có tính diễn giải cao [8, 15,
16]. Gần đây, một số công trình đã mở rộng FMN theo hướng học bán giám sát nhằm
khai thác thông tin nhãn hạn chế để cải thiện chất lượng học [17, 18, 19, 20, 21]. Có
thể kể đến các mô hình như SCFMN và MSCFMN, trong đó thông tin giám sát được
tích hợp trực tiếp vào quá trình hình thành và điều chỉnh siêu hộp, qua đó nâng cao
khả năng phân biệt giữa các lớp, đặc biệt trong các vùng dữ liệu chồng lấn [20, 21].

Đáng chú ý, Liu [17] đã đề xuất mô hình SSL-FMM cho bài toán phân lớp bán
giám sát, trong đó các mẫu có nhãn được sử dụng để khởi tạo và dẫn dắt quá trình
học, còn các mẫu chưa gán nhãn được tích hợp dần thông qua cơ chế điều chỉnh siêu
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hộp. Kết quả thực nghiệm cho thấy mô hình này cải thiện độ chính xác so với các biến
thể FMN không giám sát và một số phương pháp bán giám sát truyền thống, qua đó
khẳng định tiềm năng của FMN trong bối cảnh học bán giám sát.

Mặc dù đạt được những kết quả tích cực, các mô hình FMN bán giám sát hiện
có vẫn còn tồn tại một số hạn chế đáng kể [17, 18, 19, 20, 21]. Cụ thể:

– Thứ nhất, quá trình phân cụm còn phụ thuộc nhiều vào chất lượng của các mẫu
hoặc siêu hộp mang nhãn ban đầu. Tuy nhiên, các đối tượng này chưa được
đánh giá đầy đủ về mức độ đại diện và độ tin cậy. Do đó, nếu chúng nằm ở
vùng biên, vùng chồng lấn hoặc không phản ánh đúng cấu trúc cụm, quá trình
lan truyền nhãn có thể bị sai lệch và làm giảm chất lượng phân cụm [1].

– Thứ hai, cơ chế suy luận nhãn chủ yếu dựa trên quan hệ lân cận (độ thuộc) giữa
các siêu hộp, trong khi chưa xem xét đầy đủ độ thuần nhất, mật độ phân bố và
vai trò đại diện của siêu hộp trong từng cụm. Việc sử dụng các siêu hộp có chất
lượng thấp làm nguồn lan truyền nhãn có thể làm gia tăng nguy cơ lan truyền
lỗi [17, 18, 19], đặc biệt với dữ liệu có mật độ không đồng đều, cụm mất cân
bằng hoặc ranh giới phức tạp.

– Thứ ba, các mô hình hiện có còn gặp khó khăn đối với các mẫu vùng biên hoặc
vùng chồng lấn, nơi mức độ không chắc chắn cao có thể ảnh hưởng đến quá
trình suy luận và lan truyền nhãn. Đây là những điểm dữ liệu có độ không chắc
chắn cao, dễ gây nhập nhằng trong quá trình mở rộng siêu hộp, suy luận nhãn
và hình thành cấu trúc cụm [9, 10, 11, 12].

Xuất phát từ các vấn đề nêu trên, luận án tập trung nghiên cứu các hướng tiếp cận mới
cho bài toán phân cụm bán giám sát dựa trên mạng nơron Min-Max mờ, với mục tiêu
cải thiện cơ chế suy luận nhãn, giảm thiểu lan truyền lỗi và nâng cao chất lượng phân
cụm trong điều kiện thông tin giám sát hạn chế.

2. Mục tiêu nghiên cứu
Xuất phát từ các khoảng trống nghiên cứu nêu trên, mục tiêu tổng quát của

luận án là đề xuất và phát triển các mô hình phân cụm bán giám sát dựa trên mạng
nơron Min-Max mờ nhằm nâng cao độ tin cậy của quá trình suy luận nhãn, hạn chế
lan truyền lỗi và cải thiện chất lượng phân cụm trong điều kiện thông tin giám sát hạn
chế.

Để đạt được mục tiêu tổng quát này, luận án tập trung vào các mục tiêu cụ thể
sau:

– Nghiên cứu cơ chế đánh giá chất lượng của các mẫu hoặc siêu hộp mang nhãn
ban đầu, từ đó lựa chọn các đối tượng có mức độ đại diện và độ tin cậy cao để
làm nguồn thông tin giám sát cho quá trình phân cụm bán giám sát.
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– Đề xuất cơ chế suy luận nhãn mới cho các siêu hộp chưa biết nhãn, trong đó
quá trình gán nhãn không chỉ dựa trên quan hệ lân cận hoặc độ thuộc giữa các
siêu hộp, mà còn xem xét thêm các yếu tố như độ thuần nhất, mật độ phân bố
dữ liệu và vai trò đại diện của siêu hộp trong từng cụm.

– Xây dựng các chiến lược bỏ phiếu nhãn dựa trên mẫu và/hoặc siêu hộp nhằm
tăng độ ổn định của quyết định gán nhãn, đặc biệt trong các trường hợp dữ liệu
có mật độ không đồng đều, cụm mất cân bằng hoặc ranh giới cụm phức tạp.

– Nghiên cứu các cơ chế nâng cao độ tin cậy của quá trình suy luận nhãn, hạn
chế ảnh hưởng của các mẫu hoặc siêu hộp có tính đại diện thấp.

– Thực nghiệm và đánh giá các mô hình đề xuất trên các tập dữ liệu chuẩn và dữ
liệu thực tế, sử dụng các chỉ số đánh giá phù hợp để chứng minh hiệu quả của
các cải tiến về độ chính xác, độ ổn định và khả năng ứng dụng của mô hình.

3. Đối tượng, phạm vi và nội dung nghiên cứu
Đối tượng nghiên cứu của luận án là các phương pháp phân cụm bán giám sát

dựa trên mạng nơron FMN, với trọng tâm là (i) cơ chế hình thành và hiệu chỉnh siêu
hộp mờ trong quá trình học, (ii) cơ chế suy luận/lan truyền nhãn trong điều kiện nhãn
khan hiếm, và (iii) chiến lược lựa chọn hạt giống nhằm dẫn dắt quá trình học bán giám
sát.

Trên cơ sở các mục tiêu đã xác định, luận án tập trung vào ba nội dung nghiên
cứu chính: (i) nghiên cứu cơ chế suy luận nhãn dựa trên bỏ phiếu từ các siêu hộp lân
cận trong mô hình FMN-Voting; (ii) nghiên cứu cơ chế suy luận nhãn dựa trên các
mẫu mang nhãn lân cận trong mô hình FMN-SAL; và (iii) nghiên cứu chiến lược lựa
chọn hạt giống chủ động/thích nghi trong mô hình FA-Seed.

Bên cạnh việc nghiên cứu các mô hình và thuật toán trên phương diện phương
pháp, luận án còn tập trung kiểm chứng khả năng ứng dụng của các mô hình đề xuất
trên nhiều kịch bản dữ liệu khác nhau. Cụ thể, phạm vi đánh giá không chỉ bao gồm
các tập dữ liệu benchmark phổ biến dùng để đối sánh khách quan với các phương
pháp liên quan, mà còn mở rộng sang bộ dữ liệu y tế về chẩn đoán bệnh gan. Việc
đưa bộ dữ liệu chỉ số xét nghiệm máu vào thực nghiệm cho phép đánh giá rõ hơn khả
năng thích nghi của các mô hình FMN bán giám sát trong điều kiện dữ liệu thực có
nhiễu, cấu trúc phức tạp, chồng lấn giữa các lớp và tỷ lệ mẫu có nhãn hạn chế.

4. Phương pháp nghiên cứu
Luận án sử dụng phương pháp nghiên cứu lý thuyết kết hợp với thực nghiệm.

Trên cơ sở khảo sát, phân tích các nghiên cứu về phân cụm bán giám sát và mạng
nơron Min-Max mờ, luận án đề xuất các cải tiến về cơ chế suy luận nhãn và lựa chọn
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hạt giống. Các mô hình đề xuất được cài đặt, thực nghiệm và đánh giá trên các tập dữ
liệu được lựa chọn thông qua các độ đo phù hợp.

5. Cơ sở khoa học và thực tiễn của đề tài
Về cơ sở khoa học, đề tài được xây dựng trên nền tảng lý thuyết của phân cụm

mờ, học bán giám sát và mạng nơron Min-Max mờ (FMN). Trong hướng tiếp cận này,
dữ liệu được biểu diễn bởi các siêu hộp mờ, qua đó cho phép mô hình hóa linh hoạt
ranh giới giữa các nhóm dữ liệu, xử lý tính không chắc chắn và hỗ trợ cơ chế học gia
tăng. Đây là cơ sở lý thuyết quan trọng để áp dụng FMN cho các bài toán phân cụm
và phân lớp trong điều kiện dữ liệu phức tạp, thiếu nhãn hoặc có mức độ chồng lấn
cao [13, 15, 17, 18, 19].

Bên cạnh đó, các nghiên cứu về phân cụm bán giám sát cho thấy việc kết hợp
thông tin giám sát hạn chế với cấu trúc nội tại của dữ liệu là một hướng tiếp cận hiệu
quả. Các dạng tri thức giám sát như ràng buộc cặp điểm, hạt giống ban đầu hay cơ chế
học chủ động đã được sử dụng để cải thiện chất lượng phân cụm và làm tăng tính định
hướng cho quá trình học [1, 5, 6, 7]. Các công trình tổng quan gần đây cũng khẳng
định phân cụm bán giám sát tiếp tục là một hướng nghiên cứu quan trọng, đặc biệt
trong bối cảnh dữ liệu lớn, dữ liệu không đồng nhất và dữ liệu có ít nhãn [2, 3].

Đối với riêng khung mô hình FMN, các nghiên cứu đã chỉ ra tiềm năng lớn của
phương pháp này trong học bán giám sát, song đồng thời cũng bộc lộ một số hạn chế
như: độ tin cậy của quá trình suy luận và lan truyền nhãn còn phụ thuộc nhiều vào cấu
trúc siêu hộp; việc xử lý dữ liệu chồng lấn, dữ liệu nhiễu và dữ liệu phân bố không
đều vẫn còn khó khăn; chất lượng của tập hạt giống ban đầu ảnh hưởng mạnh đến kết
quả cuối cùng; và cơ chế khai thác dữ liệu chưa gán nhãn chưa thật sự ổn định trong
mọi tình huống [17, 18, 20, 21]. Những khoảng trống đó tạo nên cơ sở khoa học trực
tiếp để nghiên cứu các giải pháp nâng cao chất lượng mô hình FMN theo hướng ổn
định hơn, linh hoạt hơn và phù hợp hơn với bài toán phân cụm bán giám sát.

Về mặt thực tiễn, trong nhiều bài toán hiện nay, số lượng dữ liệu chưa gán nhãn
thường rất lớn, trong khi dữ liệu có nhãn lại hạn chế do chi phí thu thập cao, phụ thuộc
vào chuyên gia và mất nhiều thời gian xử lý. Thực trạng này xuất hiện phổ biến trong
các lĩnh vực như y tế, nhận dạng, hỗ trợ chẩn đoán và phân tích dữ liệu thông minh,
làm cho các phương pháp học bán giám sát trở thành lựa chọn phù hợp hơn so với học
có giám sát thuần túy [2, 3, 4].

Ngoài ra, dữ liệu thực tế thường không thuần nhất mà có thể chứa nhiễu, thiếu
giá trị, chồng lấn mạnh giữa các nhóm và phân bố không cân bằng. Trong những điều
kiện như vậy, hiệu quả của mô hình phụ thuộc nhiều vào khả năng biểu diễn linh hoạt
cấu trúc dữ liệu, vào chất lượng của hạt giống cũng như vào cơ chế suy luận nhãn.



14

Các nghiên cứu về seeding và active learning trong phân cụm mờ cho thấy việc lựa
chọn các điểm đại diện tốt và khai thác thông tin phản hồi một cách hợp lý có thể cải
thiện đáng kể chất lượng phân cụm [1, 7]. Đây là cơ sở thực tiễn quan trọng để đề tài
xem xét các cơ chế lựa chọn hạt giống và tăng cường độ tin cậy cho quá trình phân
cụm bán giám sát dựa trên FMN.

Mặt khác, tính thực tiễn của đề tài còn được thể hiện ở khả năng kiểm chứng
trên các bộ dữ liệu chuẩn và các kịch bản dữ liệu khác nhau. Việc sử dụng các nguồn
dữ liệu phổ biến như UCI và CS [22, 23], cùng với việc xem xét ảnh hưởng của dữ
liệu thiếu hoặc dữ liệu phức tạp, cho phép đánh giá khách quan tính đúng đắn, độ ổn
định và khả năng ứng dụng của các mô hình đề xuất [22, 23, 24]. Điều này cho thấy
đề tài không chỉ có ý nghĩa về mặt lý thuyết mà còn có giá trị thực tiễn trong các
bài toán phân tích và khai phá dữ liệu hiện nay. Bên cạnh các bộ dữ liệu chuẩn, tính
thực tiễn của đề tài còn được thể hiện thông qua việc kiểm chứng trên bộ dữ liệu y tế
ILPD. Đây là bộ dữ liệu về các chỉ số xét nghiệm máu dùng để đánh giá và phân loại
bệnh gan trên người. Việc này đặt ra nhiều thách thức đối với các mô hình học bán
giám sát như nhiễu thực tế, cấu trúc dữ liệu phức tạp, chồng lấn giữa các nhóm và tỷ
lệ dữ liệu có nhãn hạn chế. Việc sử dụng bộ dữ liệu chỉ số xét nghiệm máu trong thực
nghiệm cho phép kiểm chứng không chỉ hiệu năng của các mô hình đề xuất trên dữ
liệu chuẩn, mà còn đánh giá khả năng thích nghi, độ ổn định và tính ứng dụng của
chúng trên dữ liệu y tế thực, nơi yêu cầu về độ tin cậy của suy luận nhãn và khả năng
xử lý các vùng dữ liệu không chắc chắn có ý nghĩa đặc biệt quan trọng.

Như vậy, đề tài có cơ sở khoa học dựa trên nền tảng của phân cụm mờ, học bán
giám sát và mạng nơron Min-Max mờ; đồng thời có cơ sở thực tiễn từ nhu cầu khai
thác dữ liệu trong điều kiện thông tin nhãn hạn chế.

6. Những đóng góp mới của luận án
Luận án có các đóng góp chính sau:

– Đề xuất mô hình FMN-Voting cho phân cụm bán giám sát dựa trên mạng FMN
với cơ chế bỏ phiếu đa số nhằm tăng độ ổn định suy luận nhãn.

– Đề xuất mô hình FMN-SAL với chiến lược bỏ phiếu dựa trên k mẫu mang nhãn
lân cận, giảm ảnh hưởng của các siêu hộp mất cân bằng/độ lệch tâm lớn/chỉ số
sử dụng thấp trong quá trình lan truyền nhãn.

– Đề xuất mô hình FA-Seed với chiến lược lựa chọn hạt giống chủ động/thích
nghi dựa trên phân hoạch siêu hộp và đánh giá độ tin cậy, nâng cao chất lượng
tập hạt giống và cải thiện hiệu quả học bán giám sát khi nhãn hạn chế.

– Thiết kế và thực hiện thực nghiệm trên các tập dữ liệu benchmark và bộ dữ
liệu y tế thực tế về các chỉ số sinh hóa máu nhằm đánh giá toàn diện hiệu năng,
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độ ổn định, khả năng khai thác dữ liệu ít nhãn và chi phí tính toán của các mô
hình đề xuất.

7. Bố cục của luận án
Ngoài phần Mở đầu và Kết luận, nội dung của luận án được tổ chức thành ba

chương chính như sau:
– Chương 1 trình bày tổng quan về phân cụm bán giám sát và mạng nơron Min-

Max mờ, bao gồm các khái niệm nền tảng, nguyên lý hoạt động, cơ chế học và
các nghiên cứu liên quan; từ đó phân tích những vấn đề còn tồn tại và xác định
hướng nghiên cứu của luận án.

– Chương 2 trình bày hai mô hình phân cụm bán giám sát dựa trên FMN là FMN-
Voting và FMN-SAL. Trong đó, FMN-Voting sử dụng cơ chế bỏ phiếu từ các
siêu hộp lân cận, còn FMN-SAL khai thác thông tin từ k mẫu mang nhãn lân
cận để suy luận nhãn. Chương này đồng thời trình bày thuật toán, phân tích độ
phức tạp và đánh giá thực nghiệm các mô hình đề xuất.

– Chương 3 trình bày mô hình FA-Seed với chiến lược lựa chọn hạt giống dựa
trên cấu trúc siêu hộp và mức độ đại diện của dữ liệu, kết hợp thông tin phản hồi
từ chuyên gia. Chương này trình bày mô hình, thuật toán và các thực nghiệm
đánh giá hiệu quả của phương pháp đề xuất.
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CHƯƠNG 1

TỔNG QUAN VỀ PHÂN CỤM BÁN GIÁM SÁT SỬ DỤNG
MẠNG NƠRON MIN-MAX MỜ

Nội dung Chương 1 cung cấp nền tảng lý thuyết liên quan đến phân cụm bán

giám sát mờ và mô hình mạng nơron FMN. Thứ nhất, trình bày tổng quan về phân

cụm dữ liệu, những hạn chế của phân cụm truyền thống và động lực xuất hiện của

hướng tiếp cận bán giám sát. Thứ hai, trình bày về các phương pháp phân cụm bán

giám sát mờ, làm rõ ưu điểm, nhược điểm và các thách thức trong thực tế. Phần cuối

của chương giới thiệu khái quát về FMN, bao gồm nguyên lý hoạt động, cơ chế hình

thành siêu hộp, hàm độ thuộc mờ và thuật toán học. Sự tổng hợp này nhằm cung cấp

cái nhìn toàn diện về các vấn đề nghiên cứu hiện tại, chỉ ra khoảng trống nghiên cứu

và đặt nền móng cho các cải tiến và thuật toán mới được trình bày trong Chương 2 và

Chương 3.

1.1. Tổng quan về bài toán phân cụm dữ liệu và ứng dụng

Phân cụm là một kỹ thuật quan trọng trong khai phá dữ liệu, thuộc nhóm

phương pháp học không giám sát trong học máy [25, 26, 27]. Mục tiêu của phân cụm

là nhóm các đối tượng tương đồng vào cùng một cụm [15, 28]. Tuy nhiên, việc lựa

chọn phương pháp phân cụm phụ thuộc vào đặc điểm dữ liệu, mục tiêu bài toán và sự

đánh đổi giữa chất lượng cụm và chi phí tính toán. Do đó, không tồn tại một kỹ thuật

hay tiêu chí đánh giá duy nhất phù hợp cho mọi bài toán phân cụm.

Hình 1.1 minh họa dữ liệu trong không gian hai chiều có thể được phân thành

hai hoặc ba cụm tùy theo quan điểm phân tích. Điều này cho thấy kết quả phân cụm

không hoàn toàn duy nhất mà phụ thuộc vào tiêu chuẩn phân cụm được lựa chọn.

Trong thực tế, phân cụm thường được chia thành hai nhóm chính: phân cụm

rõ [29, 30, 31, 32] và phân cụm mờ [9, 33, 34, 35]. Phân cụm rõ gán mỗi điểm dữ

liệu vào duy nhất một cụm, trong khi phân cụm mờ cho phép một điểm thuộc nhiều

cụm thông qua các giá trị độ thuộc trong khoảng [0, 1]. Nhờ đó, phân cụm mờ phù

hợp hơn với các bài toán có ranh giới cụm không rõ ràng hoặc có hiện tượng chồng

lấn dữ liệu [10, 11, 12]. Nhiều thuật toán phân cụm mờ đã được đề xuất như FCM

(Fuzzy C-Means), ε-FCM (ε-insensitive Fuzzy C-Means), FPCM (Fuzzy Possibilistic

C-Means), song đa số đòi hỏi xác định trước số cụm, là tham số ảnh hưởng lớn đến

kết quả.
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Hình 1.1: Minh họa phân cụm dữ liệu
Phân cụm bán giám sát mờ (Semi-Supervised Fuzzy Clustering – SSC) là sự

mở rộng của phân cụm mờ bằng cách khai thác một phần thông tin biết trước để định

hướng quá trình phân cụm, từ đó nâng cao chất lượng và độ ổn định của kết quả [2, 3,

14]. Pedrycz đã chỉ ra rằng ngay cả một tỷ lệ nhỏ dữ liệu được gán nhãn cũng có thể

cải thiện đáng kể hiệu quả phân cụm [13]. Các thông tin bổ trợ thường được biểu diễn

dưới dạng ràng buộc must-link/cannot-link, nhãn hoặc độ thuộc xác định trước [8, 36,

37]. Một số mô hình tiêu biểu của hướng tiếp cận này gồm eSFCM [38], SSSFC [39],

GSOM [40] và GFMM [15].

Phân cụm bán giám sát mờ kết hợp khả năng biểu diễn tính không chắc chắn

của phân cụm mờ với một lượng nhỏ thông tin giám sát nhằm cải thiện kết quả học

[41, 42]. Một số hướng tiếp cận tiêu biểu: (1) Phân cụm bán giám sát mờ dựa trên

mẫu hạt giống; (2) Phân cụm bán giám sát mờ dựa trên ràng buộc cặp; (3) Phân cụm

bán giám sát mờ dựa trên mô hình nguyên mẫu; và (4) Phân cụm bán giám sát mờ dựa

trên mạng nơron mờ.

Các phương pháp dựa trên mẫu hạt giống sử dụng một tập nhỏ các mẫu đã gán

nhãn để định hướng quá trình phân cụm [43, 44, 45]. Trong phân cụm mờ, thông tin

này thường được tích hợp bằng cách cố định hoặc ưu tiên giá trị độ thuộc của các mẫu

hạt giống vào cụm tương ứng [46, 47, 48]. Cách tiếp cận này giúp giảm phụ thuộc vào

khởi tạo ngẫu nhiên và cải thiện độ ổn định.

Những nghiên cứu nền tảng cho hướng này có thể kể đến Bensaid và cộng sự

[49] và Pedrycz [13]. Trên cơ sở đó, nhiều biến thể như Fuzzy C-Means khởi tạo bằng

hạt giống (SFCM) [50, 51] hay FCM bán giám sát [14, 52, 53] đã được phát triển.
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Gần đây, các phương pháp này còn được mở rộng theo hướng chủ động để lựa chọn

hạt giống có giá trị thông tin cao hơn [42, 54, 55]. Tuy nhiên, hiệu quả của chúng vẫn

phụ thuộc mạnh vào chất lượng, số lượng và tính đại diện của tập hạt giống [56, 57,

58].

Hướng tiếp cận dựa trên ràng buộc sử dụng các ràng buộc cặp dữ liệu dưới

dạng must-link/cannot-link thay vì yêu cầu nhãn cụ thể cho từng mẫu [14, 59, 60].

Trong các mô hình mờ, các ràng buộc được tích hợp vào hàm mục tiêu như các điều

khoản phạt mềm nhằm cân bằng giữa thỏa mãn ràng buộc và bảo toàn cấu trúc dữ

liệu [61, 62, 63, 64]. Ưu điểm của cách tiếp cận này là linh hoạt và phù hợp khi khó

thu thập nhãn đầy đủ, nhưng vẫn đối mặt với các thách thức về chi phí xây dựng ràng

buộc, tính không nhất quán và khả năng mở rộng.

Trong các phương pháp dựa trên nguyên mẫu, mỗi cụm được biểu diễn bởi một

hoặc nhiều nguyên mẫu như tâm cụm hoặc đại diện hình học [65, 66]. Thông tin bán

giám sát được tích hợp thông qua việc ràng buộc vị trí hoặc độ thuộc của các nguyên

mẫu dựa trên dữ liệu đã biết [67, 68, 69]. Nhóm phương pháp này có ưu điểm về khả

năng giải thích và giảm độ nhạy với nhiễu, song hiệu quả phụ thuộc lớn vào cơ chế

xác định, cập nhật và ràng buộc nguyên mẫu.

Các mô hình dựa trên mạng nơron mờ, đặc biệt là cấu trúc siêu hộp, cung cấp

một cách biểu diễn hình học trực quan cho phân cụm bán giám sát [43, 58]. Trong đó,

mỗi cụm hoặc vùng dữ liệu được biểu diễn bởi một hoặc nhiều siêu hộp, còn độ thuộc

được xác định dựa trên vị trí tương đối của điểm dữ liệu với các siêu hộp. Thông tin

giám sát có thể được tích hợp thông qua gán nhãn siêu hộp, ràng buộc mở rộng/chồng

lấn hoặc điều chỉnh hàm thuộc [70, 71, 72]. Các mô hình này đặc biệt phù hợp với dữ

liệu chồng lấn và có nhiễu [73, 74], nhưng vẫn gặp khó khăn trong việc kiểm soát số

lượng siêu hộp và xử lý chồng lấn phức tạp.

Nhìn chung, các hướng tiếp cận phân cụm bán giám sát mờ đều khai thác một

lượng nhỏ thông tin giám sát để cải thiện chất lượng phân cụm [2, 3]. Các phương

pháp dựa trên hạt giống có ưu điểm định hướng tốt quá trình học nhưng phụ thuộc

mạnh vào chất lượng hạt giống [1, 13, 50, 52, 58, 59]. Các phương pháp dựa trên ràng

buộc cặp linh hoạt hơn trong khai thác thông tin giám sát, song gặp khó khăn về chi

phí và tính nhất quán của ràng buộc [5, 6, 7, 36, 37, 60]. Trong khi đó, các phương

pháp nguyên mẫu có khả năng giải thích tốt nhưng phụ thuộc vào chất lượng biểu diễn

của nguyên mẫu [65, 66, 75].

So với các hướng tiếp cận trên, FMN là một lựa chọn phù hợp hơn cho bài toán
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của luận án [15, 16, 17, 18, 19, 76]. FMN biểu diễn dữ liệu bằng các siêu hộp mờ,

cho phép mô hình hóa linh hoạt các vùng lõi, vùng biên và vùng chồng lấn; đồng thời

có cơ chế học gia tăng, hỗ trợ cập nhật trực tuyến mà không cần huấn luyện lại toàn

bộ mô hình [15, 16, 76]. Ngoài ra, do tri thức được biểu diễn qua siêu hộp mờ, FMN

cũng có khả năng diễn giải tốt trong các bài toán hỗ trợ quyết định [8, 20, 21, 77].

Tuy nhiên, các nghiên cứu hiện có cho thấy FMN vẫn tồn tại những hạn chế

như phụ thuộc vào cấu trúc siêu hộp, nguy cơ lan truyền lỗi nhãn trong vùng chồng

lấn và sự phụ thuộc mạnh vào chất lượng tập hạt giống ban đầu [17, 18, 19]. Đây

chính là khoảng trống nghiên cứu để luận án lựa chọn FMN làm nền tảng phát triển

các mô hình FMN-Voting, FMN-SAL và FA-Seed theo hướng nâng cao độ ổn định

suy luận nhãn, giảm lan truyền lỗi và cải thiện chất lượng học bán giám sát trong điều

kiện nhãn hạn chế.

Một phần nội dung tổng quan, phân tích các hướng tiếp cận phân cụm bán

giám sát mờ và cơ sở lựa chọn mạng nơron Min-Max mờ làm nền tảng nghiên cứu

của luận án đã được tác giả công bố trong công trình [CT1].

1.2. Phân cụm bán giám sát dựa trên mạng nơron Min-Max mờ

1.2.1. Giới thiệu về mạng nơron Min-Max mờ

Mô hình FMN do Patrick K. Simpson đề xuất cho bài toán phân lớp vào năm

1992 [16] và được mở rộng cho phân cụm vào năm 1993 [76]. FMN được phát triển

dựa trên các nguyên lý của FART (Fuzzy Adaptive Resonance Theory) [78] và lý

thuyết cộng hưởng thích nghi ART (Adaptive Resonance Theory) [79], cho phép mô

hình vừa học ổn định vừa thích nghi với dữ liệu mới.

FMN là một mô hình mạng nơron học gia tăng, kết hợp logic mờ, mạng nơron

nhân tạo và lý thuyết min-max mờ nhằm giải quyết hiệu quả các bài toán phân lớp và

phân cụm. Tri thức trong FMN được biểu diễn dưới dạng các siêu hộp mờ, mỗi siêu

hộp xác định một vùng con trong không gian đặc trưng thông qua hai vectơ biên min

và max [16, 76]. Mỗi mẫu dữ liệu được phân lớp hoặc phân cụm dựa trên mức độ

thuộc của nó đối với các siêu hộp tương ứng, nhờ đó FMN cung cấp các quyết định

mềm thay vì ranh giới cứng. Hình 1.2 minh họa về FMN phân dữ liệu thành hai cụm

dựa trên phân hoạch không gian dữ liệu thành các siêu hộp.

Thuật toán học của FMN dựa trên hai thao tác chính là mở rộng và co lại các

siêu hộp để bao phủ dữ liệu huấn luyện, đồng thời hạn chế sự chồng lấn giữa các siêu

hộp thuộc các lớp hoặc cụm khác nhau. Nhờ cơ chế học gia tăng, FMN đặc biệt phù
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hợp với các bộ dữ liệu quy mô lớn và các bài toán dữ liệu động, trong đó mô hình có

thể cập nhật tri thức từng bước mà không cần huấn luyện lại toàn bộ.

Hình 1.2: Đồ họa minh họa về không gian siêu hộp với hai cụm

FMN có cấu trúc và cơ chế hoạt động tương đối đơn giản, không yêu cầu xác

định trước số lượng cụm, chỉ cần điều chỉnh một số ít tham số như kích thước tối

đa của siêu hộp và tham số mờ. Đồng thời, FMN là một phương pháp phân cụm phi

tuyến, có khả năng phát hiện các cụm với hình dạng và kích thước khác nhau trong

không gian đặc trưng.

1.2.2. Hàm thuộc siêu hộp mờ

1.2.2.1. Siêu hộp mờ

Lý thuyết Min-Max mờ (Fuzzy Min-Max - FMM) mô hình hóa miền quyết

định bằng các siêu hộp mờ trong không gian đặc trưng Rn. Mỗi siêu hộp mờ được đặc

trưng bởi cặp vectơ biên (ký hiệu là V và W ) xác định miền [V,W ] bao phủ một phần

dữ liệu thuộc cùng một khái niệm/lớp/cụm [16, 76].

Cho B là tập các siêu hộp mờ được định nghĩa theo Công thức (1.1), khi đó

siêu hộp mờ Bj (Bj ∈ B) được định nghĩa theo Công thức (1.2):

B = {Bj}Kj=1 (với K = |B|) (1.1)

Bj = {x ∈ Rn | vji ≤ xi ≤ wji, ∀i = 1, . . . , n},
Vj = (vj1, . . . , vjn), Wj = (wj1, . . . , wjn),

vji ≤ wji, ∀i = 1, . . . , n.

(1.2)

Hình 1.3 là một ví dụ minh họa về một siêu hộp mờ Bj trong không gian 3D.

Siêu hộp Bj được biểu diễn bởi hai vectơ cận dưới và cận trên, Vj = (vj1, vj2, vj3) và

Wj = (wj1, wj2, wj3), trong đó vji và wji lần lượt là cận dưới và cận trên của siêu hộp

j trên chiều đặc trưng thứ i.

Mỗi siêu hộp mờ Bj được gán một nhãn lớp ℓ(Bj) ∈ {1, . . . , C}, trong đó
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Hình 1.3: Siêu hộp Bj trong không gian 3D với hai đỉnh Vj và Wj

ℓ(Bj) = k cho biết siêu hộp Bj thuộc về lớp thứ k.

1.2.2.2. Độ thuộc mờ

Giả sử tập dữ liệu X có M điểm dữ liệu (X = {xr}Mr=1, xr ∈ Rn), với mỗi điểm

xr có thể ánh xạ vào C cụm dữ liệu. Thay vì gán nhãn cứng, FMM sử dụng hàm thành

viên mờ (hay hàm thuộc mờ) đánh giá mức độ thuộc của điểm xr vào siêu hộp mờ Bj ,

ký hiệu là µ(xr, Bj), được định nghĩa theo Công thức (1.3) [76]:

µ(xr, Bj) =
1

n

n∑
i=1

[1− f(xri − wji, γ)− f(vji − xri, γ)] (1.3)

trong đó:

- f(·, ·) là hàm hai tham số dùng để điều chỉnh mức suy giảm của giá trị độ thuộc

µ(xr, Bj) dựa trên mối quan hệ giữa điểm dữ liệu xr và biên của siêu hộp Bj ,

được định nghĩa theo Công thức (1.4);

- γ là tham số mờ dùng để điều chỉnh tốc độ suy giảm của giá trị hàm thuộc

µ(xr, Bj) khi một điểm dữ liệu nằm ngoài siêu hộp; giá trị γ càng lớn thì độ

thuộc suy giảm càng nhanh, khiến mô hình phản ứng nhạy hơn đối với các vi

phạm ranh giới. Hình 1.4 minh họa sự biến đổi của µ(xr, Bj) khi thay đổi γ,

Hình 1.5 minh họa sự biến đổi của µ(xr, Bj) khi mẫu rời xa siêu hộp [15].

f(s, z) =


1, sz > 1,

sz, 0 ≤ sz ≤ 1,

0, sz < 0.

(1.4)

Kích thước của siêu hộp Bj (ký hiệu là δBj
) là một đại lượng thuộc khoảng

[0, 1], phản ánh mức độ mở rộng trung bình của siêu hộp trên các chiều đặc trưng,

được tính theo Công thức (1.5) [76]:

δBj
=

1

n

n∑
i=1

(wji − vji) (1.5)
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Hình 1.4: Đồ họa minh họa về sự biến động µ(xr, Bj) khi thay đổi γ

Hình 1.5: Đồ họa minh họa về sự biến thiên của µ(xr, Bj)

1.2.2.3. Phân hoạch dữ liệu với các siêu hộp mờ

Để đảm bảo khả năng thích nghi của mô hình FMM, các thao tác cơ bản được

sử dụng trong quá trình huấn luyện siêu hộp mờ bao gồm (1) mở rộng, (2) kiểm tra

chồng lấn, và (3) điều chỉnh chồng lấn (co lại) siêu hộp [16, 76].

Mở rộng là hoạt động cập nhật biên của siêu hộp mờ nhằm bao phủ thêm một

điểm dữ liệu. Hình 1.6a và Hình 1.6b là đồ họa minh họa về hoạt động mở rộng siêu

hộp Bj . Cụ thể với điểm dữ liệu xr ∈ Rn, với mỗi chiều đặc trưng i, biên dưới và biên

trên của siêu hộp Bj = (Vj ,Wj) được cập nhật theo Công thức (1.6) và (1.7):

vji ← min(vji, xri), (1.6)

wji ← max(wji, xri). (1.7)

Phép mở rộng chỉ được chấp nhận nếu siêu hộp sau mở rộng vẫn thỏa mãn ràng

buộc kích thước (được tính toán theo Công thức (1.8) hoặc (1.9)) nhằm tránh tạo ra
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các siêu hộp quá lớn làm giảm khả năng phân biệt của mô hình [16, 76].

max
i

(wji − vji) ≤ δmax. (1.8)

1

n

∑
i

(wji − vji) ≤ δmax. (1.9)

(a) (b)

(c) (d)
Hình 1.6: Ví dụ về hoạt động mở rộng và điều chỉnh chồng lấn siêu hộp
Hoạt động mở rộng có thể gây ra hiện tượng chồng lấn giữa các siêu hộp (thuộc

lớp khác nhau). Kiểm tra chồng lấn nhằm xác định xem siêu hộp vừa được mở rộng

Bj có giao với một siêu hộp khác lớp Bk (ℓ(Bj) ̸= ℓ(Bk)) hay không. Trong FMN,

chồng lấn được xét theo từng chiều đặc trưng: trên chiều i, nếu hai khoảng [vji, wji] và

[vki, wki] giao nhau (thỏa mãn (1.10)),

max(vji, vki) < min(wji, wki), (1.10)

thì chiều đó được xem là gây chồng lấn. Hình 1.6a và Hình 1.6b là đồ họa minh họa

về hoạt động mở rộng siêu hộp Bj khi tiếp nhận điểm dữ liệu xr đã tạo ra vùng chồng

lấn. Nếu tồn tại ít nhất một chiều gây chồng lấn, mô hình xác định các phương án

điều chỉnh chồng lấn (cắt bớt biên) nhằm loại bỏ phần giao nhau với mức thay đổi

nhỏ nhất. Bước loại bỏ chồng lấn được thực hiện khi hai siêu hộp Bj và Bk thuộc hai

lớp khác nhau. Trong FMN, có bốn dạng chồng lấn cơ bản giữa hai siêu hộp Bj và Bk

[16]:

- Trường hợp 1. Biên trên của Bj chồng lấn với biên dưới của Bk:

vji < vki < wji < wki. (1.11)

- Trường hợp 2. Biên dưới của Bj chồng lấn với biên trên của Bk:
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Hình 1.7: Chồng lấn giữa biên trên của Bj với biên dưới của Bk

Hình 1.8: Chồng lấn giữa biên trên của Bk với biên dưới của Bj

vki < vji < wki < wji. (1.12)

- Trường hợp 3. Siêu hộp Bk bị bao (co lại) trong Bj:

Hình 1.9: Chồng lấn dạng siêu hộp Bk bị bao (co lại) trong Bj

vji < vki ≤ wki < wji. (1.13)

- Trường hợp 4. Siêu hộp Bj bị bao (co lại) trong Bk:

Hình 1.10: Chồng lấn dạng siêu hộp Bj bị bao (co lại) trong Bk

vki < vji ≤ wji < wki. (1.14)

Điều chỉnh chồng lấn nhằm loại bỏ phần giao nhau, qua đó khôi phục ranh giới

phân tách giữa các lớp [16]. Hình 1.6c và Hình 1.6d là đồ họa minh họa về hoạt động

điều chỉnh chồng lấn giữa hai siêu hộp có chồng lấn. Khi hai siêu hộp Bj và Bk xảy

ra chồng lấn trên chiều i, bốn trường hợp chồng lấn được xem xét đến như sau:

- Trường hợp 1. Biên trên của siêu hộp Bj chồng lấn với biên dưới của siêu hộp

Bk: điều chỉnh biên dưới của Bk và biên trên của Bj theo (1.15) và (1.16):

vnew
ki =

vold
ki + wold

ji

2
, (1.15)
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wnew
ji =

vold
ki + wold

ji

2
. (1.16)

- Trường hợp 2. Biên dưới của siêu hộp Bj chồng lấn với biên trên của siêu hộp

Bk: điều chỉnh biên dưới của Bj và biên trên của Bk theo (1.17) và (1.18):

vnew
ji =

vold
ji + wold

ki

2
, (1.17)

wnew
ki =

vold
ji + wold

ki

2
. (1.18)

- Trường hợp 3. Siêu hộp Bk bị bao hoàn toàn trong siêu hộp Bj:

+ Nếu thỏa mãn điều kiện (1.19):

wji − vki ≤ wki − vji, (1.19)

thì điều chỉnh biên dưới của Bj theo (1.20):

vnew
ji = wold

ki . (1.20)

+ Ngược lại, nếu thỏa mãn (1.21):

wki − vji > wji − vki, (1.21)

thì điều chỉnh biên trên của Bj theo (1.22):

wnew
ji = vold

ki . (1.22)

- Trường hợp 4. Siêu hộp Bj bị bao hoàn toàn trong siêu hộp Bk nếu thỏa mãn

Công thức (1.14):

+ Nếu thỏa mãn điều kiện (1.23):

wki − vji ≤ wji − vki, (1.23)

thì điều chỉnh biên trên của Bk theo (1.24):

wnew
ki = vold

ji . (1.24)

+ Ngược lại, nếu thỏa mãn điều kiện ràng buộc (1.25):

wji − vki > wki − vji, (1.25)

thì điều chỉnh biên dưới của Bk theo (1.26):

vnew
ki = wold

ji . (1.26)

Nhờ đặc trưng hình học này, FMM có thể học trực tuyến, cập nhật gia tăng mà

không cần huấn luyện lại, đồng thời biểu diễn tự nhiên các ranh giới mơ hồ và vùng

chuyển tiếp giữa các lớp/cụm.

1.2.2.4. Phân hoạch và gán mẫu thích nghi với các siêu hộp mờ

Quá trình phân hoạch và gán mẫu vào các siêu hộp mờ được thực hiện dựa trên

độ thuộc của mẫu và các quy tắc bao chứa, mở rộng hoặc tạo mới siêu hộp [76].
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Cho tập B, mẫu dữ liệu x ∈ X, lựa chọn siêu hộp Bj ∈ B có độ thuộc lớn nhất

đối với x (µ(x,Bj) được tính theo Công thức (1.3)). Không gian các siêu hộp sau đó

được cập nhật theo các quy tắc sau:

(1) Quy tắc bao chứa: Nếu tồn tại Bj sao cho x có độ thuộc đầy đủ vào Bj thì

gán trực tiếp x cho Bj , trong đó tính duy nhất được đảm bảo bởi điều kiện không giao

nhau. Siêu hộp Bj và siêu hộp Bk được gọi là không giao nhau nếu Bj ∩ Bk = ∅ với

mọi j ̸= k, ký hiệu là:

Ω(Bj , Bk) ≤ 0, với mọi j ̸= k, (1.27)

trong đó Ω(Bj , Bk) là mức độ chồng lấn (phần giao) giữa hai siêu hộp Bj và Bk;

Ω(Bj , Bk) > 0 khi hai siêu hộp giao nhau.

Quy tắc bao chứa được sử dụng để gán trực tiếp một mẫu dữ liệu x cho siêu

hộp mờ Bj nếu độ thuộc của mẫu đối với siêu hộp này đạt giá trị cực đại, tức là:

µ(x,Bj) = 1. (1.28)

µ(x,Bj) = 1 thể hiện rằng x nằm hoàn toàn bên trong siêu hộp mờ Bj trên tất cả các

chiều đặc trưng, hay vji ≤ xi ≤ wji, ∀i = 1, . . . , n. Điều này cho thấy mẫu x nằm hoàn

toàn bên trong biên của Bj và không cần thực hiện các thao tác mở rộng hay tạo siêu

hộp mờ mới.

Tính duy nhất của phép gán được đảm bảo bởi điều kiện (1.27). Theo đó, các

siêu hộp mờ không chồng lấn nhau trong không gian đặc trưng, tức Bj ∩ Bk = ∅.

Nhờ vậy, mỗi mẫu dữ liệu chỉ có thể được bao chứa hoàn toàn bởi duy nhất một siêu

hộp mờ, từ đó đảm bảo tính nhất quán và ổn định của mô hình.

(2) Quy tắc mở rộng: Thực hiện mở rộng tạm thời siêu hộp chiến thắng Bj∗ ,

việc mở rộng Bj∗ được thực hiện dựa trên việc tính toán lại các điểm min và max của

siêu hộp Bj∗ theo Công thức (1.29):

B∗
j =

(
min(Vj , x),max(Wj , x)

)
. (1.29)

Việc mở rộng được chấp nhận nếu Bj∗ thỏa mãn ràng buộc (1.30) và (1.27) với

mọi j ̸= k:

δ(x,Bj) ≤ δmax. (1.30)

Kích thước siêu hộp sau mở rộng được tính bởi:

δ(x,Bj) =
1

n

n∑
i=1

√∣∣max(xi, wji)−min(xi, vji)
∣∣2. (1.31)

Nếu mở rộng được chấp nhận, mẫu x được gán cho Bj∗ đã cập nhật.

(3) Quy tắc tạo mới siêu hộp: Nếu việc mở rộng siêu hộp không được chấp



27

nhận, một siêu hộp mới được khởi tạo theo (1.32):

Bnew = (x, x). (1.32)

(4) Quy tắc khởi tạo siêu hộp: Trong mạng nơron FMN, siêu hộp mờ là đơn

vị biểu diễn cơ bản của dữ liệu trong không gian đặc trưng. Việc khởi tạo siêu hộp

đóng vai trò khởi đầu cho quá trình học, tạo nền tảng cho các thao tác mở rộng, kiểm

tra và điều chỉnh siêu hộp ở các bước tiếp theo. Một cách khởi tạo hợp lý giúp đảm

bảo tính nhất quán của biểu diễn ban đầu và hạn chế các ràng buộc không cần thiết

trong quá trình phân hoạch không gian dữ liệu. Với siêu hộp mờ Bj ∈ U , các vectơ

biên dưới và biên trên được khởi tạo theo (1.33):

Vj = 1n, Wj = 0n, (1.33)

trong đó 1n và 0n lần lượt là các vectơ n chiều có tất cả phần tử bằng 1 và 0.

1.2.3. Cấu trúc mạng nơron FMN

Mạng nơron Min-Max mờ FMN là một mô hình Neuro-Fuzzy kết hợp giữa

lý thuyết siêu hộp mờ trong FMM và kiến trúc của mạng nơron mờ (Fuzzy Neural

Network – FNN), nhằm khai thác ưu điểm của cả hai hướng tiếp cận [80]. FMN

vừa kế thừa khả năng biểu diễn tri thức dưới dạng các miền quyết định mờ, vừa tận

dụng cấu trúc mạng nơron để thực hiện quá trình học và suy diễn một cách hiệu

quả. Kiến trúc mạng nơron FMN trong bài toán học không giám sát được mô tả trên

Hình 1.11 [76]. Mạng gồm hai lớp chính, lớp vào FA bao gồm n nơron, mỗi nơron

tương ứng với một thuộc tính của dữ liệu đầu vào; lớp ra FC bao gồm q nơron, trong

đó mỗi nơron đại diện cho một siêu hộp mờ, tương ứng với một cụm dữ liệu được hình

thành trong quá trình học. Trong trường hợp này, quá trình học tập trung vào việc phát

hiện cấu trúc cụm mà không cần thông tin nhãn lớp.

Đối với bài toán học có giám sát, kiến trúc mạng FMN gồm ba lớp, như minh

họa trong Hình 1.12 [16]. Cụ thể, lớp vào FA bao gồm n nơron tương ứng với các

thuộc tính đầu vào; lớp FB gồm q nơron, mỗi nơron tương ứng với một siêu hộp mờ

được hình thành trong quá trình học; lớp ra FC gồm K nơron, trong đó mỗi nơron đại

diện cho một lớp, với K là tổng số lớp được xác định trước. Trong kiến trúc này, các

siêu hộp mờ đóng vai trò trung gian kết nối giữa không gian đặc trưng và không gian

nhãn lớp.

Mỗi nơron thứ j trong lớp FB được kết nối với các nơron đầu vào thông qua

một bộ trọng số kép, tương ứng với hai vectơ Vj và Wj (minh họa trên Hình 1.13).

Cụ thể, kết nối giữa nơron thứ j trong lớp FB và nơron thứ i trong lớp FA được đặc
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Hình 1.11: Cấu trúc mạng nơron FMN với học không giám sát
trưng bởi hai trọng số vji và wji, lần lượt biểu diễn giá trị biên dưới và biên trên của

siêu hộp mờ trên chiều đặc trưng thứ i. Do đó, các biên của siêu hộp mờ Bj được biểu

diễn dưới dạng hai vectơ Vj và Wj (được định nghĩa lần lượt theo Công thức (1.34)

và (1.35)). Các vectơ này không chỉ đóng vai trò là trọng số của mạng nơron, mà còn

mang ý nghĩa hình học rõ ràng, xác định trực tiếp hình dạng và vị trí của siêu hộp mờ

trong không gian đặc trưng.

Vj = (vj1, vj2, . . . , vjn) (1.34)

Wj = (wj1, wj2, . . . , wjn) (1.35)

Hình 1.12: Cấu trúc mạng nơron FMN với học có giám sát

Trong kiến trúc mạng nơron FMN với học có giám sát, kết nối giữa mỗi nơron

trong lớp siêu hộp FB và các nơron trong lớp phân lớp FC được biểu diễn bởi một ma
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Hình 1.13: Đồ họa minh họa cấu tạo của nơron bj

trận trọng số nhị phân U [16]. Mỗi phần tử ujg ∈ U phản ánh mối liên hệ giữa siêu

hộp mờ Bj và lớp g, đồng thời cho biết siêu hộp đó có thuộc về lớp tương ứng hay

không. Giá trị của ujg được xác định theo Công thức (1.36):

ujg =

1, ℓ(Bj) = g,

0, ℓ(Bj) ̸= g,
(1.36)

trong đó bj là nơron thứ j trong lớp FB (tương ứng với siêu hộp mờ Bj), và cg là nơron

thứ g trong lớp FC , đại diện cho lớp thứ g (Cg) trong bài toán phân lớp. Ma trận U do

đó đóng vai trò như một cơ chế ánh xạ từ không gian siêu hộp sang không gian nhãn

lớp.

Đầu ra của mỗi nơron trong lớp FC biểu thị mức độ phù hợp của mẫu dữ liệu

đầu vào x đối với lớp tương ứng. Cụ thể, giá trị kích hoạt của nơron lớp g được xác

định dựa trên các mức độ kích hoạt của các siêu hộp mờ liên kết với lớp đó. Hàm

truyền của nơron trong lớp FC được định nghĩa theo Công thức (1.37):

cg = max
j=1,...,q

(bj ujg) , (1.37)

trong đó bj là giá trị đầu ra của nơron thứ j trong lớp FB, biểu thị độ thuộc của mẫu

dữ liệu đầu vào đối với siêu hộp mờ Bj; ujg là trọng số liên kết giữa nơron bj trong

lớp FB và nơron cg trong lớp FC , được xác định theo Công thức (1.36). Do ujg = 1

khi siêu hộp Bj thuộc lớp Cg và ujg = 0 trong trường hợp ngược lại, toán tử max(·)

lựa chọn giá trị kích hoạt lớn nhất trong số các nơron siêu hộp thuộc lớp Cg. Vì vậy,

cg biểu thị mức độ phù hợp của mẫu dữ liệu đầu vào đối với lớp Cg.

Tập mờ xác định lớp g, ký hiệu là Cg, được hình thành như hợp của tất cả các

siêu hộp mờ thuộc về lớp tương ứng. Cụ thể, tập mờ này được định nghĩa theo Công

thức (1.38):

Cg =
⋃
j∈G

Bj , (1.38)

trong đó G là tập chỉ số của các siêu hộp mờ được gán cho lớp g. Định nghĩa này cho

thấy mỗi lớp trong mô hình FMN được biểu diễn bởi một miền quyết định mờ, hình
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thành từ sự kết hợp của nhiều siêu hộp mờ, qua đó cho phép mô hình mô tả linh hoạt

các cấu trúc dữ liệu phức tạp trong không gian đặc trưng.

1.2.4. Thuật toán học FMN

Các thuật toán học của mạng nơron FMN được phát triển theo các cơ chế giám

sát khác nhau. Đối với học có giám sát, thuật toán FMN được trình bày trong Thuật

toán 1.1 [16], nhằm xây dựng tập các siêu hộp mờ đại diện cho các lớp dữ liệu thông

qua cơ chế học gia tăng. Trên cơ sở đó, thuật toán học không giám sát của FMN được

trình bày trong Thuật toán 1.2 [76], cho phép hình thành các siêu hộp mờ mà không

cần thông tin nhãn lớp ban đầu. Mở rộng theo hướng kết hợp một phần thông tin giám

sát, thuật toán học bán giám sát trong mạng nơron FMN được trình bày trong Thuật

toán 1.3 [19], nhằm khai thác đồng thời dữ liệu có nhãn và chưa gán nhãn để nâng cao

hiệu quả học và suy luận nhãn.
Thuật toán 1.1 Thuật toán học FMN có giám sát

Input: X (M = |X|), γ, δmax

Output: B, U
1: B ← ∅
2: for (xr, ℓxr) ∈ X do
3: Tìm tập các siêu hộp Bj ∈ B sao cho ℓ(Bj) = ℓxr

4: if ∃Bj ∈ B thỏa mãn µ(xr, Bj) theo (1.39) và δ(xr, Bj) ≤ δmax then
5: Mở rộng Bj để bao phủ xr theo (1.6) và (1.7)
6: if phát hiện chồng lấn giữa Bj và Bk với ℓ(Bj) ̸= ℓ(Bk) then
7: Thực hiện thao tác co lại siêu hộp Bj và Bk

8: end if
9: else

10: Tạo siêu hộp mới Bnew với Vnew = xr, Wnew = xr
11: ℓ(Bnew)← ℓxr

12: B ← B ∪ {Bnew}
13: end if
14: end for
15: Cập nhật ma trận U dựa trên tập B (với ujg được xác định theo (1.36))
16: return B, U

µ(xr, Bj∗) = max {µ(xr, Bk) | k = 1, . . . , K} . (1.39)

g(Bj) =
Vj +Wj

2
(1.40)
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Thuật toán 1.2 Thuật toán học FMN không giám sát

Input: X = {xr}Mr=1, γ, δmax

Output: B
1: Khởi tạo tập U , với các điểm min và điểm max của Uj (∀Uj ∈ U) theo (1.33);
2: for xr ∈ X do
3: if B ̸= ∅ then
4: if ∃Bj ∈ B thỏa mãn µ(xr, Bj) theo (1.39) và δ(xr, Bj) ≤ δmax then
5: Mở rộng Bj để bao phủ xr theo (1.6) và (1.7);
6: if ∃Bk ∈ B, k ̸= j sao cho Ω(Bj , Bk) > 0 then
7: Co lại các siêu hộp Bj và Bk;
8: end if
9: else

10: Tạo Bnew bằng cách chuyển từ Uj ∈ U vào B;
11: Khởi tạo Bnew với Vnew = xr, Wnew = xr;
12: end if
13: else
14: Tạo Bnew bằng cách chuyển từ Uj ∈ U vào B;
15: Khởi tạo Bnew với Vnew = xr, Wnew = xr;
16: end if
17: end for
18: return B;

1.2.5. Một số vấn đề cần tiếp tục nghiên cứu để nâng cao chất lượng FMN cho

phân cụm dữ liệu

1.2.5.1. Một số nghiên cứu cải tiến FMN gốc

Nhờ việc được xây dựng dựa trên sự kết hợp giữa logic mờ, mạng nơron nhân

tạo và lý thuyết min-max mờ, mô hình FMN là một mô hình học gia tăng, cho phép

xử lý hiệu quả các tập dữ liệu quy mô lớn [81]. Cơ chế học gia tăng giúp mô hình

cập nhật và bổ sung tri thức chỉ với một lần duyệt dữ liệu, đồng thời vẫn bảo toàn

thông tin đã học trước đó [82]. FMN thực hiện phân lớp/phân cụm dựa trên mức độ

thuộc của mẫu dữ liệu đối với các siêu hộp tương ứng. Quá trình học bao gồm hai

bước chính: mở rộng siêu hộp để bao phủ mẫu mới và co hẹp (nếu cần) nhằm xử lý

hiện tượng chồng lấn giữa các lớp. Nhờ cấu trúc và cơ chế hoạt động đơn giản [76],

FMN có nhiều ưu điểm nổi bật như: (i) không cần xác định trước số lượng cụm; (ii)

dễ dàng mở rộng và điều chỉnh cụm thông qua phép so sánh và cập nhật biên; (iii)

cung cấp quyết định mềm thông qua hàm thuộc; (iv) chỉ yêu cầu điều chỉnh một số ít

tham số, chủ yếu là kích thước siêu hộp tối đa và tham số mờ; và (v) có khả năng học

trực tuyến, thích hợp cho các bài toán có ranh giới lớp phi tuyến với hình dạng và kích

thước đa dạng.

Mặc dù sở hữu nhiều ưu điểm, FMN vẫn tồn tại một số hạn chế ảnh hưởng đến
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Thuật toán 1.3 Thuật toán học bán giám sát trong FMN

Input: X = {(xr, ℓxr)}Mr=1, γ, δmax, β
Output: B; {(xr, ℓxr)}Mr=1

1: repeat
2: Chọn dữ liệu vào (xr, ℓxr) ∈ X;
3: if ∃Bj ∈ B thỏa mãn µ(xr, Bj) = maxBk∈B µ(xr, Bk) và δ(xr, Bj) ≤ δmax then
4: Điều chỉnh Bj theo (1.6) và (1.7); X ← X \ {(xr, ℓxr)};
5: if phát hiện chồng lấn giữa Bj và Bk với ℓ(Bj) ̸= ℓ(Bk) then
6: Điều chỉnh chồng lấn giữa các siêu hộp Bj và Bk;
7: end if
8: else
9: if ℓxr ̸= 0 then

10: Tạo siêu hộp mới Bnew; ℓ(Bnew)← ℓxr ; B ← B ∪ {Bnew}
11: else
12: if ∃Bj ∈ B sao cho µ(xr, g(Bj)) > β then
13: Tạo siêu hộp mới Bnew; ℓ(Bnew)← ℓ(Bj); B ← B ∪ {Bnew};
14: end if

ℓxr ← ℓ(Bj);
15: end if
16: X ← X \ {(xr, ℓxr)};
17: end if
18: until X = ∅
19: return B, {(xr, ℓxr)}Mr=1

hiệu quả và khả năng ứng dụng thực tiễn. Một trong những vấn đề đáng chú ý là cơ

chế co hẹp siêu hộp nhằm xử lý chồng lấn có thể làm suy giảm hiệu suất phân loại của

mạng [83]. Khi tham số giới hạn kích thước siêu hộp được đặt nhỏ, thuật toán có xu

hướng tạo ra số lượng lớn siêu hộp, dẫn đến cấu trúc mạng phức tạp và nguy cơ quá

khớp (overfitting). Ngược lại, nếu giới hạn kích thước được chọn lớn hơn để giảm số

lượng siêu hộp, vùng chồng lấn giữa các lớp có thể gia tăng, từ đó làm giảm độ chính

xác của mô hình [83]. Bên cạnh đó, việc lựa chọn cấu trúc và tham số mạng thường

phải thực hiện thông qua quá trình thử–sai nhiều lần [76], gây tốn kém thời gian và

công sức.

Trước những hạn chế trên, nhiều hướng cải tiến FMN đã được đề xuất. Các

nghiên cứu chủ yếu tập trung vào việc điều chỉnh cấu trúc mạng, tối ưu hóa tham số,

cải tiến hàm thuộc, giảm số lượng siêu hộp, hoàn thiện thuật toán học hoặc kết hợp

với các phương pháp khác nhằm nâng cao hiệu năng tổng thể.

Theo hướng cải tiến cấu trúc, có thể kể đến mô hình FMCN do Nandedkar đề

xuất năm 2007 [84], mô hình DCFMN của Zhang năm 2011 [85], và mô hình đa tầng

MLF được đề xuất năm 2014 [83]. Ở hướng cải tiến thuật toán học, đáng chú ý là mô
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hình GFMM của Gabrys năm 2000 [15] và biến thể RFMN do Nandedkar cải tiến

năm 2008 [18].

Ngoài ra, nhiều công trình tập trung nâng cao hiệu suất thông qua các chiến

lược điều chỉnh cụ thể. Ma đề xuất phương pháp xác định linh hoạt giới hạn kích

thước siêu hộp tối đa năm 2012 [86]. Mohammed và cộng sự năm 2015 [87] cùng các

nghiên cứu tiếp theo năm 2016 [19] bổ sung các luật kiểm tra và điều chỉnh chồng lấn

trong FMN. Shinde [88], Quteishat [89] và Jin Wang [8] đề xuất loại bỏ các siêu hộp

có độ tin cậy thấp nhằm tinh gọn mô hình. Năm 2017, Mohammed tiếp tục nghiên

cứu giảm sinh siêu hộp ở vùng biên [90] và cơ chế lựa chọn siêu hộp chiến thắng [91].

Hou phát triển mô hình CFMN dựa trên hệ số đóng góp cụm năm 2018 [92]. Liu năm

2017 đề xuất sử dụng hệ số HE để đánh giá hiệu quả siêu hộp trong quá trình co hẹp

[93]. Sonule xây dựng mô hình EFMN tối ưu hóa thuộc tính theo nhóm mẫu và sinh

luật quyết định năm 2017 [94]. Seera phát triển mô hình cây phân cụm ECT nhằm

nâng cao hiệu quả phân cụm trực tuyến năm 2018 [95].

Năm 2020, Dehariya và nhóm nghiên cứu đề xuất ứng dụng của thuật toán tối

ưu hóa MFO (Moth-Flame Optimization) và mạng nơron FMN để phát triển hệ thống

phân loại dữ liệu y tế [96]. Thuật toán MFO xem xét phần lớn các đặc trưng từ tập dữ

liệu bệnh tật và tạo ra tập hợp các đặc trưng được tối ưu hóa dựa trên hàm đánh giá độ

phù hợp. Nhờ khả năng tránh cực tiểu cục bộ, MFO tạo ra được tập đặc trưng tối ưu.

Các đặc trưng được tối ưu hóa sau đó được chuyển đến FMN để phân loại các trường

hợp ác tính và lành tính.

Năm 2024, Tao Hou cùng nhóm nghiên cứu của mình đã đề xuất mô hình

QFMMNet (Quality-Aware Fuzzy Min-Max Neural Network) [97] cho phân tích mạng

lưới não động đa khung nhìn trong chẩn đoán bệnh tâm thần phân liệt thực tế.

Bên cạnh đó, trong bối cảnh thực tế, dữ liệu có nhãn thường khan hiếm và chi

phí gán nhãn cao. Do đó, các mô hình như GFMM [15], RFMN (Reflex FMN) [18],

SSL-FMM [17, 98], SS-FMM [19], SCFMN [20], MSCFMN [21] được đề xuất nhằm

kết hợp học có giám sát và không giám sát trong cùng một khung học. Hướng tiếp cận

với học bán giám sát giúp tăng khả năng khai thác thông tin từ dữ liệu chưa nhãn.

Ngay từ những nghiên cứu nền tảng, mô hình GFMM [15] được phát triển

nhằm thống nhất hai bài toán phân lớp và phân cụm trong cùng một kiến trúc. GFMM

cho phép xử lý linh hoạt cả dữ liệu có nhãn và không có nhãn thông qua việc xây dựng

các siêu hộp mờ đại diện cho cấu trúc dữ liệu, trong khi thông tin nhãn (nếu tồn tại)

được sử dụng để cập nhật ma trận liên kết giữa siêu hộp và lớp. Cách tiếp cận này
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được xem là tiền đề quan trọng cho học bán giám sát trong FMN, mặc dù GFMM

chưa đưa ra cơ chế rõ ràng để kiểm soát ảnh hưởng của dữ liệu chưa nhãn đến chất

lượng phân lớp.

Tiếp nối hướng nghiên cứu này, mô hình RFMN tập trung trực tiếp vào bài

toán học bán giám sát [18]. RFMN giới thiệu cơ chế “phản xạ”, cho phép mô hình tự

điều chỉnh khi tiếp nhận các mẫu chưa gán nhãn, qua đó khai thác tốt hơn cấu trúc

tiềm ẩn của dữ liệu. So với GFMM, RFMN nhấn mạnh vai trò của dữ liệu chưa nhãn

trong quá trình học, đồng thời cố gắng giảm sự phụ thuộc vào số lượng mẫu có nhãn.

Tuy nhiên, mô hình này vẫn đối mặt với nguy cơ lan truyền lỗi khi các siêu hộp hình

thành từ dữ liệu chưa nhãn không đủ tin cậy.

Các nghiên cứu sau đó tập trung nhiều hơn vào bài toán phân cụm bán giám

sát trong FMN. Vu và cộng sự (2016) đề xuất mô hình SS-FMM cho phân cụm bán

giám sát dựa trên FMN, trong đó thông tin nhãn hạn chế được sử dụng để dẫn dắt quá

trình hình thành cụm [19]. Thuật toán cho phép các mẫu chưa nhãn tham gia trực tiếp

vào việc tạo siêu hộp, đồng thời sử dụng cơ chế lan truyền nhãn để gán nhãn cho các

siêu hộp tương ứng. Cách tiếp cận này nhấn mạnh việc học cấu trúc dữ liệu trước, sau

đó khai thác nhãn như một nguồn thông tin bổ trợ, phù hợp với các bài toán phân cụm

có hình dạng dữ liệu phức tạp.

Trên cơ sở đó, năm 2019, Tran cùng với nhóm nghiên cứu của mình đề xuất

mô hình SCFMN [20] kết hợp FMN với học bán giám sát nhằm giải quyết bài toán hỗ

trợ chẩn đoán bệnh gan. SCFMN cho thấy khả năng ứng dụng thực tế của FMN bán

giám sát, khi dữ liệu y sinh thường khan hiếm nhãn và chứa nhiều nhiễu. Việc tích

hợp thông tin chưa nhãn giúp cải thiện hiệu quả chẩn đoán so với các mô hình học có

giám sát thuần túy.

Năm 2020, Liu và cộng sự đề xuất mô hình SSL-FMM (Semi-supervised

FMN), trong đó dữ liệu chưa nhãn được khai thác có hệ thống trong quá trình xây

dựng và mở rộng siêu hộp mờ [17]. SSL-FMM cho phép các siêu hộp mở rộng bao

phủ cả dữ liệu có nhãn và chưa nhãn, đồng thời sử dụng chiến lược gán nhãn gián tiếp

dựa trên mức độ phù hợp. Cách tiếp cận này giúp cải thiện biên phân lớp và giảm hiện

tượng quá khớp khi số lượng mẫu có nhãn hạn chế. Tương tự, mô hình SSL-FMM

trong [98] đã kết hợp mô hình học hai giai đoạn trong FMN với cơ chế lựa chọn và

đánh giá nhãn lớp dựa trên thuật toán kNN (k-Nearest Neighbors).

Năm 2022, Minh cùng nhóm nghiên cứu tiếp tục mở rộng FMN theo hướng

kết hợp phân cụm và học bán giám sát nhằm trích xuất luật và hỗ trợ chẩn đoán, gọi
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là MSCFMN [21]. Công trình này nhấn mạnh vai trò của việc tích hợp các kỹ thuật

phân cụm với FMN để nâng cao chất lượng học trong các kịch bản dữ liệu phức tạp.

Mặc dù đã có nhiều nghiên cứu nhằm nâng cao chất lượng của mạng nơron

FMN, các phương pháp hiện có vẫn còn tồn tại một số hạn chế đáng chú ý:

- Thứ nhất, phần lớn các mô hình FMN giả định rằng các siêu hộp mờ đóng

vai trò tương đương trong quá trình học, trong khi trên thực tế chất lượng và độ ổn

định của các siêu hộp có thể khác nhau đáng kể.

+ Một số siêu hộp có thể đại diện tốt cho cấu trúc dữ liệu, trong khi các siêu hộp

khác lại dễ bị ảnh hưởng bởi nhiễu hoặc nằm gần biên phân lớp.

+ Việc không phân biệt vai trò của các siêu hộp này có thể làm suy giảm hiệu

quả học, đặc biệt trong bối cảnh dữ liệu phức tạp.

- Thứ hai, mặc dù các mô hình như General FMN (GFMM) đã mở rộng FMN

cho bài toán học bán giám sát, quá trình khai thác dữ liệu chưa gán nhãn trong các

phương pháp này vẫn mang tính thụ động và thiếu cơ chế kiểm soát.

+ Cụ thể, các siêu hộp chưa được gán nhãn hoặc có độ tin cậy thấp vẫn có thể

tham gia vào quá trình lan truyền nhãn, dẫn đến nguy cơ khuếch đại sai lệch

nhãn trong quá trình huấn luyện.

+ Hiện tượng này đặc biệt nghiêm trọng trong các bài toán có tỷ lệ dữ liệu được

gán nhãn rất thấp.

- Thứ ba, cơ chế xử lý chồng lấn trong FMN chủ yếu dựa trên các quy tắc

heuristic, chẳng hạn như các trường hợp co lại được đề xuất trong mô hình FMN gốc.

+ Các quy tắc này thường được áp dụng đồng đều cho mọi siêu hộp, mà chưa xét

đến mức độ ổn định hoặc tầm quan trọng của từng siêu hộp.

+ Do đó, việc co lại có thể làm phá vỡ cấu trúc cụm đã được hình thành ổn định,

đặc biệt trong các tập dữ liệu có phân bố phức tạp hoặc nhiều nhiễu.

- Cuối cùng, hầu hết các mô hình FMN hiện nay chưa tách bạch rõ ràng giữa

quá trình học cấu trúc dữ liệu và quá trình học nhãn.

+ Việc đồng thời vừa xây dựng siêu hộp vừa gán nhãn trong suốt quá trình huấn

luyện khiến mô hình phụ thuộc mạnh vào nhãn.

+ Điều này làm giảm hiệu quả trong các kịch bản dữ liệu khan hiếm nhãn, vốn là

tình huống phổ biến trong nhiều bài toán thực tế.

Nhìn chung, mạng nơron min-max mờ được xem là một hướng tiếp cận hiệu

quả trong nhiều bài toán khai phá dữ liệu [99]. Một ưu điểm quan trọng của FMN là

khả năng trích xuất các luật quyết định dạng IF–THEN một cách trực quan; mỗi siêu
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hộp có thể được chuyển đổi thành một luật dựa trên các giá trị biên min-max của nó.

1.3. Hạn chế, vấn đề đặt ra và định hướng nghiên cứu

Từ tổng quan các hướng nghiên cứu có thể thấy rằng, mặc dù FMN và các biến

thể đã đạt được nhiều cải tiến đáng kể, vẫn còn tồn tại một số vấn đề cần tiếp tục giải

quyết. Trước hết, việc xây dựng cơ chế học hiệu quả trong điều kiện tỷ lệ mẫu có nhãn

thấp vẫn là một thách thức quan trọng, đặc biệt trong bối cảnh học bán giám sát. Bên

cạnh đó, số lượng siêu hộp sinh ra trong quá trình huấn luyện có thể tăng nhanh khi

giới hạn kích thước bị thu hẹp hoặc khi dữ liệu có mức độ chồng lấn cao, dẫn đến cấu

trúc mạng phức tạp và số lượng luật quyết định lớn. Ngoài ra, phần lớn các phương

pháp hiện tại chủ yếu điều chỉnh hình học siêu hộp mà chưa xem xét đầy đủ phân bố

nội tại của dữ liệu bên trong, điều này có thể làm lệch tâm cụm và suy giảm khả năng

khái quát hóa. Trong trường hợp dữ liệu có chồng lấn mạnh, cấu trúc mạng cũng dễ

trở nên thiếu ổn định do sự gia tăng số lượng siêu hộp hoặc nơron bù.

Những hạn chế trên cho thấy cần một hướng tiếp cận mới vừa bảo toàn ưu điểm

học gia tăng của FMN, vừa giảm phụ thuộc vào tham số và tỷ lệ nhãn, đồng thời phản

ánh chính xác hơn cấu trúc phân bố dữ liệu thực tế. Một định hướng tiềm năng là đánh

giá chất lượng và độ tin cậy của các siêu hộp mờ, từ đó lựa chọn những siêu hộp có

tính đại diện cao tham gia vào quá trình lan truyền nhãn, nhằm hạn chế ảnh hưởng của

siêu hộp nhiễu và giảm thiểu lan truyền sai lệch. Đồng thời, việc thiết kế cơ chế học

bán giám sát có kiểm soát, trong đó mức độ tham gia của dữ liệu chưa gán nhãn được

điều chỉnh theo độ tin cậy của siêu hộp, có thể giúp tăng tính ổn định và độ chính xác

của mô hình. Bên cạnh đó, các chiến lược xử lý chồng lấn thích nghi, cho phép điều

chỉnh hoặc trì hoãn quá trình co hẹp dựa trên trạng thái hội tụ của siêu hộp, cũng là

hướng nghiên cứu hứa hẹn nhằm bảo toàn cấu trúc cụm đã học. Cuối cùng, việc tách

biệt giai đoạn học cấu trúc dữ liệu với giai đoạn học nhãn có thể giúp khai thác hiệu

quả hơn thông tin từ dữ liệu chưa gán nhãn. Trên cơ sở đó, luận án tập trung đề xuất

các mô hình FMN bán giám sát nhằm nâng cao chất lượng học thông qua cơ chế đánh

giá độ tin cậy của siêu hộp và kiểm soát quá trình lan truyền nhãn trong huấn luyện.

1.4. Kết luận chương 1

Chương 1 đã trình bày cơ sở lý thuyết và các hướng tiếp cận liên quan đến bài

toán phân cụm bán giám sát mờ, với trọng tâm là mạng nơron FMN. Chương đã làm

rõ sự khác biệt giữa phân cụm rõ và phân cụm mờ, đồng thời chỉ ra hạn chế của các

phương pháp truyền thống khi xử lý dữ liệu nhiễu, phân bố phức tạp và ranh giới cụm
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không rõ ràng. Trên cơ sở đó, phân cụm bán giám sát mờ được xác định là hướng tiếp

cận phù hợp nhằm khai thác đồng thời cấu trúc nội tại của dữ liệu và một lượng thông

tin giám sát hạn chế. Chương cũng đã tổng hợp các nhóm phương pháp tiêu biểu như

phương pháp dựa trên hạt giống, ràng buộc, mô hình nguyên mẫu và mạng nơron.

Phần trọng tâm của chương tập trung trình bày về FMN, bao gồm cơ chế biểu diễn

bằng siêu hộp mờ, hàm thuộc, cấu trúc mạng và các thuật toán học tương ứng. Thông

qua việc tổng hợp các nghiên cứu từ GFMM, RFMN đến các mô hình FMN bán giám

sát hiện đại, chương đã chỉ ra những hạn chế còn tồn tại trong khai thác dữ liệu chưa

gán nhãn, đánh giá độ tin cậy và kiểm soát lan truyền lỗi nhãn. Một phần nội dung

của Chương 1 đã được công bố trong kỷ yếu Một số vấn đề chọn lọc của Công nghệ

thông tin và Truyền thông, Hội thảo Quốc gia lần thứ XXV, Nhà xuất bản Khoa học

và Kỹ thuật, năm 2022 [CT1]. Từ đó, Chương 1 đã xác định khoảng trống nghiên cứu

và đặt nền tảng lý thuyết cho Chương 2 về mô hình và phương pháp đề xuất.
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CHƯƠNG 2

PHÂN CỤM BÁN GIÁM SÁT DỰA TRÊN MẠNG NƠRON
MIN-MAX MỜ VỚI BỎ PHIẾU ĐA SỐ

Trên cơ sở các phân tích và nhận định trong Chương 1, chương này tập trung

nghiên cứu và đề xuất các mô hình phân cụm bán giám sát dựa trên mạng nơron FMN

nhằm khắc phục những hạn chế của các biến thể FMN hiện có. Chương bắt đầu bằng

việc trình bày các nguyên lý học bán giám sát trong FMN và vai trò của thông tin

giám sát hạn chế trong quá trình hình thành và điều chỉnh các siêu hộp mờ.

Tiếp theo, các mô hình FMN-Voting, FMN-SAL được giới thiệu lần lượt, cùng

với các thuật toán học tương ứng. Trọng tâm của chương là các cơ chế suy luận nhãn

có kiểm soát và chiến lược bỏ phiếu nhằm nâng cao độ ổn định và độ tin cậy của quá

trình lan truyền nhãn.

Nội dung Chương 2 được tổ chức theo trình tự: cơ sở và vấn đề nghiên cứu,

mô tả bài toán, ý tưởng mô hình, kiến trúc, thuật toán học, thực nghiệm và đánh giá.

Trong đó, Mục 2.1 và 2.2 trình bày cơ sở cho các mô hình đề xuất; Mục 2.3 và 2.4 lần

lượt trình bày FMN-Voting và FMN-SAL; Mục 2.5 trình bày thiết lập, kết quả thực

nghiệm và đánh giá.

2.1. Học bán giám sát dựa trên siêu hộp mờ

2.1.1. Phân hoạch không gian dữ liệu bằng FMN

Khác với các phương pháp phân cụm truyền thống, FMN thực hiện phân hoạch

không gian dữ liệu thông qua tập các siêu hộp mờ. Cách tiếp cận này cho phép mô

hình biểu diễn một cụm dữ liệu bằng một hoặc nhiều vùng con, tùy thuộc vào độ phức

tạp của phân bố dữ liệu. Do đó, FMN có khả năng mô hình hóa các cụm không lồi,

các cụm có hình dạng bất kỳ và các cụm có mật độ không đồng đều. Ví dụ về khả

năng mô hình hóa các cụm không lồi, các cụm có hình dạng bất kỳ và các cụm có

mật độ không đồng đều của FMN được minh họa trên Hình 2.1. Hình 2.1a biểu diễn

nguyên mẫu dữ liệu, Hình 2.1b biểu diễn không gian các siêu hộp được phân hoạch

bởi mạng nơron FMN.

2.1.2. Đánh giá siêu hộp dựa trên mật độ và phân phối dữ liệu trong siêu hộp

Trong mạng nơron FMN, việc đặc trưng vị trí đại diện của một siêu hộp là cần

thiết nhằm đánh giá mức độ phù hợp của siêu hộp đối với các mẫu dữ liệu mà nó bao
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phủ. Đối với mỗi siêu hộp Bj , mật độ và phân phối dữ liệu trong siêu hộp ảnh hưởng

tới đặc trưng vị trí đại diện. Để đánh giá mật độ và phân phối dữ liệu trong siêu hộp

Bj , luận án sử dụng chỉ số độ lệch tâm e(Bj) (Công thức (2.1)) và chỉ số hiệu suất sử

dụng siêu hộp c(Bj) (Công thức (2.4) [8]).

e(Bj) = ∥g(Bj)− d(Bj)∥2 . (2.1)

trong đó, g(Bj) là tâm hình học của siêu hộp, được tính toán theo Công thức (1.40);

d(Bj) là tâm dữ liệu của siêu hộp, được tính toán theo Công thức (2.2)

d(Bj) =
1

|Tj |
∑
r∈Tj

xr (2.2)

(a) Phân bố dữ liệu (b) Phân hoạch siêu hộp
Hình 2.1: Ví dụ phân hoạch không gian dữ liệu Aggregation thành các siêu hộp bằng
FMN

Giá trị e(Bj) càng nhỏ cho thấy dữ liệu phân bố càng cân đối trong siêu hộp.

Trong thực tế, một ngưỡng ε > 0 thường được sử dụng để ràng buộc độ lệch tâm của

siêu hộp Bj . ε là tham số ngưỡng do người dùng xác định để đánh giá mức độ "thuần

khiết" của siêu hộp Bj . Một siêu hộp mờ Bj được xem là thuần khiết nếu độ lệch tâm

của nó thỏa mãn điều kiện ràng buộc (2.3):

e(Bj) ≤ ε, ε > 0, (2.3)

c(Bj) được gọi là chỉ số sử dụng của siêu hộp Bj , phản ánh mức độ siêu hộp

được khai thác trong quá trình biểu diễn và phân loại các mẫu dữ liệu. Giá trị c(Bj)

càng lớn cho thấy siêu hộp có mức độ sử dụng cao hơn đối với vùng dữ liệu tương

ứng; ngược lại, giá trị c(Bj) thấp cho thấy mức độ sử dụng của siêu hộp thấp hơn.

c(Bj) = (1− φ)Uj + φAj , (2.4)

trong đó, Uj là tỷ số giữa các mẫu thuộc siêu hộp Bj trên tổng số các mẫu thuộc nhóm
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chứa Bj . Aj là tỷ số giữa số lượng các mẫu được phân loại chính xác bởi siêu hộp Bj

trên tổng số mẫu được phân loại chính xác trong cùng một nhóm tương ứng.

2.1.3. Cơ chế giám sát bán giám sát dựa trên siêu hộp

Trong học bán giám sát truyền thống, tập hạt giống thường là một tập con các

mẫu đã được gán nhãn, trong đó mỗi điểm dữ liệu đóng vai trò khởi phát cho quá trình

lan truyền nhãn sang các mẫu chưa gán nhãn. Cách tiếp cận này giả định rằng mỗi

điểm mang nhãn là một thực thể độc lập và có khả năng đại diện cục bộ cho vùng lân

cận của nó. Trong FMN, siêu hộp là đơn vị biểu diễn cơ bản, tương ứng với một vùng

con có ý nghĩa hình học trong không gian đặc trưng. Các điểm dữ liệu nằm hoàn toàn

trong cùng một siêu hộp có độ thuộc đầy đủ và được xem là tương đương về mức độ

tương đồng. Vì vậy, siêu hộp không chỉ phân hoạch không gian dữ liệu mà còn thực

hiện chức năng khái quát hóa, gom nhóm các điểm gần nhau thành một cấu trúc ổn

định.

Do đó, trong FMN, hạt giống không còn gắn với từng điểm dữ liệu riêng lẻ mà

gắn với từng siêu hộp mờ. Khi một điểm đại diện trong siêu hộp được gán nhãn, nhãn

này được lan truyền nhất quán tới toàn bộ các điểm có độ thuộc đầy đủ với siêu hộp

tương ứng. Khi đó, cơ chế giám sát được nâng từ mức điểm dữ liệu lên mức cấu trúc

không gian, trong đó mỗi siêu hộp đóng vai trò như một đơn vị mang nhãn (Hình 2.2a,

Hình 2.2b).

(a) Nhãn dựa trên điểm dữ liệu (b) Siêu hộp là một đơn vị nhãn
Hình 2.2: Điểm dữ liệu mang nhãn và đơn vị nhãn

Như minh họa trong Hình 2.2a, các phương pháp gán nhãn dựa trên điểm thực

hiện giám sát ở mức mẫu, trong đó mỗi điểm mang nhãn được xem là một thực thể

độc lập. Quá trình lan truyền nhãn vì vậy thường diễn ra từng bước giữa các điểm lân

cận, dễ bị ảnh hưởng bởi nhiễu cục bộ và các điểm biên có độ không chắc chắn cao.
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Khi nhãn ban đầu không đủ đại diện cho cấu trúc toàn cục của dữ liệu, các sai lệch

nhỏ ở mức điểm có thể bị tích lũy và khuếch đại trong suốt quá trình lan truyền.

Ngược lại, như thể hiện trong Hình 2.2b, FMN thực hiện giám sát ở mức siêu

hộp, trong đó mỗi siêu hộp đại diện cho một vùng dữ liệu tương đồng và đóng vai trò

là đơn vị mang nhãn. Khi một điểm đại diện bên trong siêu hộp được gán nhãn, toàn

bộ các điểm dữ liệu thuộc siêu hộp đó sẽ cùng chia sẻ nhãn tương ứng. Nhờ vậy, quá

trình lan truyền nhãn được thực hiện ở mức cấu trúc ổn định hơn, phản ánh trực tiếp

quan hệ hình học trong không gian đặc trưng thay vì phụ thuộc vào các mối quan hệ

cục bộ giữa từng điểm dữ liệu riêng lẻ.

Sự khác biệt giữa hai cơ chế giám sát này mang lại nhiều lợi ích quan trọng.

Việc gán nhãn ở mức siêu hộp giúp giảm chi phí gán nhãn vì chỉ cần một số điểm đại

diện, đồng thời hạn chế ảnh hưởng của nhiễu và các điểm biên không chắc chắn do

quyết định được đưa ra trên một vùng dữ liệu thay vì từng điểm đơn lẻ.

Trong FMN, các điểm có nhãn chỉ đóng vai trò kích hoạt thông tin giám sát

ban đầu, còn siêu hộp mới là đơn vị thực sự tham gia vào quá trình học và lan truyền

nhãn. Cách tổ chức này không chỉ nâng cao hiệu quả học bán giám sát mà còn tăng

khả năng diễn giải của mô hình.

Đối với FMN bán giám sát, mỗi siêu hộp mờ cần gắn với một hạt giống đại

diện để khởi tạo nhãn và liên kết thông tin từ các điểm dữ liệu có nhãn trong hoặc gần

siêu hộp. Khi siêu hộp được xác định là đáng tin cậy, nó tạo thành một vùng nhãn cục

bộ ổn định cho quá trình lan truyền nhãn tiếp theo.

Theo cách tiếp cận này, hạt giống gắn liền với cấu trúc siêu hộp thay vì tồn tại

như một điểm đơn lẻ. Nhờ đó, siêu hộp có thể tổng hợp thông tin nhãn từ nhiều mẫu

dữ liệu, giảm phụ thuộc vào một nhãn đơn lẻ và hạn chế nguy cơ lan truyền lỗi, đặc

biệt trong các tập dữ liệu có nhãn hiếm hoặc phân bố không đồng đều.

Hơn nữa, việc lựa chọn hạt giống ở mức siêu hộp cho phép lan truyền nhãn

diễn ra ở mức cấu trúc thông qua các quan hệ hình học như chồng lấn, lân cận và mức

độ bao phủ. Vì vậy, bài toán lựa chọn hạt giống trong FMN bán giám sát cần được

tiếp cận ở mức siêu hộp, kết hợp cả thông tin nhãn, đặc trưng hình học, độ ổn định và

khả năng đại diện của siêu hộp trong không gian dữ liệu.

Bên cạnh vai trò là đơn vị nhãn, mỗi siêu hộp mờ có nhãn Bj = (Vj ,Wj) với

ℓ(Bj) = c có thể được chuyển trực tiếp thành một luật quyết định dạng IF–THEN:

Rj : IF x1 ∈ [vj1, wj1] AND x2 ∈ [vj2, wj2] AND . . . AND xn ∈ [vjn, wjn] THEN y = c.

Do siêu hộp là tập mờ, luật Rj được kích hoạt với mức độ µ(x,Bj) theo Công thức (1.3):
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µ(x,Bj) = 1 khi mẫu x nằm trong siêu hộp và giảm dần theo tham số γ khi x nằm

ngoài biên. Khi nhiều luật cùng được kích hoạt, nhãn của x được xác định bởi luật có

mức kích hoạt lớn nhất, tương ứng với toán tử max ở Công thức (1.37). Để luật ngắn

gọn hơn, có thể bỏ các điều kiện trên những chiều mà khoảng [vji, wji] bao toàn bộ

miền giá trị đã chuẩn hóa [0, 1], vì các điều kiện này không phân biệt giữa các lớp.

Độ tin cậy của luật Rj được đánh giá thông qua các đặc trưng của siêu hộp

tương ứng đã trình bày ở trên: (i) số mẫu |Tj | mà siêu hộp bao phủ, phản ánh độ hỗ

trợ của luật; (ii) độ lệch tâm e(Bj) theo Công thức (2.1), trong đó luật sinh từ siêu hộp

thỏa mãn điều kiện (2.3) được xem là đáng tin cậy hơn; và (iii) chỉ số sử dụng c(Bj)

theo Công thức (2.4). Các luật có độ hỗ trợ thấp, độ lệch tâm lớn hoặc chỉ số sử dụng

thấp có thể được loại bỏ để thu được tập luật gọn và đáng tin cậy. Ví dụ, với tập dữ

liệu ILPD, một luật có dạng: IF Age ∈ [vj,Age, wj,Age] AND TB ∈ [vj,TB, wj,TB] AND

. . . AND A/G Ratio ∈ [vj,A/G, wj,A/G] THEN “mắc bệnh gan”, trong đó các cận được

lấy trực tiếp từ các đỉnh Vj , Wj của siêu hộp sau huấn luyện.

2.2. Học bán giám sát dựa trên bỏ phiếu đa số trong FMN

2.2.1. Giới thiệu về phương pháp bỏ phiếu đa số

Phương pháp bỏ phiếu đa số dựa trên mẫu là một trong những cơ chế ra quyết

định đơn giản nhưng hiệu quả, được sử dụng rộng rãi trong các bài toán phân lớp và

phân cụm, đặc biệt trong các mô hình học dựa trên khoảng cách như kNN (k-Nearest

Neighbors) [100]. Ý tưởng của phương pháp này là giả định rằng các mẫu dữ liệu nằm

gần nhau trong không gian đặc trưng có xu hướng thuộc cùng một lớp hoặc cùng một

cấu trúc ngữ nghĩa. Do đó, nhãn của một mẫu chưa biết có thể được suy luận thông

qua việc khảo sát tập các mẫu đã biết gần nhất và thực hiện bỏ phiếu để chọn nhãn

chiếm ưu thế.

Với một mẫu truy vấn x chưa có nhãn, thuật toán kNN xác định tập k mẫu huấn

luyện gần nhất:

Nk(x) = {x1, x2, . . . , xk}, (2.5)

dựa trên một hàm khoảng cách xác định trước (có thể theo Euclid (2.6) hoặc Manhat-

tan (L1-norm) (2.7)).

dEuc(x,y) = ∥x− y∥2 =

√√√√ n∑
i=1

(xi − yi)2. (2.6)
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dMan(x,y) = ∥x− y∥1 =
n∑

i=1

|xi − yi|. (2.7)

Mỗi mẫu xi trong tập lân cận mang một nhãn yi ∈ C, trong đó C = {1, 2, . . . , C}

là tập các lớp khả dĩ và C là tổng số lớp.

Quy tắc bỏ phiếu đa số được áp dụng bằng cách đếm tần suất xuất hiện của

từng nhãn trong Nk(x) và gán cho x nhãn có số phiếu cao nhất:

ŷ = argmax
c∈C

∑
xi∈Nk(x)

I(yi = c), (2.8)

trong đó I(·) là hàm chỉ thị, tổng của nó cho biết số lần xuất hiện của từng nhãn lớp

c ∈ C trong tập lân cận Nk(x).

Ưu điểm của phương pháp bỏ phiếu đa số dựa trên mẫu nằm ở tính trực quan,

dễ triển khai và khả năng thích nghi tốt với các phân bố dữ liệu phức tạp, phi tuyến.

Do không áp đặt giả thiết về dạng biên quyết định, phương pháp này có thể tận dụng

trực tiếp cấu trúc cục bộ của dữ liệu. Điều này đặc biệt hữu ích trong các bài toán mà

ranh giới giữa các lớp không rõ ràng hoặc bị chồng lấn. Ngoài ra, cơ chế bỏ phiếu còn

cho phép mở rộng tự nhiên sang các biến thể mềm, trong đó đóng góp của mỗi mẫu

lân cận được điều chỉnh theo khoảng cách đến mẫu truy vấn.

Trong các thuật toán học bán giám sát dựa trên nhãn mẫu, bỏ phiếu đa số dựa

trên mẫu thường được sử dụng như một cơ chế suy luận nhãn tạm thời. Khi số lượng

mẫu có nhãn ban đầu hạn chế, nhãn của các mẫu chưa gán nhãn có thể được ước lượng

dựa trên tập lân cận gồm các mẫu đã biết nhãn, từ đó mở rộng tập huấn luyện.

Tuy nhiên, kỹ thuật bỏ phiếu đa số dựa trên mẫu cũng tồn tại nhiều hạn chế:

- Thứ nhất, hiệu quả của phương pháp phụ thuộc mạnh vào chất lượng và sự

phân bố của dữ liệu huấn luyện. Trong trường hợp dữ liệu nhiễu hoặc có mật

độ không đồng đều, các mẫu lân cận được chọn có thể không mang tính đại

diện, dẫn đến hiện tượng lan truyền sai nhãn;

- Thứ hai, việc lựa chọn tham số k có ảnh hưởng trực tiếp đến kết quả: giá trị k

nhỏ khiến mô hình nhạy cảm với nhiễu, trong khi k lớn có thể làm mờ cấu trúc

cục bộ và thiên lệch về các lớp chiếm ưu thế;

- Thứ ba, việc áp dụng bỏ phiếu đa số trực tiếp trên các mẫu điểm riêng lẻ có

thể thiếu ổn định, đặc biệt khi dữ liệu có cấu trúc hình học phức tạp hoặc tồn

tại các vùng chồng lấn lớn giữa các cụm;

- Ngoài ra, chi phí tính toán trong giai đoạn suy luận tăng nhanh theo kích thước
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tập dữ liệu, do cần tính khoảng cách tới toàn bộ các mẫu huấn luyện.

2.2.2. Kỹ thuật bỏ phiếu đa số trong mạng nơron FMN

Trong mạng nơron FMN, dữ liệu được biểu diễn thành các siêu hộp mờ, với

mỗi siêu hộp đại diện cho một vùng không gian đặc trưng có cùng nhãn lớp hoặc cùng

cấu trúc ngữ nghĩa. Do đó, cơ chế bỏ phiếu đa số trong FMN không chỉ có thể được

xây dựng dựa trên các mẫu dữ liệu riêng lẻ, mà còn có thể được định nghĩa dựa trên:

(1) các đại diện hình học của siêu hộp, hoặc (2) cấu trúc của siêu hộp. Đây là các

hướng tiếp cận giúp đánh giá các nhãn lớp dựa trên các điểm dữ liệu lân cận mang

nhãn.

Trong hướng tiếp cận thứ nhất, nghiên cứu sinh đã đề xuất mô hình FMN-

Voting nhằm kết hợp chiến lược chọn hạt giống trong học bán giám sát với phương

pháp bỏ phiếu đa số [CT3]. FMN-Voting thực hiện lấy phiếu từ các điểm tâm hình học

của siêu hộp thỏa mãn điều kiện nhận phiếu. Mô hình FMN-Voting được phát triển từ

kỹ thuật bán giám sát MSCFMN [21].

Trong hướng tiếp cận thứ hai, nghiên cứu sinh đã đề xuất mô hình FMN-SAL

với bỏ phiếu đa số sử dụng chiến lược chọn điểm lấy phiếu từ các mẫu dữ liệu lân

cận mang nhãn [CT2]. Mô hình FMN-SAL được phát triển và kế thừa từ kỹ thuật bán

giám sát SS-FMM [19].

2.3. Mô hình FMN-Voting

2.3.1. Mô tả bài toán

Xét tập dữ liệu đầu vào với thông tin nhãn hạn chế và tập các siêu hộp được

hình thành bởi mạng nơron FMN. Trong quá trình học, các siêu hộp phản ánh sự phân

bố và cấu trúc cục bộ của các mẫu dữ liệu trong không gian đặc trưng. Tuy nhiên, khi

số lượng mẫu mang nhãn ban đầu còn hạn chế, thông tin giám sát chưa đủ để xác định

trực tiếp nhãn cho toàn bộ các siêu hộp. Vì vậy, bài toán đặt ra là khai thác cấu trúc

của các siêu hộp để tự xác định thông tin bổ trợ, sau đó sử dụng thông tin này nhằm

hỗ trợ quá trình học bán giám sát và mở rộng thông tin nhãn tới các vùng dữ liệu chưa

được xác định nhãn.

Để giải quyết bài toán trên, FMN-Voting thực hiện theo hai giai đoạn liên tiếp.

Trong giai đoạn thứ nhất, mô hình khai thác cấu trúc dữ liệu được hình thành bởi

mạng FMN để tự xác định thông tin bổ trợ dưới dạng thông tin nhãn cho một số siêu

hộp. Các siêu hộp được xác định thông tin nhãn ở giai đoạn này đóng vai trò là nguồn

thông tin giám sát ban đầu cho giai đoạn tiếp theo. Cách tiếp cận này cho phép mô
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hình tận dụng thông tin tiềm ẩn trong cấu trúc dữ liệu, thay vì chỉ phụ thuộc vào lượng

thông tin nhãn hạn chế được cung cấp ban đầu.

Trong giai đoạn thứ hai, thông tin nhãn đã xác định được sử dụng để thực hiện

quá trình lan truyền nhãn. Đối với các siêu hộp chưa biết nhãn, FMN-Voting xem xét

thông tin từ các siêu hộp mang nhãn lân cận và áp dụng cơ chế bỏ phiếu để xác định

nhãn phù hợp. Việc sử dụng thông tin từ nhiều siêu hộp lân cận giúp quyết định gán

nhãn không phụ thuộc vào một siêu hộp đơn lẻ, đồng thời khai thác được thông tin

lân cận trong cấu trúc siêu hộp đã hình thành.

Như vậy, bài toán của FMN-Voting có thể được xem là quá trình tự xác định

thông tin bổ trợ và khai thác thông tin bổ trợ đó để lan truyền nhãn trong mạng FMN.

Kết quả của hai giai đoạn là tập các siêu hộp được bổ sung thông tin nhãn, từ đó hỗ

trợ quá trình xác định cấu trúc cụm và hoàn thiện kết quả phân cụm bán giám sát.

2.3.2. Ý tưởng của FMN-Voting

Như đã trình bày trong mục 1.3, các mô hình học bán giám sát dựa trên mạng

nơron FMN hiện nay vẫn tồn tại nhiều hạn chế cả về yêu cầu dữ liệu gán nhãn lẫn chi

phí tính toán và khả năng thích nghi với cấu trúc dữ liệu phức tạp.

Các mô hình FMN cổ điển và biến thể như GFMM [15], RFMN [18] và SSL-

FMM [17] đòi hỏi tỷ lệ mẫu huấn luyện có nhãn tương đối cao để đạt được chất lượng

phân cụm chấp nhận được. Điều này làm giảm tính khả thi của các mô hình trong các

bài toán thực tế, nơi dữ liệu gán nhãn thường khan hiếm hoặc chi phí lớn.

Mô hình SS-FMM [19] và các phương pháp kế thừa như SCFMN [20] đã mở

rộng FMN sang bối cảnh học bán giám sát thông qua việc sử dụng ngưỡng đảm bảo

chất lượng β để kiểm soát quá trình lan truyền nhãn. Tuy nhiên, các mô hình này phải

thực hiện nhiều vòng duyệt trên tập dữ liệu huấn luyện nhằm thỏa mãn ràng buộc về

β, dẫn đến chi phí tính toán lớn và khả năng mở rộng kém khi kích thước dữ liệu tăng.

Mặc dù MSCFMN [21] đã cải thiện đáng kể hiệu quả tính toán so với SCFMN nhờ

cơ chế lan truyền nhãn dựa trên siêu hộp, chất lượng phân cụm của mô hình này vẫn

phụ thuộc vào ngưỡng đảm bảo chất lượng β. Nếu β nhỏ, điều kiện nhận nhãn từ siêu

hộp lân cận dễ được thỏa mãn khi lan truyền nhãn; nếu β lớn, thuật toán cần nhiều lần

duyệt hơn để lan truyền nhãn tới các siêu hộp chưa được gán nhãn.

Xuất phát từ các hạn chế nêu trên, ý tưởng của FMN-Voting được đề xuất là

thay đổi cách thức dẫn dắt quá trình gán nhãn trong học bán giám sát của mạng nơron

MSCFMN, từ việc phụ thuộc chủ yếu vào ngưỡng chất lượng toàn cục β sang một cơ

chế suy luận nhãn cục bộ, dựa trên bỏ phiếu đa số giữa các đại diện hình học của siêu
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hộp.

FMN-Voting xem mỗi siêu hộp như một thực thể đại diện cho một vùng không

gian đặc trưng đã được học, và khai thác mối quan hệ hình học giữa các siêu hộp để

suy luận nhãn cho các siêu hộp chưa được gán nhãn.

Cụ thể, FMN-Voting sử dụng tâm hình học của siêu hộp như một đại diện cho

toàn bộ vùng dữ liệu mà siêu hộp bao phủ. Đối với một siêu hộp chưa có nhãn, nhãn

của nó không được quyết định trực tiếp dựa trên một tiêu chí ngưỡng cứng, mà được

suy luận thông qua bỏ phiếu đa số từ các siêu hộp lân cận đã có nhãn, dựa trên độ

thuộc giữa các tâm siêu hộp trong không gian đặc trưng. Cách tiếp cận này cho phép

FMN-Voting khai thác cấu trúc phân hoạch không gian đã được hình thành trong quá

trình học FMN, đồng thời giảm đáng kể sự phụ thuộc vào giả thiết về hình dạng hoặc

kích thước cụm. Đồng thời, cơ chế bỏ phiếu đa số giúp hạn chế lan truyền sai nhãn,

do nhãn cuối cùng được quyết định bởi sự đồng thuận của nhiều đại diện lân cận, thay

vì phụ thuộc vào một siêu hộp đơn lẻ. Nhờ đó, FMN-Voting có khả năng xử lý tốt hơn

các tập dữ liệu có phân bố phức tạp, cụm không cân bằng hoặc chồng lấn mạnh, trong

khi vẫn duy trì chi phí tính toán thấp và phù hợp với kịch bản học bán giám sát với số

lượng mẫu gán nhãn hạn chế.

Thuật toán học trong FMN-Voting gồm hai giai đoạn chính:

Giai đoạn 1. Xây dựng tập hạt giống: tính toán thông tin bổ trợ cho các mẫu

dữ liệu trong tập dữ liệu huấn luyện;

Giai đoạn 2. Huấn luyện bán giám sát với bỏ phiếu đa số dựa trên siêu hộp.

Thuật toán học thực hiện lan truyền nhãn từ các mẫu có nhãn và thực hiện bỏ phiếu

đa số dựa trên các siêu hộp lân cận (siêu hộp có độ thuộc cao nhất) với các mẫu dữ

liệu chưa có nhãn.

2.3.3. Kiến trúc mạng nơron FMN-Voting

Kiến trúc mạng nơron FMN-Voting được xây dựng trên nền tảng FMN, gồm

ba lớp chính là FA, FH và FC , đồng thời bổ sung cơ chế bỏ phiếu đa số nhằm tăng độ

ổn định và độ tin cậy trong suy luận nhãn. Hình 2.3 minh họa cấu trúc tổng thể của

mô hình.

Lớp vào FA gồm n nơron a1, a2, . . . , an, mỗi nơron tương ứng với một thuộc

tính của mẫu đầu vào xr = (xr1, xr2, . . . , xrn). Lớp này chỉ thực hiện chức năng tiếp

nhận và truyền dữ liệu.

Lớp siêu hộp FH là tầng biểu diễn trung tâm, trong đó mỗi nơron biểu diễn

một siêu hộp mờ trong không gian đặc trưng. Các siêu hộp được tổ chức thành các
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tập con {b1, . . . , bk}, {l1, . . . , lq} và {u1, . . . , up}, tương ứng với các nhóm siêu hộp đã

có nhãn, trung gian và chưa được gán nhãn. Mỗi siêu hộp được xác định bởi hai vectơ

Vj và Wj , lần lượt biểu diễn biên dưới và biên trên. Với một mẫu xr, mỗi siêu hộp Hj

tạo ra độ thuộc µ(xr, Hj) ∈ [0, 1], phản ánh mức độ phù hợp của mẫu với vùng không

gian mà siêu hộp biểu diễn.

Lớp FC gồm g nơron c1, c2, . . . , cg, mỗi nơron đại diện cho một cụm mục tiêu.

Các siêu hộp ở lớp FH được nối với FC thông qua các liên kết U , biểu diễn mối quan

hệ giữa siêu hộp và cụm. Khác với FMN phân lớp truyền thống, trong FMN-Voting

không tồn tại ánh xạ cứng một-một giữa siêu hộp và nhãn lớp; thay vào đó, mỗi nhãn

có thể nhận kích hoạt từ nhiều siêu hộp khác nhau. Các tín hiệu này được tổng hợp

thông qua nút (+) và được dùng làm cơ sở cho quyết định phân cụm cuối cùng.

Trong FMN-Voting, cơ chế bỏ phiếu đa số được thực hiện trong quá trình lan

truyền nhãn cho các mẫu chưa có nhãn dựa trên tập các siêu hộp đã có nhãn L. Với

mỗi mẫu chưa có nhãn xr không thể được bao phủ hoặc mở rộng bởi một siêu hộp

phù hợp, mô hình xác định tập N(xr) gồm các siêu hộp có nhãn trong L có độ thuộc

cao nhất đối với xr và thỏa mãn ngưỡng β. Các giá trị độ thuộc chỉ được sử dụng để

lựa chọn tập lân cận; sau khi tập lân cận được xác định, mỗi siêu hộp đóng góp một

phiếu cho lớp tương ứng.

ℓ̂(xr) = argmax
c∈C

∑
Li∈N(xr)

I(ℓ(Li) = c), (2.9)

trong đó, C = {1, . . . , C} là tập các lớp khả dĩ; N(xr) là tập các siêu hộp có nhãn lân

cận của xr; ℓ(Li) là nhãn của siêu hộp Li và I(·) là hàm chỉ thị, được xác định bởi

I
(
ℓ(Li) = c

)
=

1, nếu ℓ(Li) = c,

0, nếu ℓ(Li) ̸= c.
(2.10)

Như vậy, mỗi siêu hộp Li ∈ N(xr) đóng góp một phiếu cho lớp tương ứng với nhãn

của nó. Nhãn nhận được số phiếu lớn nhất được sử dụng để xác định nhãn cho siêu

hộp mới chứa xr, đồng thời cập nhật nhãn cho mẫu xr.

Như vậy, trong FMN-Voting, nhãn của một siêu hộp mới không phụ thuộc vào

một siêu hộp dẫn dắt đơn lẻ mà được suy luận từ một tập các siêu hộp đã gán nhãn

trong L. Cách tiếp cận này giúp khai thác tốt hơn cấu trúc cục bộ của không gian siêu

hộp và tăng tính nhất quán của quá trình suy luận nhãn.
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Hình 2.3: Kiến trúc mạng nơron FMN-Voting

2.3.4. Thuật toán học trong FMN-Voting

2.3.4.1. Giai đoạn 1: Xây dựng tập hạt giống

Giai đoạn đầu tiên của thuật toán học xác định các hạt giống dựa trên việc phân

hoạch không gian dữ liệu thành các siêu hộp mờ. Các hạt giống được gán nhãn giả

dựa trên tập siêu hộp mờ. Các mẫu dữ liệu có độ thuộc đầy đủ sẽ mang nhãn của siêu

hộp tương ứng.

Thuật toán 2.1 gồm hai bước chính: trước hết thực hiện học không giám sát để

xây dựng tập siêu hộp B; sau đó khai thác cấu trúc siêu hộp đã hình thành để xác định

thông tin nhãn bổ trợ cho các mẫu có độ thuộc đầy đủ đối với một siêu hộp.

Mệnh đề 2.1. Thuật toán 2.1 có độ phức tạp thời gian là

T1 = O(nMK), (2.11)

trong đó M là số mẫu huấn luyện, n là số đặc trưng của mỗi mẫu và K là số siêu hộp
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Thuật toán 2.1 Xây dựng tập siêu hộp và xác định thông tin nhãn bổ trợ
Input: X = {xr}, M = |X|, δmax

1 , γ, β
Output: B; X = {(xr, ℓxr)}Mr=1;

1: Thực hiện giai đoạn huấn luyện không giám sát theo Thuật toán 1.2 trên tập dữ
liệu X, thu được tập siêu hộp B’

2: X1 ← ∅; X2 ← ∅;
3: for xr ∈ X do
4: if ∃Bj ∈ B sao cho µ(xr, Bj) = 1 then
5: ℓxr ← ℓ(Bj);
6: X1 ← X1 ∪ {(xr, ℓxr)};
7: else
8: ℓxr ← 0;
9: X2 ← X2 ∪ {(xr, ℓxr)};

10: end if
11: end for
12: X ← X1 ∪X2;
13: return B;X = {(xr, ℓxr)}Mr=1;

mờ được tạo ra trong quá trình huấn luyện.

Chứng minh. Xét Thuật toán 2.1, với M = |X|, n là số đặc trưng và K = |B| là số

siêu hộp mờ.

Tại dòng 1 của Thuật toán 2.1, thuật toán học không giám sát được thực hiện

trên tập X để xây dựng tập siêu hộp B. Với mỗi mẫu xr ∈ X, trong trường hợp xấu

nhất cần tính độ thuộc với tối đa K siêu hộp; mỗi phép tính trên n chiều có độ phức

tạp O(n). Do đó, chi phí của dòng 1 là:

O(MKn). (2.12)

Tại các dòng 2–10, thuật toán duyệt toàn bộ M mẫu để xác định thông tin nhãn

bổ trợ. Trong trường hợp xấu nhất, đối với mỗi mẫu xr, thuật toán cần kiểm tra độ

thuộc với tối đa K siêu hộp. Do đó, chi phí của quá trình này là:

O(MKn). (2.13)

Các thao tác cập nhật X1, X2 và hợp nhất lại tập dữ liệu tại dòng 11 yêu cầu

tối đa một số phép toán tuyến tính theo số mẫu, nên có chi phí:

O(M). (2.14)

Vì vậy, tổng độ phức tạp thời gian của thuật toán là

T1 = O(MKn) +O(MKn) +O(M). (2.15)
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Bỏ qua các hạng tử bậc thấp, suy ra

T1 = O(nMK). (2.16)

□

2.3.4.2. Giai đoạn 2: Huấn luyện bán giám sát với bỏ phiếu đa số dựa trên siêu hộp

Giai đoạn 2 của thuật toán FMN-Voting tập trung vào việc suy luận và gán

nhãn cho các siêu hộp cũng như các mẫu dữ liệu chưa được gán nhãn thông qua cơ

chế bỏ phiếu đa số. Dựa trên tập siêu hộp đã được xây dựng ở Giai đoạn 1, thuật toán

đồng thời khai thác thông tin cấu trúc hình học của các siêu hộp và thông tin giám sát

sẵn có từ các mẫu mang nhãn nhằm thực hiện quá trình lan truyền nhãn một cách có

kiểm soát. Quá trình này được thực hiện thông qua các bước chính sau:

(1) Xây dựng tập siêu hộp có nhãn L từ các mẫu dữ liệu đã được gán nhãn (xr ∈

X1);

(2) Đối với các siêu hộp được hình thành từ các mẫu chưa gán nhãn, nhãn của

siêu hộp được suy luận thông qua cơ chế bỏ phiếu đa số dựa trên độ thuộc

của nó đối với k siêu hộp lân cận trong tập L, với k = 2C + 1, trong đó c là số

cụm đầu vào. Trong FMN-Voting, số lượng siêu hộp lân cận được lựa chọn

theo k = 2C + 1, trong đó C là số lớp/cụm. Giá trị k được chọn là một số lẻ

và lớn hơn 2C nhằm tạo một tập lân cận đủ lớn để thực hiện bỏ phiếu đa số

trên C lớp, đồng thời hạn chế trường hợp quyết định nhãn phụ thuộc vào một

số lượng quá ít siêu hộp lân cận. Đây là tham số được lựa chọn theo nguyên

tắc thiết kế của mô hình.

N (xr) = arg top
min(2C+1, |L|)

{µ(xr, Lj) | Lj ∈ L, µ(xr, Lj) ≥ β} . (2.17)

với N (xr) là tập 2C + 1 lân cận với điểm dữ liệu xr được xác định bằng cách lựa chọn

2C + 1 siêu hộp đã có nhãn Lj ∈ L có giá trị độ thuộc mờ µ(xr, Lj) lớn nhất đối với

mẫu truy vấn xr (µ(xr, Lj) được định nghĩa theo Công thức (1.3)).

NoCℓ =
∑

Lj∈N(xr)

I(ℓ(Lj) = ℓ) , ℓ = 1, . . . , C (2.18)

với I(·) là hàm chỉ thị, nhận giá trị bằng 1 khi điều kiện bên trong được thỏa mãn và

bằng 0 trong trường hợp ngược lại; NoCℓ là số phiếu (số siêu hộp) có nhãn lớp là ℓ;

ℓ(Lnew) = argmax
ℓ

NoCℓ (2.19)
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Thuật toán 2.2 Huấn luyện bán giám sát với bỏ phiếu đa số dựa trên siêu hộp

Input: B; X = {(xr, ℓxr)}Mr=1; δ
max
2 ; γ; β;Rmax;

Output: L; X = {(xr, ℓxr)}Mr=1; U ;
1: L ← {Bj ∈ B | ℓ(Bj) ̸= 0}; X1 ← ∅;
2: r ← 0;
3: repeat
4: Chọn dữ liệu vào (xr, ℓxr) ∈ X;
5: if ∃Lj ∈ L sao cho µ(xr, Lj) = 1 then
6: if ℓxr ̸= 0 then
7: ℓxr ← ℓ(Lj); X1 ← X1 ∪ {(xr, ℓxr)}; X ← X \ {(xr, ℓxr)};
8: end if
9: else

10: if ∃Lj ∈ L sao cho µ(xr, Lj) = maxLk∈L µ(xr, Lk) và δ(xr, Lj) ≤ δmax
2 then

11: if ℓxr ̸= 0 then
12: ℓxr ← ℓ(Lj); X1 ← X1 ∪ {(xr, ℓxr)}; X ← X \ {(xr, ℓxr)};
13: end if
14: Mở rộng Lj

15: for all Lk ∈ L do
16: if Ω(Lj , Lk) > 0 and ℓ(Lj) ̸= ℓ(Lk) then
17: Điều chỉnh chồng lấn giữa Lj và Lk;
18: end if
19: end for
20: else
21: Xác định tập lân cận N (xr) theo (2.17)
22: if |N (xr)| ≥ 1 then
23: Tạo mới Lnew chứa xr; Tính số phiếu cho từng nhãn lớp Li ∈ N (xr)

theo (2.18); Gán nhãn cho ℓ(Lnew) theo (2.19); L ← L ∪ {Lnew}; X1 ←
X1 ∪ {(xr, ℓxr)}; X ← X \ {(xr, ℓxr)};

24: end if
25: end if
26: end if
27: r ← r + 1;
28: until X = ∅ or r = Rmax;
29: X ← X1

30: Cập nhật ma trận liên kết lớp U dựa trên tập L (với ujk được xác định theo Công
thức (1.36))

31: return L; X; U ;
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Mệnh đề 2.2. Thuật toán 2.2 có độ phức tạp thời gian là

T2 = O(RmaxnMK), (2.20)

trong đó M là số mẫu dữ liệu chưa gán nhãn, n là số đặc trưng của mỗi mẫu và K là

số siêu hộp được tạo ra trong quá trình học, và Rmax là số lượt duyệt tối đa của vòng

lặp repeat–until.

Chứng minh. Trong mỗi lượt duyệt, một mẫu xr được so sánh với tối đa K siêu hộp để

tính độ thuộc, lựa chọn siêu hộp phù hợp, kiểm tra khả năng mở rộng, kiểm tra chồng

lấn hoặc xác định tập lân cận phục vụ bỏ phiếu. Mỗi phép so sánh trên không gian n

chiều có chi phí O(n), do đó chi phí xử lý một mẫu bị chặn trên bởi O(nK). Với tối

đa M mẫu trong một lượt duyệt, chi phí là O(nMK). Nếu vòng lặp repeat–until

thực hiện tối đa Rmax lượt thì độ phức tạp thời gian trong trường hợp xấu nhất là

T2 = O(RmaxMnK) = O(RmaxnMK). (2.21)

□

2.3.5. Độ phức tạp tính toán của FMN-Voting

Thuật toán học trong FMN-Voting được chia thành hai giai đoạn chính.

Giai đoạn 1: xây dựng tập hạt giống, với chi phí tính toán là T1 = O(nMK); và

giai đoạn 2: Huấn luyện bán giám sát với bỏ phiếu đa số dựa trên siêu hộp với chi phí

tính toán T2 = O(RmaxMnK). Tổng chi phí tính toán của FMN-Voting được xác định

bằng tổng chi phí của Giai đoạn 1 và Giai đoạn 2;

T = T1 + T2 = O(nMK) +O(RmaxMnK) = O(RmaxMnK) (2.22)

Trong trường hợp Rmax được xem là một hằng số bị chặn bởi cơ chế dừng của

thuật toán, độ phức tạp có thể rút gọn thành O(nMK). Tuy nhiên, để phản ánh đầy đủ

cấu trúc vòng lặp của giả mã, luận án sử dụng dạng tổng quát O(RmaxnMK).

FMN-Voting phù hợp khi các siêu hộp có nhãn lân cận phản ánh tương đối tốt

phân bố cục bộ của dữ liệu, khi đó việc tổng hợp thông tin từ nhiều siêu hộp thông

qua bỏ phiếu đa số giúp hạn chế sự phụ thuộc vào một siêu hộp đơn lẻ. Tuy nhiên, mô

hình xem các siêu hộp được lựa chọn trong tập lân cận là các nguồn bỏ phiếu tương

đương. Trong trường hợp dữ liệu phân bố không đồng đều bên trong siêu hộp, tâm

hình học của siêu hộp có thể lệch đáng kể so với tâm phân bố thực tế của các mẫu.

Khi đó, một siêu hộp có độ thuộc cao đối với mẫu truy vấn chưa chắc có tính đại diện

cao, làm giảm độ tin cậy của quá trình bỏ phiếu. Hạn chế này rõ hơn tại các vùng có

phân bố phức tạp hoặc chồng lấn giữa các cụm. FMN-Voting còn có hạn chế đối với

các tập dữ liệu có cấu trúc cụm không hình cầu, mất cân bằng. Trong trường hợp này,
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quá trình hình thành các siêu hộp có thể nhạy với thứ tự xuất hiện của các mẫu trong

tập huấn luyện, dẫn đến sự khác biệt về cấu trúc và phân bố của các siêu hộp giữa

các lần thực nghiệm. Sự thay đổi này ảnh hưởng đến tập siêu hộp lân cận tham gia bỏ

phiếu và có thể làm kết quả suy luận nhãn biến động. Hạn chế này được quan sát trên

một số tập dữ liệu thực nghiệm có cấu trúc cụm không hình cầu.

2.4. Mô hình FMN-SAL

2.4.1. Mô tả bài toán

Xét tập dữ liệu huấn luyện gồm một số mẫu đã được gán nhãn và các mẫu chưa

có nhãn. Sau quá trình phân hoạch không gian dữ liệu bằng mạng nơron FMN, các

mẫu được biểu diễn thông qua tập các siêu hộp phản ánh cấu trúc và phân bố cục bộ

của dữ liệu. Tuy nhiên, các siêu hộp được hình thành ban đầu chưa phải tất cả đều có

thông tin nhãn. Vì vậy, bài toán đặt ra đối với FMN-SAL là khai thác trực tiếp thông

tin từ các mẫu đã có nhãn trong tập huấn luyện để xác định thông tin nhãn cho các

siêu hộp, từ đó hình thành nguồn thông tin giám sát phục vụ quá trình lan truyền nhãn

đến các siêu hộp và mẫu dữ liệu chưa có nhãn.

Để giải quyết bài toán trên, trước hết FMN-SAL sử dụng các mẫu mang nhãn

trong tập huấn luyện để xác định nhãn cho các siêu hộp có chứa hoặc có quan hệ với

các mẫu mang nhãn tương ứng. Qua quá trình này, một tập các siêu hộp có nhãn được

hình thành từ thông tin giám sát sẵn có của dữ liệu huấn luyện. Các siêu hộp này đóng

vai trò là nguồn thông tin giám sát ban đầu, làm cơ sở cho quá trình suy luận và lan

truyền nhãn tiếp theo. Nhờ đó, thông tin nhãn ở mức mẫu được chuyển thành thông

tin nhãn ở mức siêu hộp và được tích hợp vào cấu trúc của mạng FMN.

Trên cơ sở tập siêu hộp có nhãn đã được xây dựng, FMN-SAL tiếp tục thực

hiện quá trình xác định nhãn cho các đối tượng chưa có nhãn. Đối với một mẫu hoặc

siêu hộp chưa xác định nhãn, mô hình khai thác thông tin từ các mẫu mang nhãn lân

cận và áp dụng cơ chế bỏ phiếu để xác định nhãn phù hợp. Việc sử dụng nhiều mẫu

mang nhãn lân cận giúp quá trình suy luận khai thác trực tiếp phân bố thực tế của các

mẫu dữ liệu, thay vì chỉ phụ thuộc vào đặc trưng hình học của một siêu hộp đơn lẻ.

Như vậy, FMN-SAL thực hiện bài toán theo quá trình khai thác thông tin nhãn

có sẵn ở mức mẫu, xây dựng tập siêu hộp có nhãn, sử dụng cơ chế bỏ phiếu để lan

truyền và xác định nhãn cho các đối tượng chưa có nhãn. Kết quả của quá trình này là

thông tin nhãn từ một số lượng hạn chế các mẫu trong tập huấn luyện được khai thác

và mở rộng tới các siêu hộp và mẫu chưa có nhãn, qua đó hỗ trợ hoàn thiện kết quả
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phân cụm bán giám sát.

2.4.2. Ý tưởng của FMN-SAL

Trong mô hình FMN-Voting, nhãn của mẫu chưa gán nhãn được suy luận bằng

cơ chế bỏ phiếu đa số từ các siêu hộp lân cận có độ thuộc cao. Cách tiếp cận này ngầm

giả định rằng các siêu hộp lân cận đều có mức độ đại diện tương đương. Tuy nhiên,

giả định này không luôn đúng, đặc biệt khi dữ liệu bên trong siêu hộp phân bố không

đều hoặc bị ảnh hưởng bởi nhiễu.

Trong quá trình học FMN, một siêu hộp có thể được mở rộng để bao phủ các

mẫu phân bố lệch về một phía của không gian đặc trưng. Khi đó, tâm hình học của

siêu hộp có thể sai khác đáng kể so với tâm dữ liệu thực, làm giảm độ tin cậy của siêu

hộp khi tham gia bỏ phiếu. Vì vậy, việc xem các siêu hộp có độ thuộc cao như những

nguồn bỏ phiếu ngang nhau có thể dẫn đến suy luận nhãn thiếu chính xác, nhất là tại

các vùng biên hoặc chồng lấn giữa các cụm.

Như minh họa trên Hình 2.4, siêu hộp B1 có phân bố dữ liệu lệch nên độ thuộc

cao không đồng nghĩa với tính đại diện cao; siêu hộp B2 phản ánh tốt cấu trúc cục bộ

của dữ liệu; trong khi B3 có chỉ số sử dụng thấp nên mức độ đại diện kém.

Để khắc phục một phần hạn chế này, mô hình FMN-SAL được đề xuất với

chiến lược bỏ phiếu dựa trên các mẫu mang nhãn lân cận thay vì các siêu hộp lân

cận. Theo đó, FMN-SAL không thay đổi mục tiêu suy luận nhãn của FMN-Voting mà

thay đổi nguồn thông tin được sử dụng cho quyết định bỏ phiếu. Thay vì coi các siêu

hộp lân cận là các đơn vị bỏ phiếu, FMN-SAL khai thác trực tiếp các mẫu mang nhãn

trong tập huấn luyện. Cách tiếp cận này giảm sự phụ thuộc của quyết định nhãn vào

tâm hình học và mức độ đại diện của từng siêu hộp, đặc biệt khi các mẫu bên trong

siêu hộp có phân bố không đồng đều.

2.4.3. Kiến trúc mạng nơron FMN-SAL

Kiến trúc mạng nơron FMN-SAL được minh họa trong Hình 2.5, gồm ba

lớp chính: lớp vào FA, lớp siêu hộp FB và lớp ra FC . Lớp vào FA gồm n nơron

a1, a2, . . . , an, tương ứng với n thuộc tính của mẫu dữ liệu đầu vào xr = (xr1, xr2, . . . , xrn).

Lớp FB gồm các nơron biểu diễn các siêu hộp mờ được hình thành trong quá trình

học, trong đó có thể chia thành hai nhóm: nhóm các siêu hộp đã được gán nhãn, ký

hiệu b1, b2, . . . , bq, và nhóm các siêu hộp chưa gán nhãn hoặc cần suy luận nhãn, ký

hiệu u1, u2, . . . , up. Các kết nối từ FA đến FB được xác định bởi hai ma trận V và W ,

lần lượt biểu diễn cận dưới và cận trên của các siêu hộp trong không gian đặc trưng.
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(a) Phân bố dữ liệu không đều (b) Phân bố dữ liệu đều
Hình 2.4: B1 mất cân bằng, B2 cân bằng và có chỉ số sử dụng c(B2) cao, B3 có chỉ
số sử dụng thấp
Lớp ra FC gồm g nơron c1, c2, . . . , cg, đại diện cho các lớp hoặc cụm đầu ra; quan hệ

giữa các siêu hộp trong FB và các nơron lớp ra trong FC được biểu diễn thông qua ma

trận U . Như vậy, trong kiến trúc FMN-SAL, các siêu hộp mờ đóng vai trò trung gian

ánh xạ dữ liệu từ không gian đặc trưng sang không gian nhãn, đồng thời hỗ trợ quá

trình suy luận nhãn cho các siêu hộp chưa được xác định lớp.

Hình 2.5: Kiến trúc mạng nơron FMN-SAL

2.4.4. Thuật toán học trong FMN-SAL

Thuật toán học bán giám sát trong FMN-SAL được trình bày trong Thuật

toán 2.3. Quá trình học bán giám sát trong FMN-SAL dựa trên việc xác định các
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mẫu lân cận có nhãn, tổng hợp số phiếu theo từng lớp và suy luận nhãn cho siêu

hộp mới. Cụ thể, với mẫu dữ liệu xr, tập lân cận N (xr) được xác định theo Công

thức (2.23):

N (xr) = arg top
min(k, |X ′|)

{
µ(xr, xi)

∣∣ xi ∈ X ′, µ(xr, xi) ≥ β
}
. (2.23)

với N (xr) là tập gồm k lân cận với điểm dữ liệu xr được xác định bằng cách lựa chọn

k mẫu đã có nhãn xi ∈ X ′ có giá trị độ thuộc mờ µ(xr, xi) lớn nhất đối với mẫu truy

vấn xr.

NoCℓ =
∑

xi∈N(xr)

I(ℓxi = ℓ) , ℓ = 1, . . . , c (2.24)

với NoCℓ là số phiếu (số mẫu dữ liệu) có nhãn lớp là ℓ.

ℓ(Bnew) = argmax
ℓ

NoCℓ (2.25)

Mệnh đề 2.3. Thuật toán 2.3 có độ phức tạp thời gian trong trường hợp xấu nhất là

TSAL = O
(
nMK + nM2

)
= O(nM(K +M)) , (2.26)

trong đó M là số mẫu đầu vào, n là số chiều đặc trưng và K là số siêu hộp mờ được

tạo ra trong quá trình huấn luyện.

Chứng minh. Xét Thuật toán 2.3 với M = |X|, n là số đặc trưng và K = |B| là số siêu

hộp được tạo ra.

Với mỗi mẫu xr ∈ X, thuật toán cần tìm siêu hộp phù hợp nhất và kiểm tra

điều kiện mở rộng. Trong trường hợp xấu nhất, mẫu xr phải được so sánh với tối đa

K siêu hộp, mỗi phép tính hàm thuộc hoặc kích thước có độ phức tạp O(n). Vì vậy,

chi phí của bước này là

O(nMK). (2.27)

Nếu một siêu hộp được mở rộng, thuật toán tiếp tục kiểm tra và điều chỉnh

chồng lấn với các siêu hộp còn lại. Trong trường hợp xấu nhất, thao tác này cũng cần

so sánh với tối đa K siêu hộp, nên có độ phức tạp bị chặn trên bởi

O(nMK). (2.28)

Khi không thể mở rộng siêu hộp cho một mẫu chưa gán nhãn, thuật toán xác

định tập lân cận gồm các mẫu có nhãn dựa trên độ thuộc. Với cách cài đặt trực tiếp,

mỗi lần truy vấn có chi phí O(nL) với L ≤ M , và trong trường hợp xấu nhất tổng chi

phí của bước này là

O(nM2). (2.29)



57

Thuật toán 2.3 Thuật toán học bán giám sát FMN-SAL

Input: X = {(xr, ℓxr)}Mr=1, δ
max, β

Output: B, X = {(xr, ℓxr)}Mr=1, U
1: Khởi tạo tập U gồm p siêu hộp theo Công thức (1.33);
2: B ← ∅; X ′ ← ∅;
3: Tạo mới siêu hộp Bnew theo (1.32); B ← B ∪ {Bnew};
4: repeat
5: Chọn dữ liệu vào (xr, ℓxr) ∈ X;
6: if ∃Bj ∈ B sao cho µ(xr, Bj) = maxBk∈B µ(xr, Bk) và δ(xr, Bj) ≤ δmax then
7: Điều chỉnh Bj theo (1.6) và (1.7)
8: if ℓxr = 0 then
9: ℓxr ← ℓ(Bj);

10: end if
11: X ′ ← X ′ ∪ {(xr, ℓxr)}; X ← X \ {(xr, ℓxr)};
12: if phát hiện chồng lấn giữa Bj và Bk với ℓ(Bj) ̸= ℓ(Bk) then
13: Điều chỉnh chồng lấn giữa các siêu hộp Bj và Bk

14: end if
15: else
16: if ℓ(xr) ̸= 0 then
17: Tạo siêu hộp mới Bnew; ℓ(Bnew) ← ℓxr ; B ← B ∪ {Bnew}; X ′ ← X ′ ∪

{(xr, ℓxr)}; X ← X \ {(xr, ℓxr)};
18: else
19: Xác định tập lân cận N (xr) theo (2.23)
20: if |N (xr)| = k then
21: Tạo siêu hộp mới Bnew;

Tính số phiếu cho từng nhãn lớp của các mẫu xi ∈ N (xr) theo (2.24);
Gán nhãn ℓ(Bnew) theo (2.25); ℓxr ← ℓ(Bnew);
X ← X \ {(xr, ℓxr)}; B ← B ∪ {Bnew}; X ′ ← X ′ ∪ {(xr, ℓxr)};

22: end if
23: end if
24: end if
25: until X = ∅
26: X ← X ′

27: Cập nhật U dựa trên tập B (với ujk được xác định theo (1.36));
28: return B, X, U ;



58

Do đó, độ phức tạp thời gian của thuật toán trong trường hợp xấu nhất là

TSAL = O(nMK) +O(nMK) +O(nM2) = O(nMK + nM2).

Suy ra (2.26). □

Mặc dù giảm sự phụ thuộc vào mức độ đại diện của siêu hộp, FMN-SAL phụ

thuộc nhiều hơn vào chất lượng và phân bố của các mẫu mang nhãn. Khi số mẫu mang

nhãn ít hoặc các mẫu này chưa đại diện tốt cho cấu trúc cục bộ của dữ liệu, tập lân

cận được lựa chọn có thể chưa cung cấp đủ thông tin cho quyết định bỏ phiếu. Vì vậy,

FMN-SAL không mặc nhiên cho kết quả tốt hơn FMN-Voting hoặc các mô hình FMN

bán giám sát khác trên mọi tập dữ liệu; hiệu quả của mô hình phụ thuộc vào cấu trúc

dữ liệu và thông tin nhãn sẵn có.

2.5. Thực nghiệm và đánh giá

2.5.1. Thiết lập thực nghiệm

2.5.1.1. Mục tiêu thực nghiệm

Mục tiêu của các bài thực nghiệm là đánh giá hiệu năng của FMN-Voting và

FMN-SAL trên các tập dữ liệu benchmark phổ biến được lấy từ kho dữ liệu học máy

UCI [22], CS [23]. Thông qua các thực nghiệm, nghiên cứu sinh hướng tới việc phân

tích khả năng học bán giám sát của từng mô hình trong điều kiện số lượng mẫu mang

nhãn hạn chế, cũng như mức độ khai thác thông tin cấu trúc dữ liệu để lan truyền nhãn

một cách hiệu quả và ổn định.

Cụ thể, các thí nghiệm được thiết kế nhằm:

(i) So sánh hiệu năng phân cụm/phân loại của các mô hình đề xuất (FMN-Voting,

FMN-SAL) với các biến thể FMN truyền thống và các phương pháp học bán

giám sát liên quan trên cùng tập dữ liệu benchmark;

(ii) Đánh giá tác động của các chiến lược suy luận nhãn khác nhau, bao gồm bỏ

phiếu dựa trên siêu hộp FMN-Voting và bỏ phiếu dựa trên các mẫu dữ liệu lân

cận FMN-SAL;

(iii) Phân tích hiệu năng và độ ổn định của các mô hình trên các tập dữ liệu có đặc

điểm phân bố và mức độ chồng lấn khác nhau;;

(iv) Khảo sát ảnh hưởng của các tham số học quan trọng, bao gồm ngưỡng mở rộng

δmax, ngưỡng độ thuộc β, hệ số điều khiển độ dốc γ và các tham số liên quan

khác, đến hiệu năng và độ ổn định của các mô hình đề xuất;

(v) Đánh giá chi phí tính toán và khả năng mở rộng của các mô hình khi áp dụng

trên các tập dữ liệu có kích thước và độ phức tạp khác nhau.
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Các bài thực nghiệm không chỉ nhằm chứng minh hiệu quả của từng mô hình

đề xuất, mà còn làm rõ vai trò của từng cơ chế cải tiến trong việc nâng cao chất lượng

học bán giám sát của mạng nơron FMN.

2.5.1.2. Phương pháp thực nghiệm

Để đảm bảo tính khách quan và độ tin cậy của kết quả đánh giá, các thí nghiệm

được thực hiện theo phương pháp kiểm tra chéo k-fold cross-validation với k = 10.

Cụ thể, quy trình thực nghiệm được tiến hành như sau:

- Tập dữ liệu ban đầu được chia ngẫu nhiên thành 10 tập con không giao nhau

(k-fold) có kích thước xấp xỉ nhau;

- Tại mỗi lần lặp, một tập con được sử dụng làm tập kiểm thử, trong khi 9 tập

con còn lại được dùng làm tập huấn luyện;

- Đối với mô hình học bán giám sát dựa trên mẫu, trong mỗi tập huấn luyện, một

tỷ lệ nhỏ các mẫu được giữ lại làm tập mẫu mang nhãn ban đầu, các mẫu còn

lại được coi là chưa gán nhãn;

- Các tham số của mô hình được giữ cố định trong từng thí nghiệm và được thay

đổi có kiểm soát khi thực hiện phân tích ảnh hưởng tham số;

- Quá trình trên được lặp lại 10 lần, sao cho mỗi tập con đóng vai trò tập kiểm

thử đúng một lần.

Trong mỗi fold, tập kiểm tra chỉ được sử dụng để đánh giá mô hình sau khi quá

trình huấn luyện và lựa chọn tham số hoàn tất. Các tham số tiền xử lý và siêu tham số

của mô hình được xác định từ dữ liệu huấn luyện, không sử dụng nhãn hoặc kết quả

đánh giá trên tập kiểm tra để lựa chọn tham số.

Kết quả đánh giá cuối cùng được tính bằng giá trị trung bình của các chỉ số đo

lường trên 10 lần thực nghiệm, nhằm giảm thiểu ảnh hưởng của việc phân chia dữ liệu

ngẫu nhiên và phản ánh chính xác hơn hiệu năng tổng thể của các mô hình đề xuất.

Các kết quả thực nghiệm được trình bày dưới dạng giá trị trung bình và độ lệch

chuẩn qua các lần thực nghiệm nhằm phản ánh hiệu quả trung bình và mức độ ổn định

của mô hình. Luận án chưa thực hiện kiểm định giả thuyết thống kê đối với sự khác

biệt giữa các phương pháp; do đó, các chênh lệch về giá trị trung bình được sử dụng

để mô tả xu hướng thực nghiệm và không được diễn giải là khác biệt có ý nghĩa thống

kê.
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2.5.1.3. Thiết lập tham số thực nghiệm

Trong các bài thực nghiệm, các tham số của mô hình được thiết lập dựa trên

khuyến nghị từ các nghiên cứu FMN trước đây, đồng thời được điều chỉnh thông qua

thực nghiệm nhằm đảm bảo hiệu năng ổn định trên các tập dữ liệu benchmark khác

nhau. Trừ khi có nêu rõ khác đi, cùng một tập tham số được sử dụng cho tất cả các

mô hình để đảm bảo tính công bằng trong so sánh.

Đối với mạng nơron FMN, ngưỡng mở rộng siêu hộp δmax (bao gồm δ1
max và

δ2
max) được sử dụng để kiểm soát kích thước tối đa của siêu hộp trong quá trình học.

Tham số này được lựa chọn trong một khoảng giá trị xác định trước và được giữ cố

định khi so sánh các mô hình, đồng thời được thay đổi có kiểm soát trong các thí

nghiệm phân tích ảnh hưởng tham số. Việc xác định giá trị δmax được thực hiện trong

giai đoạn thiết lập mô hình trước khi đánh giá trên tập kiểm tra. Sau khi xác định giá

trị phù hợp, δmax được giữ cố định trong quá trình đánh giá trên tập kiểm tra; dữ liệu

kiểm tra không được sử dụng để lựa chọn hoặc điều chỉnh tham số này.

Hệ số γ được sử dụng để điều khiển độ dốc của hàm độ thuộc, ảnh hưởng trực

tiếp đến mức độ suy giảm độ thuộc khi mẫu nằm xa biên của siêu hộp. Ngưỡng độ

thuộc β được sử dụng nhằm loại bỏ các siêu hộp hoặc mẫu dữ liệu có mức ảnh hưởng

thấp trong quá trình suy luận nhãn.

Số lượng lân cận tối đa trong FMN-Voting được thiết lập là k = 2C + 1, trong

đó C là số lớp/cụm. Việc lựa chọn một số lẻ và phụ thuộc vào số lớp nhằm cung cấp

một tập lân cận đủ lớn cho cơ chế bỏ phiếu đa số, đồng thời hạn chế sự phụ thuộc của

quyết định nhãn vào một số lượng quá ít siêu hộp lân cận. Trong trường hợp số siêu

hộp có nhãn khả dụng nhỏ hơn 2C + 1, mô hình sử dụng số lượng lân cận thực tế có

thể lựa chọn theo Công thức (2.17).

Trong các thí nghiệm phân tích ảnh hưởng tham số, từng tham số được thay

đổi độc lập trong khi các tham số còn lại được giữ cố định ở giá trị mặc định. Cách

thiết lập này cho phép đánh giá rõ ràng mối quan hệ giữa từng tham số học và hiệu

năng của mô hình, đồng thời làm rõ mức độ nhạy cảm của các mô hình đề xuất đối

với sự thay đổi của các tham số.

Trong đó, một số tham số được lựa chọn trong thực nghiệm bao gồm: tham số

mờ γ = 10, ngưỡng ban đầu β = 0,99 và hệ số giảm ngưỡng φ = 0,9.

Việc chọn γ = 10 xuất phát từ cân bằng thực nghiệm giữa hai yêu cầu mâu

thuẫn:

- Không quá nhỏ:
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+ Nếu γ nhỏ, độ thuộc suy giảm chậm;

+ Nhiều mẫu ở xa vẫn có giá trị độ thuộc µ cao;

+ Ranh giới mờ trở nên quá “phẳng”, dễ gây nhiễu trong quá trình suy

luận nhãn.

- Không quá lớn:

+ Nếu γ quá lớn, độ thuộc suy giảm rất nhanh;

+ Chỉ các mẫu nằm sát biên siêu hộp mới có µ > 0;

+ Hành vi tiến gần tới phân loại cứng, làm mất ý nghĩa của mô hình mờ.

Điều này được minh họa trên Hình 1.4. Thực nghiệm trong nhiều nghiên cứu về FMN

cho thấy γ ≈ 10 tạo ra độ dốc vừa đủ để phân biệt tốt các vùng lân cận, đồng thời vẫn

duy trì được tính mờ cần thiết. Do đó, γ = 10 được lựa chọn như một giá trị mặc định

mang tính kinh nghiệm trong các mô hình FMN.

Ngưỡng độ thuộc β được sử dụng nhằm kiểm soát mức độ tin cậy của các siêu

hộp hoặc mẫu dữ liệu tham gia vào quá trình suy luận nhãn. Trong các thí nghiệm, giá

trị ban đầu của ngưỡng được thiết lập là β = 0,99, phản ánh yêu cầu khắt khe về mức

độ phù hợp giữa mẫu truy vấn và cấu trúc đại diện (siêu hộp hoặc mẫu dữ liệu mang

nhãn). Trong quá trình học, ngưỡng β được điều chỉnh giảm dần theo hệ số suy giảm

φ = 0,9 để tăng dần số lượng phần tử lân cận được xem xét khi cần thiết. Tuy nhiên,

giá trị của β không được phép giảm xuống dưới một ngưỡng tối thiểu. Trong luận án

này, βmin được thiết lập không nhỏ hơn 0,8. Lý do của lựa chọn này xuất phát từ quan

sát rằng khi β quá nhỏ, các vùng có độ thuộc thấp vẫn được chấp nhận tham gia suy

luận nhãn, dẫn đến việc đưa vào các siêu hộp hoặc mẫu dữ liệu có mức độ đại diện

kém. Như minh họa trên Hình 2.6, các vùng tương ứng với giá trị µ(x,Bj) nhỏ nằm xa

lõi của siêu hộp, nơi độ tin cậy của độ thuộc suy giảm rõ rệt, đặc biệt trong bối cảnh

học không giám sát hoặc dữ liệu có nhiễu. Do đó, việc duy trì β ≥ 0,8 giúp đảm bảo

rằng chỉ các phần tử lân cận có mức độ phù hợp đủ cao mới được sử dụng trong quá

trình lan truyền nhãn, từ đó nâng cao độ ổn định và độ tin cậy của kết quả học.

2.5.1.4. Tập dữ liệu thực nghiệm

Để đánh giá hiệu năng của thuật toán đề xuất, nghiên cứu sinh tiến hành thực

nghiệm trên các tập dữ liệu chuẩn (benchmark) được lấy từ kho dữ liệu học máy

UCI [22] và CS [23]. Bên cạnh đó, nghiên cứu còn sử dụng tập dữ liệu ILPD, gồm

các chỉ số lâm sàng và xét nghiệm sinh hóa máu nhằm phục vụ bài toán phân biệt

bệnh nhân mắc bệnh gan và không mắc bệnh gan. Tập dữ liệu này phản ánh đặc trưng

dữ liệu y sinh thực tế với tính chất nhiễu, mất cân bằng lớp và tương quan đặc trưng
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Hình 2.6: Minh họa mức độ thuộc µ(x,Bj) trong không gian đặc trưng và ảnh hưởng
đến độ tin cậy suy luận
phức tạp, qua đó cho phép đánh giá khả năng tổng quát hóa của mô hình trong bối

cảnh ứng dụng y tế.

Các tập dữ liệu từ CS bao gồm: Aggregation, Flame, Spiral, Jain, R15, Path-

based, Thyroidnew.

Các tập dữ liệu từ UCI bao gồm: Iris, Wine, PID (Pima Indians Diabetes),

Thyroid, Sonar, ILPD. Thông tin chi tiết của các tập dữ liệu được trình bày trong

Bảng 2.1. Đồ họa trên Hình 2.7 minh họa phân bố không gian dữ liệu trên các tập dữ

liệu thực nghiệm.

Bộ dữ liệu bệnh nhân gan Ấn Độ (Indian Liver Patient Dataset - ILPD) là

một bộ dữ liệu chuẩn được công bố công khai trên Kho lưu trữ Học máy UCI (UCI

Machine Learning Repository) và được phát hành theo giấy phép CC BY 4.0. Dữ liệu

được thu thập từ các bệnh nhân tại khu vực Đông Bắc bang Andhra Pradesh, Ấn Độ,

nhằm phục vụ việc xây dựng, huấn luyện và đánh giá các phương pháp học máy hỗ

trợ chẩn đoán bệnh gan.

ILPD gồm tổng cộng 583 hồ sơ bệnh nhân, trong đó có 416 trường hợp mắc

bệnh gan và 167 trường hợp không mắc bệnh gan. Mỗi mẫu dữ liệu được mô tả bởi

10 thuộc tính lâm sàng và sinh hóa, bao gồm:

- Tuổi (Age): Tuổi của bệnh nhân tại thời điểm thu thập dữ liệu, được biểu diễn
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Bảng 2.1: Thông tin các tập dữ liệu thực nghiệm benchmark
TT Tập dữ liệu Số mẫu Số thuộc tính Số nhóm
1 Aggregation 788 2 7
2 Flame 240 2 2
3 Iris 150 4 3
4 Jain 373 2 2
5 R15 600 2 15
6 Spiral 312 2 3
7 Sonar 208 60 2
8 Pathbased 317 2 3
9 PID 768 8 2

10 Thyroid 7200 21 3
11 Thyroidnew 215 5 3
12 Wine 178 13 3
13 ILPD 583 10 2

bằng số năm. Đây là thuộc tính nhân khẩu học có thể liên quan đến sự thay

đổi chức năng gan và nguy cơ mắc bệnh theo độ tuổi. Trong bộ dữ liệu ILPD,

những bệnh nhân trên 89 tuổi được quy ước ghi nhận là 90 tuổi.

- Giới tính (Gender): Thuộc tính nhân khẩu học cho biết giới tính của bệnh

nhân, gồm hai giá trị nam và nữ. Thuộc tính này được sử dụng để xem xét sự

khác biệt về đặc điểm sinh học, chỉ số xét nghiệm và khả năng mắc bệnh gan

giữa các nhóm giới tính.

- Bilirubin toàn phần (Total Bilirubin - TB): Chỉ số biểu thị tổng lượng biliru-

bin trong máu, bao gồm bilirubin trực tiếp và bilirubin gián tiếp. Bilirubin là

sản phẩm được tạo ra trong quá trình phân hủy hồng cầu và được gan xử lý

trước khi đào thải qua đường mật. Giá trị bilirubin toàn phần bất thường có thể

liên quan đến rối loạn chức năng gan, tắc nghẽn đường mật hoặc sự gia tăng

phân hủy hồng cầu.

- Bilirubin trực tiếp (Direct Bilirubin - DB): Phần bilirubin đã được gan liên

hợp để có thể hòa tan trong nước và bài tiết vào dịch mật. Chỉ số này thường

được xem xét cùng bilirubin toàn phần nhằm hỗ trợ đánh giá khả năng chuyển

hóa và bài tiết bilirubin của gan. Sự gia tăng bilirubin trực tiếp có thể liên quan

đến tổn thương tế bào gan hoặc cản trở lưu thông mật.

- Phosphatase kiềm (Alkaline Phosphatase - Alkphos): Enzyme hiện diện chủ

yếu ở gan, đường mật và xương. Trong đánh giá chức năng gan, chỉ số này

thường được sử dụng để hỗ trợ phát hiện các bất thường liên quan đến đường

mật hoặc tình trạng ứ mật. Tuy nhiên, do phosphatase kiềm cũng có nguồn gốc
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từ xương và một số mô khác, kết quả cần được xem xét kết hợp với các chỉ số

xét nghiệm liên quan.

- Alanine aminotransferase (Alanine Aminotransferase - ALT/SGPT): Enzyme

tập trung chủ yếu trong tế bào gan, còn được gọi theo tên cũ là serum glutamic-

pyruvic transaminase (SGPT). Khi tế bào gan bị tổn thương, enzyme này có

thể được giải phóng vào máu, làm tăng nồng độ ALT. Vì có mức độ đặc hiệu

đối với gan tương đối cao, ALT thường được sử dụng để hỗ trợ đánh giá tổn

thương tế bào gan.

- Aspartate aminotransferase (Aspartate Aminotransferase - AST/SGOT): En-

zyme có trong gan, tim, cơ, thận và một số mô khác, còn được gọi theo tên cũ là

serum glutamic-oxaloacetic transaminase (SGOT). Nồng độ AST có thể tăng

khi các tế bào tại những cơ quan này bị tổn thương. Do AST không đặc hiệu

hoàn toàn cho gan, chỉ số này thường được phân tích kết hợp với ALT và các

xét nghiệm chức năng gan khác.

- Protein toàn phần (Total Proteins - TP): Chỉ số phản ánh tổng lượng protein

trong huyết thanh, chủ yếu bao gồm albumin và globulin. Protein toàn phần

cung cấp thông tin liên quan đến khả năng tổng hợp protein của gan, tình trạng

dinh dưỡng, chức năng thận và hoạt động của hệ miễn dịch. Giá trị bất thường

có thể xuất hiện trong các bệnh lý gan, thận hoặc tình trạng thiếu hụt dinh

dưỡng.

- Albumin (Albumin - ALB): Protein chiếm tỷ lệ lớn trong huyết tương và được

tổng hợp chủ yếu tại gan. Albumin có vai trò duy trì áp lực keo của máu,

vận chuyển nhiều chất trong cơ thể và phản ánh một phần khả năng tổng hợp

protein của gan. Nồng độ albumin thấp có thể liên quan đến suy giảm chức

năng tổng hợp của gan, bệnh thận, tình trạng viêm hoặc suy dinh dưỡng.

- Tỷ lệ albumin/globulin (Albumin/Globulin Ratio - A/G Ratio): Tỷ số giữa

nồng độ albumin và globulin trong huyết thanh. Chỉ số này thể hiện sự cân

bằng giữa hai nhóm protein chính trong máu và thường được phân tích cùng

protein toàn phần và albumin. Tỷ lệ A/G bất thường có thể liên quan đến những

thay đổi trong chức năng gan, chức năng thận, tình trạng dinh dưỡng hoặc hoạt

động của hệ miễn dịch.

Đây là những chỉ số thường được sử dụng để phản ánh chức năng gan và hỗ trợ

đánh giá tình trạng tổn thương gan.

Thuộc tính mục tiêu của bộ dữ liệu "Selector" cho biết mỗi đối tượng thuộc
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nhóm mắc bệnh gan hay nhóm không mắc bệnh gan. Do có cấu trúc dữ liệu rõ ràng,

số lượng mẫu phù hợp và bao gồm nhiều chỉ số xét nghiệm liên quan đến chức năng

gan, ILPD đã được sử dụng rộng rãi như một bộ dữ liệu chuẩn trong các nghiên cứu

về dự đoán bệnh gan. Bộ dữ liệu này thường được dùng để đánh giá và so sánh hiệu

quả của các phương pháp học máy, khai phá dữ liệu, phân loại và học bán giám sát.

(a) Pathbased (b) Flame

(c) Aggregation (d) Spiral

(e) Jain (f) R15
Hình 2.7: Đồ họa phân bố không gian dữ liệu thực tế của các tập dữ liệu thực nghiệm

Phạm vi thực nghiệm của luận án tập trung vào dữ liệu dạng bảng có quy mô

nhỏ và vừa; tập dữ liệu lớn nhất được sử dụng là Thyroid với 7200 mẫu (Bảng 2.1).

Các mô hình đề xuất được đối sánh với các biến thể FMN bán giám sát (SCFMN,

MSCFMN), các thuật toán phân cụm phổ biến (K-means++, EM, DBSCAN) và một

số phương pháp phân cụm bán giám sát (FC2, SSGC, SSDBSCAN, SSK-Means).

Luận án chưa thực nghiệm trên các tập dữ liệu có quy mô lớn hơn, dữ liệu phi cấu trúc

(ảnh, văn bản) và chưa đối sánh với các phương pháp phân cụm bán giám sát dựa trên

học sâu. Vì vậy, các nhận định về hiệu năng và chi phí tính toán trong luận án được
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giới hạn trong phạm vi các tập dữ liệu nêu trên; khả năng mở rộng trên dữ liệu lớn mới

được phân tích ở mức độ phức tạp thuật toán và là hướng nghiên cứu tiếp theo. Trong

mỗi fold, các tham số tiền xử lý và chuẩn hóa được xác định chỉ từ tập huấn luyện,

sau đó được áp dụng không thay đổi cho tập kiểm tra tương ứng. Quy trình này bảo

đảm tập kiểm tra không tham gia vào việc xác định các tham số tiền xử lý. Với các tập

dữ liệu bị thiếu thông tin (missing values), các giá trị thiếu được xử lý tương tự như

trong nghiên cứu của Batista [24]. Đối với mỗi fold của quá trình kiểm tra chéo, các

giá trị thiếu được xử lý dựa trên tập huấn luyện của fold tương ứng. Cụ thể, với mỗi

thuộc tính có giá trị thiếu, giá trị trung bình được tính chỉ trên các mẫu huấn luyện có

giá trị quan sát của thuộc tính đó; giá trị trung bình này sau đó được sử dụng để thay

thế các giá trị thiếu trong cả tập huấn luyện và tập kiểm tra của fold. Việc xử lý được

thực hiện độc lập trên từng fold nhằm tránh sử dụng thông tin từ tập kiểm tra trong

quá trình tiền xử lý. Cụ thể, giá trị trung bình của thuộc tính thứ i tại fold f được xác

định theo Công thức (2.30):

x̄
(f)
i =

1∣∣∣I(f)i,obs

∣∣∣
∑

j∈I(f)
i,obs

xji, (2.30)

trong đó I(f)i,obs là tập chỉ số các mẫu thuộc tập huấn luyện của fold f có giá trị quan

sát tại thuộc tính thứ i.

Đối với mẫu xr có giá trị bị thiếu tại thuộc tính thứ i, giá trị thiếu được thay thế

bởi:

xri ← x̄
(f)
i . (2.31)

2.5.1.5. Môi trường thực nghiệm

Các thí nghiệm được triển khai trong môi trường MATLAB R2014a phiên bản

64-bit. Cấu hình phần cứng sử dụng bộ xử lý Intel Core i5-6300HQ với bốn lõi xử lý

vật lý, không hỗ trợ công nghệ Hyper-Threading; bộ nhớ RAM 16GB. Toàn bộ quá

trình thực nghiệm được thực hiện trên nền tảng CPU, không sử dụng tăng tốc phần

cứng GPU.

2.5.1.6. Độ đo và tiêu chí đánh giá kết quả

Để đánh giá hiệu năng của các thuật toán và so sánh chất lượng kết quả phân

cụm giữa các phương pháp khác nhau, nghiên cứu sử dụng tập hợp các chỉ số đánh

giá phổ biến, bao gồm các chỉ số dựa trên nhãn thực và các chỉ số phản ánh mức độ

bảo toàn cấu trúc dữ liệu.
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Các chỉ số được sử dụng gồm Accuracy, Precision, Recall, F1-Score, Speci-

ficity, RI (Rand Index), ARI (Adjusted Rand Index) và NMI (Normalized Mutual

Information).

Các mô hình đề xuất trong luận án thực hiện bài toán phân cụm bán giám sát,

do đó đầu ra trực tiếp của mô hình là phân hoạch dữ liệu thành các cụm. Để sử dụng

các độ đo dựa trên nhãn lớp như Accuracy, Precision, Recall, F1-Score và Specificity,

nhãn cụm thu được cần được ánh xạ sang nhãn lớp thực tương ứng. Việc ánh xạ này

chỉ được thực hiện trong giai đoạn đánh giá và không tham gia vào quá trình huấn

luyện hay hình thành cụm của mô hình.

Cụ thể, với mỗi cụm Gj thu được, nhãn lớp tương ứng được xác định là lớp

xuất hiện nhiều nhất trong cụm theo nhãn thực của tập đánh giá:

π(Gj) = argmax
c∈C

∑
xi∈Gj

I(yi = c), (2.32)

trong đó C = {1, . . . , C} là tập các lớp, yi là nhãn lớp thực của mẫu xi và I(·) là hàm

chỉ thị. Sau khi xác định ánh xạ π, nhãn dự đoán của mỗi mẫu xi ∈ Gj được xác định

bởi ŷi = π(Gj). Các độ đo dựa trên nhãn lớp được tính bằng cách so sánh yi và ŷi.

Độ đo Accuracy phản ánh mức độ trùng khớp giữa nhãn dự đoán và nhãn thực

của các mẫu dữ liệu. Giá trị Accuracy càng lớn thì kết quả phân cụm hoặc phân lớp

càng chính xác. Giả sử xi là mẫu dữ liệu, yi là nhãn thực của xi và ȳi là nhãn dự đoán

của xi, Accuracy được xác định theo Công thức (2.33):

Accuracy =
1

n

n∑
i=1

H(yi = ȳi), (2.33)

trong đó H(·) là hàm chỉ thị, H(yi = ȳi) = 1 nếu hai nhãn trùng nhau và bằng 0 trong

trường hợp ngược lại, n là tổng số mẫu trong tập dữ liệu kiểm tra.

Chỉ số RI đo lường mức độ nhất quán cặp đôi giữa phân hoạch thu được và

phân hoạch thực. RI đánh giá xem các cặp mẫu có được gán cùng cụm hoặc khác cụm

một cách nhất quán hay không. Giá trị RI càng gần 1 thì chất lượng phân cụm càng

tốt. RI được xác định theo công thức:

RI =
a+ b

a+ b+ c+ d
, (2.34)

trong đó a là số cặp mẫu được gom cùng cụm trong cả hai phân hoạch, b là số cặp

mẫu được gom khác cụm trong cả hai phân hoạch, c và d lần lượt là số cặp mẫu không

nhất quán giữa hai phân hoạch.

Chỉ số ARI là biến thể hiệu chỉnh của RI, được đề xuất nhằm loại bỏ ảnh

hưởng của sự trùng khớp ngẫu nhiên giữa các phân hoạch. ARI có giá trị trong khoảng
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[−1, 1], trong đó giá trị càng gần 1 thể hiện mức độ tương đồng càng cao giữa kết quả

phân cụm và nhãn thực; giá trị gần 0 tương ứng với mức trùng khớp ngẫu nhiên, trong

khi giá trị âm cho thấy mức độ tương đồng thấp hơn ngẫu nhiên. ARI được sử dụng

rộng rãi trong các bài toán đánh giá phân cụm trên các tập dữ liệu benchmark.

Giả sử U = {U1, . . . , Ur} là phân hoạch thu được từ thuật toán phân cụm và

V = {V1, . . . , Vs} là phân hoạch chuẩn (nhãn thực). Ký hiệu nij = |Ui ∩ Vj | là số mẫu

chung giữa cụm Ui và lớp Vj , ai =
∑

j nij và bj =
∑

i nij . Khi đó, chỉ số ARI được

xác định theo công thức:

ARI =

∑
i,j

(
nij
2

)
−

∑
i

(
ai

2

)∑
j

(
bj
2

)(
n
2

)
1

2

[∑
i

(
ai
2

)
+
∑
j

(
bj
2

)]
−

∑
i

(
ai

2

)∑
j

(
bj
2

)(
n
2

) , (2.35)

trong đó n là tổng số mẫu dữ liệu và
( ·
2

)
là toán tử tổ hợp.

NMI được sử dụng để đánh giá mức độ tương đồng giữa kết quả phân cụm và

nhãn lớp thực tế. NMI được xác định như sau:

NMI(U, V ) =
2I(U ;V )

H(U) +H(V )
, (2.36)

trong đó I(U ;V ) là lượng thông tin tương hỗ giữa hai phân hoạch:

I(U ;V ) =

r∑
i=1

s∑
j=1

pij log

(
pij
pipj

)
, (2.37)

với

pij =
nij
n

, pi =
ni·
n
, pj =

n·j
n
. (2.38)

Entropy của hai phân hoạch được xác định bởi:

H(U) = −
r∑

i=1

pi log pi, (2.39)

và

H(V ) = −
s∑

j=1

pj log pj . (2.40)

Trong đó, nij là số mẫu đồng thời thuộc lớp thực tế Ui và cụm Vj; ni· là tổng số

mẫu thuộc lớp Ui; và n·j là tổng số mẫu thuộc cụm Vj . Giá trị NMI nằm trong khoảng

[0, 1]; giá trị càng lớn thể hiện mức độ tương đồng càng cao giữa kết quả phân cụm và

nhãn lớp thực tế.

Việc kết hợp các độ đo đánh giá dựa trên nhãn lớp sau ánh xạ (Accuracy,

Precision, Recall, F1-Score, Specificity) với các độ đo so sánh phân hoạch (RI, ARI

và NMI) cho phép đánh giá kết quả phân cụm dưới các góc độ bổ sung nhau.

Với tập dữ liệu bệnh gan, kết quả phân cụm được đánh giá dựa trên nhãn lớp
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thông qua các chỉ số Accuracy, Precision, Recall, F1-Score, Specificity, RI, ARI, và

NMI. Chỉ số Accuracy được sử dụng trong cả hai nhóm tiêu chí nhằm đảm bảo tính

nhất quán và khả năng so sánh giữa các phương pháp.

Việc lựa chọn các chỉ số trên trong đánh giá hiệu năng là cần thiết nhằm phản

ánh đầy đủ các khía cạnh khác nhau của mô hình trong bối cảnh dữ liệu thực tế. Cụ

thể, mặc dù Accuracy cung cấp cái nhìn tổng quát về tỷ lệ dự đoán đúng, chỉ số này

có thể bị ảnh hưởng đáng kể khi dữ liệu mất cân bằng, vốn là đặc trưng phổ biến trong

các bài toán y sinh như chẩn đoán bệnh gan.

Do đó, Precision được sử dụng để đánh giá mức độ chính xác của các dự đoán

dương, giúp hạn chế các trường hợp dương giả (FP), trong khi Recall phản ánh khả

năng phát hiện đầy đủ các mẫu dương, đặc biệt quan trọng nhằm giảm thiểu các trường

hợp âm giả (FN) có thể gây bỏ sót bệnh. F1-Score đóng vai trò là thước đo tổng hợp,

cân bằng giữa Precision và Recall, qua đó cung cấp đánh giá ổn định hơn trong các

tình huống dữ liệu không cân bằng.

Bên cạnh đó, nhằm đánh giá khả năng nhận diện chính xác các mẫu âm, chỉ số

Specificity được đưa vào để đo lường tỷ lệ dự đoán đúng các trường hợp không thuộc

lớp quan tâm, góp phần giảm thiểu các cảnh báo sai.

Như vậy, việc kết hợp các chỉ số trên không chỉ cho phép đánh giá toàn diện

hiệu năng của mô hình trên cả hai lớp dữ liệu, mà còn đặc biệt phù hợp với các bài

toán phân cụm bán giám sát trong lĩnh vực y sinh, nơi yêu cầu đồng thời khả năng

phát hiện chính xác đối tượng quan tâm và hạn chế tối đa các sai lệch trong dự đoán.

Sau khi thực hiện ánh xạ từ nhãn cụm sang nhãn lớp như mô tả ở trên, các giá

trị TP , TN , FP và FN được xác định trên nhãn lớp thực yi và nhãn dự đoán ŷi. Các

chỉ số đánh giá được tính toán theo các Công thức từ (2.41) đến (2.46); trong bài toán

hai lớp, Công thức (2.41) là dạng tương đương của Công thức (2.33):

Accuracy =
TP + TN

TP + TN + FP + FN
(2.41)

Precision =
TP

TP + FP
(2.42)

Recall =
TP

TP + FN
(2.43)

F1-Score = 2× Precision× Recall
Precision + Recall

(2.44)
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Specificity =
TN

TN + FP
(2.45)

FP Rate =
FP

FP + TN
= 1− Specificity (2.46)

Các giá trị dự đoán TP (True Positive), TN (True Negative), FP (False Posi-

tive), FN (False Negative) được định nghĩa như sau:

- TP (True Positive – Dương thật): Dự đoán đúng là dương

- TN (True Negative – Âm thật): Dự đoán đúng là âm

- FP (False Positive – Dương giả): Dự đoán sai là dương

- FN (False Negative – Âm giả): Dự đoán sai là âm

2.5.2. Kết quả thực nghiệm và đánh giá

Các kết quả thực nghiệm thể hiện trong các hình từ Hình 2.8 đến Hình 2.17 và

trên Bảng 2.2 và Bảng 2.3 cho thấy tham số δmax có ảnh hưởng rõ rệt đến chất lượng

phân cụm của phương pháp FMN-Voting trên các tập dữ liệu benchmark. Nhìn chung,

khi δmax được thiết lập ở mức nhỏ hoặc trung bình thấp, mô hình thường đạt giá trị

Accuracy cao hơn và ổn định hơn. Ngược lại, khi δmax tăng lên, độ chính xác có xu

hướng suy giảm, đồng thời độ dao động kết quả giữa các lần thực nghiệm cũng lớn

hơn, thể hiện qua các thanh sai số mở rộng hơn ở vùng giá trị lớn của tham số này. Xu

hướng đó cho thấy việc cho phép siêu hộp mở rộng quá mức dễ làm mờ ranh giới cụm,

đặc biệt đối với các tập dữ liệu có phân bố không đều, cụm kéo dài, cụm phi lồi hoặc

tồn tại nhiễu và vùng chồng lấn cục bộ. Khi đó, cơ chế bỏ phiếu của FMN-Voting khó

duy trì được tính phân biệt giữa các cụm, dẫn đến suy giảm hiệu năng.

Đối với các trường hợp được ký hiệu "-" trong Bảng 2.2, FMN-Voting không

cho kết quả đủ ổn định để sử dụng làm giá trị đại diện trong bảng so sánh. Qua thực

nghiệm, hiện tượng này chủ yếu được quan sát trên các tập dữ liệu có cấu trúc cụm

không hình cầu, trong đó kết quả của FMN-Voting phụ thuộc đáng kể vào thứ tự các

mẫu trong tập huấn luyện và Accuracy thu được có thể thấp hơn 0,5. Do đó, luận án

không báo cáo một giá trị Accuracy đại diện cho các trường hợp này.

Trên các tập dữ liệu có kết quả của cả hai mô hình, FMN-SAL đạt Accuracy

cao hơn FMN-Voting, với mức chênh lệch khác nhau tùy theo tập dữ liệu. Kết quả này

cho thấy việc khai thác trực tiếp các mẫu mang nhãn lân cận có thể mang lại lợi ích

khi cấu trúc siêu hộp chưa phản ánh đầy đủ phân bố cục bộ của dữ liệu. Tuy nhiên,

kết quả thực nghiệm này không hàm ý FMN-SAL luôn ưu thế trong mọi trường hợp,

do hiệu quả của mô hình còn phụ thuộc vào số lượng, chất lượng và phân bố của các
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Bảng 2.2: Giá trị độ đo Accuracy của FMN-Voting và FMN-SAL

Tập dữ liệu FMN-Voting FMN-SAL
Flame 0,9622 0,9798

Iris 0,9588 0,9685
R15 0,9780 0,9984
Wine 0,9356 0,9450
Jain - 0,9879

Spiral - 0,9943
Pathbased - 0,9781

PID - 0,7004
Thyroid - 0,9675

Aggregation - 0,9911
-: không báo cáo giá trị đại diện do kết quả FMN-Voting biến động mạnh theo thứ tự mẫu
huấn luyện và Accuracy thấp hơn 0,5 trong các lần thực nghiệm tương ứng.

mẫu mang nhãn.

Trên tập dữ liệu Flame (Hình 2.8), cả hai mô hình FMN-SAL và FMN-Voting

đều đạt Accuracy cao khi tham số δmax nhỏ, đặc biệt trong khoảng từ 0,02 đến 0.2.

Điều này cho thấy khi kích thước siêu hộp được giới hạn chặt chẽ, mô hình có khả

năng biểu diễn tốt cấu trúc cục bộ của dữ liệu và duy trì ranh giới phân cụm tương đối

ổn định. Tuy nhiên, khi δmax tăng, hiệu năng của cả hai mô hình đều suy giảm rõ rệt.

Nguyên nhân là do các siêu hộp được phép mở rộng lớn hơn, dẫn đến nguy cơ bao

phủ đồng thời nhiều vùng dữ liệu thuộc các cụm khác nhau, đặc biệt trong trường hợp

Flame có cấu trúc phi tuyến và vùng tiếp giáp giữa các cụm tương đối phức tạp.

Có thể quan sát rằng FMN-SAL duy trì độ chính xác cao hơn trong giai đoạn

đầu khi δmax còn nhỏ, nhưng sau đó cũng giảm mạnh khi tham số này vượt quá ngưỡng

phù hợp. Xu hướng tương tự xuất hiện ở FMN-Voting, tuy nhiên độ dao động có phần

lớn hơn ở các giá trị δmax cao, thể hiện qua khoảng sai số mở rộng. Kết quả này cho

thấy tập Flame khá nhạy với cơ chế mở rộng siêu hộp: các siêu hộp nhỏ giúp mô hình

nắm bắt tốt hơn cấu trúc cục bộ, trong khi các siêu hộp quá lớn dễ làm mờ ranh giới

cụm, tăng ảnh hưởng của nhiễu và làm giảm chất lượng suy luận nhãn. Do đó, việc

lựa chọn δmax phù hợp có vai trò quan trọng đối với hiệu năng phân cụm của các mô

hình FMN trên tập dữ liệu này.

Trên tập dữ liệu Iris (Hình 2.9), cả hai mô hình FMN-SAL và FMN-Voting

đều đạt Accuracy cao khi δmax nằm trong vùng giá trị nhỏ. Khi kích thước siêu hộp

nhỏ, mô hình có khả năng biểu diễn tốt các vùng dữ liệu cục bộ, từ đó hạn chế hiện

tượng bao phủ sai sang các lớp lân cận. Tuy nhiên, khi δmax tăng, độ chính xác của cả
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(a) FMN-SAL

(b) FMN-Voting
Hình 2.8: Hiệu năng phân cụm theo chỉ số Accuracy trên tập dữ liệu Flame

hai mô hình có xu hướng giảm dần. Nguyên nhân là do các siêu hộp được phép mở

rộng lớn hơn, làm tăng khả năng chồng lấn giữa các vùng dữ liệu thuộc các lớp khác

nhau. Điều này đặc biệt ảnh hưởng đến tập Iris, do một số lớp có đặc trưng gần nhau

và không hoàn toàn tách biệt trong không gian thuộc tính. Kết quả trên cho thấy việc

lựa chọn δmax phù hợp có vai trò quan trọng trong việc duy trì ranh giới giữa các lớp,

đồng thời bảo đảm chất lượng suy luận nhãn của các mô hình FMN.

Trên tập Wine (Hình 2.10), FMN-Voting duy trì Accuracy cao trong một khoảng

δmax rộng hơn. Kết quả này cho thấy cấu trúc phân bố của dữ liệu tương đối thuận lợi

cho biểu diễn bằng siêu hộp và ít bị ảnh hưởng bởi nhiễu hoặc chồng lấn ở vùng tham

số trung bình.

Đối với tập R15 (Hình 2.11), hai mô hình đạt Accuracy tốt khi δmax nhỏ. Tuy

nhiên, khi tham số tăng lên, hiệu năng giảm nhanh, cho thấy mặc dù các cụm tách biệt
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(a) FMN-SAL

(b) FMN-Voting
Hình 2.9: Hiệu năng phân cụm theo chỉ số Accuracy trên tập dữ liệu Iris

tốt, mô hình vẫn nhạy với việc mở rộng siêu hộp quá mức, đặc biệt ở các vùng thưa

hoặc gần biên cụm.

Trên tập Aggregation (Hình 2.12), FMN-SAL cho thấy hiệu năng tốt ở vùng

δmax nhỏ và trung bình thấp. Điều này cho thấy việc giữ siêu hộp đủ nhỏ giúp mô hình

bám sát cấu trúc cục bộ của dữ liệu và hạn chế nhầm lẫn giữa các cụm có hình dạng

phức tạp. Khi δmax tăng, độ chính xác có xu hướng dao động và suy giảm, đặc biệt

ở các giá trị lớn. Nguyên nhân là do các siêu hộp được mở rộng quá mức có thể bao

phủ sang vùng dữ liệu lân cận, làm mờ ranh giới giữa các cụm. Với đặc trưng gồm

nhiều cụm có mật độ và hình dạng khác nhau, tập Aggregation yêu cầu mô hình phải

kiểm soát tốt kích thước siêu hộp. Kết quả này cho thấy δmax là tham số quan trọng

ảnh hưởng trực tiếp đến chất lượng phân cụm của FMN-SAL trên dữ liệu có cấu trúc

không đồng nhất.
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(a) FMN-SAL

(b) FMN-Voting
Hình 2.10: Hiệu năng phân cụm theo chỉ số Accuracy trên tập dữ liệu Wine

Trên tập Thyroid (Hình 2.13), độ chính xác giảm tương đối đều khi δmax tăng.

Kết quả này phản ánh đặc điểm dữ liệu có phân bố phức tạp, mật độ không đồng đều

và dễ chịu tác động của nhiễu hoặc các điểm biên.

Với tập PID (Hình 2.14), hiệu năng của FMN-SAL thấp hơn so với các tập dữ

liệu có cấu trúc cụm rõ ràng và có xu hướng giảm dần khi δmax tăng. Điều này cho

thấy dữ liệu PID có mức độ chồng lấn lớn, các cụm kém tách biệt và ảnh hưởng của

nhiễu rõ hơn so với các tập dữ liệu khác. Khi siêu hộp được mở rộng quá mức, mô

hình dễ bao phủ đồng thời các mẫu thuộc các vùng phân bố khác nhau, làm giảm khả

năng suy luận nhãn.

Đối với tập Spiral (Hình 2.15), hiệu năng của FMN-SAL suy giảm rất mạnh

khi δmax tăng. Nguyên nhân là dữ liệu có cấu trúc phi tuyến và đan xen, nên các siêu

hộp lớn khó bám theo hình dạng cụm thực. Khi δmax nhỏ, các siêu hộp có khả năng
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(a) FMN-SAL

(b) FMN-Voting
Hình 2.11: Hiệu năng phân cụm theo chỉ số Accuracy trên tập dữ liệu R15

Hình 2.12: Hiệu năng phân cụm đạt được bởi FMN-SAL trên tập dữ liệu Aggregation
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Hình 2.13: Hiệu năng phân cụm đạt được bởi FMN-SAL trên tập dữ liệu Thyroid
mô tả tốt hơn các vùng cục bộ trên từng nhánh xoắn. Ngược lại, khi siêu hộp được mở

rộng quá mức, chúng dễ bao phủ sang các nhánh lân cận, làm tăng chồng lấn giữa các

cụm và dẫn đến suy giảm đáng kể độ chính xác phân cụm.

Hình 2.14: Hiệu năng phân cụm đạt được bởi FMN-SAL trên tập dữ liệu PID

Trên tập Jain (Hình 2.16), FMN-SAL giữ được hiệu năng tốt trong một khoảng

δmax khá rộng. Tuy vậy, ở vùng δmax lớn, độ chính xác vẫn giảm do siêu hộp bắt đầu

bao phủ vượt quá ranh giới cụm thực.

Trên tập Pathbased (Hình 2.17), mô hình đạt hiệu năng cao khi δmax nhỏ,

nhưng giảm khi tham số tăng. Kết quả này cho thấy việc kiểm soát kích thước siêu

hộp là cần thiết để bảo toàn cấu trúc cụm phi lồi và hạn chế lan truyền nhãn sai.

Bảng 2.3 và đồ thị trực quan trên Hình 2.18 cho thấy ảnh hưởng rõ rệt của

tham số δmax đến số lượng siêu hộp hình thành trong FMN-SAL. Nhìn chung, khi

δmax tăng, số lượng siêu hộp giảm trên tất cả các tập dữ liệu thực nghiệm. Nguyên

nhân là do δmax quy định giới hạn mở rộng của siêu hộp; khi giá trị này nhỏ, mỗi
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Hình 2.15: Hiệu năng phân cụm đạt được bởi FMN-SAL trên tập dữ liệu Spiral

Hình 2.16: Hiệu năng phân cụm trung bình theo chỉ số Accuracy đạt được bởi FMN-
SAL trên tập dữ liệu Jain

Hình 2.17: Hiệu năng phân cụm đạt được bởi FMN-SAL trên tập dữ liệu Pathbased



78

siêu hộp chỉ có thể bao phủ một vùng dữ liệu hẹp, buộc mô hình phải tạo ra nhiều

siêu hộp nhỏ để biểu diễn dữ liệu. Ngược lại, khi δmax lớn hơn, các siêu hộp có khả

năng mở rộng và bao phủ nhiều mẫu hơn, từ đó làm giảm số lượng siêu hộp cần thiết.

Xu hướng này đặc biệt rõ ở các tập dữ liệu có số lượng mẫu lớn hoặc cấu trúc phân

bố phức tạp như PID, Aggregation, J15 và Jain. Chẳng hạn, trên tập Aggregation, số

lượng siêu hộp giảm từ 423,1 tại δmax = 0,01 xuống còn 13,3 tại δmax = 0,80; trên tập

PID, giá trị này giảm từ 688,0 xuống còn 151.1. Hình 2.18 trực quan hóa xu hướng

trên, trong đó các đường biểu diễn đều giảm mạnh ở vùng δmax nhỏ, đặc biệt trong

khoảng từ 0,01 đến 0,05, sau đó giảm chậm dần khi δmax tiếp tục tăng. Điều này cho

thấy việc tăng nhẹ δmax ở giai đoạn đầu đã giúp mô hình hợp nhất đáng kể các vùng

dữ liệu cục bộ, nhưng khi δmax đủ lớn, tốc độ giảm số lượng siêu hộp bị giới hạn bởi

cấu trúc phân bố dữ liệu, ranh giới lớp và điều kiện tránh chồng lấn. Do đó, δmax là

tham số quan trọng, chi phối trực tiếp mức độ khái quát hóa, độ phức tạp cấu trúc và

khả năng biểu diễn dữ liệu của FMN-SAL.
Bảng 2.3: Ảnh hưởng của δmax đến số lượng siêu hộp hình thành trong FMN-SAL
δmax Iris Thyroid Wine PID Spiral Flame Jain J15 Pathbased Aggregation
0,01 132,6 179,2 160,3 688,0 163,0 126,2 205,5 340,6 174,4 423,1
0,02 132,6 127,5 157,1 666,5 101,4 69,5 127,0 220,5 106,3 241,7
0,03 129,3 102,0 139,0 602,6 76,1 46,0 89,9 161,4 77,1 160,2
0,04 129,3 80,6 115,6 530,7 62,0 33,3 68,8 122,3 61,5 115,2
0,05 126,1 67,3 94,9 458,1 53,0 24,8 54,0 97,9 53,4 88,8
0,10 99,2 57,1 83,7 407,6 46,4 20,3 43,6 81,4 47,8 72,0
0,15 78,8 48,1 74,0 364,6 40,5 16,2 35,2 67,7 41,6 58,4
0,20 64,4 39,4 64,9 329,5 37,0 13,9 31,4 55,0 37,7 48,7
0,25 54,3 35,5 59,4 302,8 32,1 11,8 27,0 46,7 33,3 41,1
0,30 47,7 32,0 52,7 282,9 28,3 10,0 23,5 38,9 28,7 36,2
0,35 40,4 27,7 48,7 263,0 25,3 8,2 21,1 34,1 25,9 30,7
0,40 36,7 25,0 41,6 243,1 22,4 7,9 18,2 29,5 23,5 27,5
0,45 30,7 22,9 39,3 228,6 20,6 7,6 16,5 23,9 21,9 24,9
0,50 27,8 20,9 35,3 212,3 18,2 7,1 15,5 24,1 20,2 22,7
0,55 24,6 18,3 31,8 201,4 18,6 6,1 14,5 22,0 17,5 19,4
0,60 22,6 16,6 29,2 190,0 16,0 5,0 13,8 19,7 16,1 16,5
0,65 20,8 14,6 26,2 177,7 14,6 4,9 11,8 19,3 15,2 15,1
0,70 17,6 14,3 24,0 167,8 13,0 5,0 11,5 18,2 13,4 14,8
0,75 16,2 12,9 21,3 157,8 12,2 4,4 11,1 17,0 13,0 13,8
0,80 14,5 12,9 19,4 151,1 10,7 3,9 10,7 16,6 11,5 13,3

Nhìn chung, các kết quả trên cho thấy δmax là tham số quan trọng đối với cả

FMN-SAL và FMN-Voting. Giá trị nhỏ hoặc trung bình thấp thường phù hợp hơn vì

giúp siêu hộp bám sát cấu trúc phân bố của dữ liệu, hạn chế ảnh hưởng của nhiễu và

bảo toàn tốt hơn ranh giới giữa các cụm. Ngược lại, khi δmax quá lớn, siêu hộp dễ mất

tính đặc trưng cục bộ, dẫn đến suy giảm cả độ chính xác lẫn tính ổn định của phương

pháp.
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Hình 2.18: Ảnh hưởng của δmax tới siêu hộp trong mạng FMN-SAL
Bảng 2.4 cho thấy phương pháp đề xuất đạt hiệu năng rất cạnh tranh trên bốn

tập dữ liệu chuẩn. Cụ thể, trên tập Aggregation, GCAE đạt giá trị cao nhất là 0,9920,

trong khi FMN-SAL đạt 0,9911, cho thấy kết quả của phương pháp đề xuất gần tương

đương với mô hình tốt nhất. Trên tập Jain, GCAE đạt giá trị tối ưu tuyệt đối là 1,0000,

còn FMN-SAL đạt 0,9879, tiếp tục cho thấy khả năng phân cụm rất tốt. Đáng chú ý,

trên hai tập dữ liệu R15 và Flame, FMN-SAL lần lượt đạt 0,9984 và 0,9798, là các

giá trị cao nhất trong toàn bộ các phương pháp được so sánh. Kết quả này cho thấy

phương pháp đề xuất có ưu thế rõ rệt trên các tập dữ liệu có cấu trúc cụm rõ ràng

nhưng vẫn tiềm ẩn sự phức tạp về hình dạng hoặc phân bố điểm dữ liệu. Cần lưu ý

rằng một số kết quả của các phương pháp đối sánh trong Bảng 2.4 được kế thừa từ tài

liệu [101], trong khi kết quả của phương pháp đề xuất được thực nghiệm trong nghiên

cứu này. Do các kết quả từ [101] không được thực nghiệm lại với cùng quy trình tiền

xử lý và thiết lập thực nghiệm, việc đối sánh có thể chịu ảnh hưởng bởi sự khác biệt

về điều kiện thực nghiệm. Vì vậy, các số liệu này được sử dụng chủ yếu như một tham

chiếu để đặt kết quả của phương pháp đề xuất trong tương quan với các nghiên cứu

liên quan, thay vì khẳng định một so sánh tuyệt đối trong cùng điều kiện.

Xét một cách tổng thể, FMN-SAL duy trì hiệu năng ổn định và nằm trong nhóm

tốt nhất trên cả bốn tập dữ liệu, trong khi FMN-Voting cũng cho kết quả khả quan trên

R15 và Flame. So với các thuật toán phân cụm cổ điển như K-Means, Hierarchical,

Clique hay DPC, các phương pháp dựa trên FMN cho thấy khả năng thích nghi tốt

hơn đối với cấu trúc dữ liệu phi tuyến và ranh giới cụm phức tạp. Nhận xét này cũng

phù hợp với xu hướng được báo cáo trong tài liệu [28], nơi các phương pháp cải tiến
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theo hướng thích nghi và khai thác thông tin lân cận hoặc giả nhãn thường cho hiệu

quả cao hơn trên các tập dữ liệu có hình dạng cụm phức tạp, đặc biệt là các bộ dữ liệu

tổng hợp như Pathbased hoặc Spiral. Tài liệu [28] cũng cho thấy các phương pháp cải

tiến dựa trên cơ chế bỏ phiếu và tối ưu thích nghi đạt kết quả tốt hơn các thuật toán

đối sánh trên phần lớn tập dữ liệu thực nghiệm, đặc biệt với các tập dữ liệu tổng hợp

có cấu trúc cụm không lồi hoặc phức tạp.

Nhìn chung, FMN-SAL đạt Accuracy cao và duy trì kết quả tương đối ổn định

trên nhiều tập dữ liệu được khảo sát. Các kết quả này cho thấy tiềm năng của phương

pháp đề xuất đối với bài toán phân cụm bán giám sát; tuy nhiên, các chênh lệch giữa

các phương pháp cần được diễn giải thận trọng do luận án chưa thực hiện kiểm định

ý nghĩa thống kê. Bảng 2.5 trình bày giá trị độ đo Accuracy của ba mô hình SCFMN,
Bảng 2.4: Giá trị ARI trên các tập dữ liệu thực nghiệm [101]

Mô hình Aggregation Jain R15 Flame
GCAE 0,9920 1,0000 0,9928 0,9501
Clique 0,7623 0,4508 0,4984 0,5143
K-Means 0,7281 0,5528 0,9188 0,4148
Hierarchical 0,7568 0,5146 0,9893 0,2889
DBSCAN 0,9664 0,9382 0,9375 0,9388
DPC 0,7320 0,6438 0,9928 0,9015
HDBSCAN 0,8759 0,9605 0,9572 0,6275
FMN-Voting - - 0,9780 0,9622
FMN-SAL 0,9911 0,9879 0,9984 0,9798

MSCFMN và FMN-SAL trên các tập dữ liệu chuẩn với các giá trị ngưỡng mở rộng

siêu hộp δmax khác nhau. Kết quả cho thấy FMN-SAL đạt giá trị Accuracy cao hơn

trên phần lớn các tập dữ liệu được khảo sát. Tuy nhiên, các chênh lệch nhỏ giữa các

phương pháp chỉ phản ánh kết quả quan sát được trong thực nghiệm và chưa đủ cơ sở

để kết luận về sự khác biệt có ý nghĩa thống kê. Trong đó, độ chính xác của FMN-SAL

trên tập Spiral đạt tới 99,43%, cho thấy khả năng khai thác hiệu quả cấu trúc không

gian của dữ liệu. Ngược lại, trên các tập dữ liệu PID và Sonar, mô hình SCFMN cho

kết quả tốt hơn đôi chút so với FMN-SAL.

Tuy nhiên, FMN-SAL không đạt kết quả cao nhất trên tất cả các tập dữ liệu. Cụ

thể, trên PID và Sonar, SCFMN đạt Accuracy lần lượt là 70,57% và 73,91%, cao hơn

nhẹ so với 70,04% và 73,58% của FMN-SAL. Mức chênh lệch tương ứng là 0,53% và

0,33%. Kết quả này cho thấy lợi ích của cơ chế bỏ phiếu dựa trên các mẫu mang nhãn

phụ thuộc vào đặc điểm của từng tập dữ liệu và chất lượng của thông tin nhãn sẵn có;

do đó FMN-SAL không được kỳ vọng cao hơn trong mọi trường hợp.

Trên các tập PID và Sonar, SCFMN đạt Accuracy cao hơn FMN-SAL với mức
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chênh lệch nhỏ. Do chưa thực hiện kiểm định thống kê đối với các kết quả này, sự

khác biệt quan sát được chưa đủ để kết luận phương pháp nào có ưu thế có ý nghĩa

thống kê trên hai tập dữ liệu. Kết quả này cho thấy hiệu quả tương đối của các mô

hình có thể thay đổi tùy theo đặc điểm của tập dữ liệu.

Nhìn chung, các kết quả thực nghiệm cho thấy việc khai thác thông tin lân cận

trong các mô hình đề xuất có xu hướng cải thiện độ chính xác trên phần lớn các tập dữ

liệu được khảo sát. Tuy nhiên, do chưa thực hiện kiểm định thống kê, các kết quả này

được xem là bằng chứng thực nghiệm về xu hướng cải thiện và chưa được sử dụng để

khẳng định sự khác biệt có ý nghĩa thống kê giữa các phương pháp.
Bảng 2.5: Giá trị Accuracy của ba mô hình trên các tập dữ liệu

Tập dữ liệu δmax SCFMN MSCFMN FMN-SAL
Iris 0,06 94,12 94,67 96,85
Thyroid 0,07 92,65 92,63 96,43
Wine 0,06 93,33 93,86 96,78
PID 0,06 70,57 70,12 70,04
Sonar 0,06 73,91 73,54 73,58
Spiral 0,06 61,05 63,43 99,43
Flame 0,05 97,93 97,95 97,98
Jain 0,05 98,72 98,54 98,78
R15 0,05 99,50 99,64 99,84

Kết quả thực nghiệm của mô hình FMN-SAL trên tập dữ liệu ILPD được đánh

giá thông qua khả năng nhận diện các mẫu bệnh gan và phân loại nhóm bệnh của mô

hình. Trong đó, lớp bệnh gan được xác định là lớp dương, còn lớp không bệnh gan là

lớp âm.

Bảng 2.6 và Hình 2.19 trình bày kết quả đánh giá khả năng nhận diện lớp bệnh

gan của mô hình FMN-SAL trên tập dữ liệu ILPD. Trong Bảng 2.6, lớp bệnh gan được

xem là lớp dương (positive class). Do đó, các độ đo Recall, Specificity, Precision và

F1-Score được xác định với lớp bệnh gan là lớp quan tâm nhằm đánh giá khả năng

nhận diện các trường hợp mắc bệnh của mô hình.

Kết quả trên Bảng 2.6 cho thấy ảnh hưởng của tham số δmax đến hiệu quả của

mô hình thông qua các độ đo Accuracy, Recall, Specificity, FP Rate, Precision và

F1-Score. Khi δmax tăng từ 0,01 đến 0,08, hầu hết các độ đo đều được cải thiện và mô

hình đạt kết quả tốt nhất tại δmax = 0,08. Tại giá trị này, Accuracy đạt 0,9039, Recall

đạt 0,9423, Specificity đạt 0,8084, Precision đạt 0,9245 và F1-Score đạt 0,9333, trong

khi FP Rate giảm xuống 0,1916.
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Xét theo mục tiêu nhận diện các mẫu bệnh gan, Recall đạt 0,9423 cho thấy mô

hình có khả năng phát hiện đúng phần lớn các mẫu thực sự thuộc lớp bệnh gan, trong

khi Precision đạt 0,9245 cho thấy phần lớn các mẫu được mô hình nhận diện là bệnh

gan thực sự thuộc lớp này. Giá trị F1-Score cao cho thấy sự cân bằng tốt giữa khả

năng phát hiện mẫu bệnh gan và độ chính xác của các dự đoán thuộc lớp bệnh.

Khi δmax > 0,08, các độ đo Recall, Specificity, Precision và F1-Score có xu

hướng giảm, trong khi FP Rate tăng; mức suy giảm trở nên rõ rệt hơn khi δmax ≥ 0,5.

Điều này cho thấy việc cho phép các siêu hộp mở rộng quá mức có thể làm giảm khả

năng phân biệt giữa các mẫu bệnh gan và không bệnh gan. Do đó, δmax = 0,08 được

lựa chọn là giá trị phù hợp cho mô hình FMN-SAL trên tập dữ liệu ILPD.

Kết quả minh họa trong Hình 2.19 cho thấy các độ đo có mức dao động tương

đối nhỏ giữa các lần thực nghiệm. Recall dao động trong khoảng 0,9255 - 0,9423,

Precision trong khoảng 0,8966 - 0,9059 và F1-Score trong khoảng 0,9151 - 0,9224,

trong khi Specificity dao động trong khoảng 0,7305 - 0.7605.
Bảng 2.6: Kết quả đánh giá trên lớp bệnh gan của FMN-SAL

δmax Accuracy Recall Specificity FP Rate Precision F1-Score
0,01 0,8199 0,8846 0,6587 0,3413 0,8659 0,8751
0,02 0,8456 0,9014 0,7066 0,2934 0,8844 0,8929
0,04 0,8662 0,9183 0,7365 0,2635 0,8967 0,9074
0,06 0,8902 0,9351 0,7784 0,2216 0,9131 0,9240
0,08 0,9039 0,9423 0,8084 0,1916 0,9245 0,9333
0,10 0,8799 0,9255 0,7665 0,2335 0,9080 0,9167
0,20 0,8593 0,9087 0,7365 0,2635 0,8957 0,9021
0,30 0,8233 0,8702 0,7066 0,2934 0,8808 0,8755
0,40 0,7890 0,8293 0,6886 0,3114 0,8690 0,8487
0,50 0,7204 0,7572 0,6287 0,3713 0,8355 0,7945
0,60 0,6861 0,7163 0,6108 0,3892 0,8209 0,7651
0,70 0,6432 0,6659 0,5868 0,4132 0,8006 0,7270
0,80 0,5695 0,5769 0,5509 0,4491 0,7619 0,6566
0,90 0,5111 0,5288 0,4671 0,5329 0,7120 0,6069

Bên cạnh khả năng nhận diện lớp bệnh gan, chất lượng phân cụm của mô hình

FMN-SAL trên tập dữ liệu ILPD cũng được đánh giá. Khác với kết quả trên Bảng 2.6,

trong đó các độ đo được xem xét với lớp bệnh gan là lớp dương, Bảng 2.7 đánh giá kết

quả trên cả hai lớp bệnh gan và không mắc bệnh. Trước hết, ảnh hưởng của tham số

δmax được khảo sát thông qua các độ đo Accuracy, Specificity, Precision và F1-Score,
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Hình 2.19: Đánh giá độ đo trên lớp bệnh gan của FMN-SAL
đồng thời sử dụng các chỉ số RI, ARI và NMI để đánh giá mức độ tương đồng giữa

cấu trúc phân cụm thu được và phân hoạch theo nhãn thực tế.

Kết quả trong Bảng 2.7 cho thấy FMN-SAL phụ thuộc vào giá trị δmax. Khi

δmax tăng từ 0,01 đến 0,08, các độ đo Accuracy, Specificity, Precision và F1-Score

đều được cải thiện. Tại δmax = 0,08, mô hình đạt kết quả tốt nhất với Accuracy bằng

0,9039, Specificity bằng 0,8467, Precision bằng 0,9029 và F1-Score bằng 0.9032.
Bảng 2.7: Đánh giá chất lượng phân cụm trung bình trên hai lớp của FMN-SAL khi
thay đổi δmax

δmax Accuracy Specificity Precision F1-Score RI ARI NMI
0,01 0,8199 0,7234 0,8173 0,8184 0,7042 0,3851 0,2454
0,02 0,8456 0,7624 0,8437 0,8445 0,7385 0,4567 0,3087
0,04 0,8662 0,7886 0,8643 0,8649 0,7678 0,5172 0,3647
0,06 0,8902 0,8233 0,8888 0,8892 0,8042 0,5928 0,4395
0,08 0,9039 0,8467 0,9029 0,9032 0,8260 0,6387 0,4872
0,10 0,8799 0,8120 0,8785 0,8790 0,7883 0,5603 0,4069
0,20 0,8593 0,7858 0,8580 0,8586 0,7578 0,4976 0,3468
0,30 0,8233 0,7535 0,8250 0,8241 0,7086 0,3990 0,2618
0,40 0,7890 0,7289 0,7972 0,7922 0,6665 0,3170 0,1999
0,50 0,7204 0,6655 0,7422 0,7282 0,5965 0,1804 0,1042
0,60 0,6861 0,6410 0,7186 0,6969 0,5685 0,1278 0,0725
0,70 0,6432 0,6095 0,6897 0,6577 0,5402 0,0749 0,0420
0,80 0,5695 0,5584 0,6420 0,5897 0,5088 0,0168 0,0104
0,90 0,5111 0,4848 0,5896 0,5344 0,4994 -0,0016 0,0000

Đồng thời, các chỉ số RI, ARI và NMI cũng đạt giá trị cao nhất, lần lượt là 0,8260,

0,6387 và 0.4872. Kết quả này cho thấy tại δmax = 0,08, FMN-SAL không chỉ đạt

hiệu quả phân loại tổng thể tốt mà cấu trúc phân cụm được hình thành cũng có mức

độ tương đồng cao nhất với phân hoạch theo nhãn bệnh gan và không bệnh gan trong
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các giá trị tham số được khảo sát.

Khi δmax > 0,08, các độ đo phân loại và các chỉ số đánh giá phân cụm đều có

xu hướng giảm. Mức suy giảm trở nên rõ rệt hơn tại các giá trị δmax lớn, đặc biệt từ 0,5

đến 0.9. Tại δmax = 0,90, Accuracy giảm xuống 0,5111, RI chỉ còn 0,4994, ARI đạt

−0,0016 và NMI xấp xỉ 0. Điều này cho thấy khi kích thước siêu hộp được mở rộng

quá mức, khả năng phân biệt các lớp suy giảm và cấu trúc được hình thành gần như

không còn tương đồng với phân hoạch theo nhãn thực tế. Vì vậy, δmax = 0,08 được lựa

chọn cho mô hình FMN-SAL trên tập dữ liệu ILPD.

Với δmax = 0,08 được lựa chọn, Hình 2.20 và Hình 2.21 cho thấy kết quả của mô

hình FMN-SAL có mức biến động tương đối nhỏ qua các lần thực nghiệm. Accuracy

dao động trong khoảng 0,8765 - 0,8868, Precision trong khoảng 0,8742 - 0,8848 và

F1-Score trong khoảng 0,8746 - 0.8848. RI dao động trong khoảng 0,7831 - 0,7989,

ARI trong khoảng 0,5473 - 0,5797 và NMI trong khoảng 0,3943 - 0.4274. Kết quả

cho thấy hiệu quả phân loại của mô hình được duy trì ổn định giữa các lần chạy.

Hình 2.20: Độ đo phân loại của mô hình FMN-SAL trên tập dữ liệu ILPD

Kết quả trong Bảng 2.8 cho thấy khả năng nhận diện các mẫu bệnh gan của

mô hình FMN-Voting chịu ảnh hưởng rõ rệt bởi tham số δmax. Khi δmax tăng từ 0,01

đến 0,08, các độ đo đánh giá nhìn chung được cải thiện. Tại δmax = 0,08, mô hình
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Hình 2.21: Chỉ số đánh giá phân cụm của mô hình FMN-SAL trên tập dữ liệu ILPD
đạt kết quả tốt nhất với Accuracy bằng 0,8576, Recall bằng 0,9135, Specificity bằng

0,7186, Precision bằng 0,8899 và F1-Score bằng 0,9015; đồng thời FP Rate giảm

xuống 0.2814.

Xét theo mục tiêu nhận diện bệnh gan, Recall đạt 0,9135 cho thấy mô hình có

khả năng phát hiện đúng phần lớn các mẫu thực sự thuộc lớp bệnh gan. Precision đạt

0,8899 cho thấy phần lớn các mẫu được mô hình nhận diện là bệnh gan thực sự thuộc

lớp bệnh. Bên cạnh đó, Specificity đạt 0,7186 cho thấy khả năng nhận diện các mẫu

không bệnh ở mức tương đối, trong khi FP Rate bằng 0,2814 phản ánh vẫn còn một tỷ

lệ nhất định các mẫu không bệnh bị nhận diện nhầm thành bệnh. F1-Score đạt 0,9015

cho thấy sự cân bằng giữa Recall và Precision trong khả năng nhận diện lớp bệnh gan.

Khi δmax tăng vượt quá 0,08, Recall, Specificity, Precision và F1-Score có xu

hướng giảm, trong khi FP Rate tăng. Mức suy giảm trở nên rõ hơn khi δmax đạt các

giá trị lớn. Điều này cho thấy việc mở rộng các siêu hộp quá mức có thể làm giảm khả

năng phân biệt giữa hai lớp. Do đó, δmax = 0,08 được lựa chọn là giá trị phù hợp đối

với mô hình FMN-Voting trên tập dữ liệu ILPD.

Kết quả trong Bảng 2.9 cho thấy δmax có ảnh hưởng đến chất lượng của FMN-

Voting. Khi δmax tăng từ 0,01 đến 0,08, Accuracy tăng từ 0,7581 lên 0,8576, Speci-

ficity tăng từ 0,6628 lên 0,7744, Precision tăng từ 0,7613 lên 0,8554 và F1-Score tăng

từ 0,7596 lên 0.8561. RI, ARI và NMI đạt giá trị cao nhất, lần lượt là 0,7554, 0,4910

và 0.3399. Điều này cho thấy tại giá trị δmax này, cấu trúc được hình thành bởi FMN-

Voting có mức độ tương đồng cao nhất với phân hoạch theo nhãn bệnh gan và không
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Bảng 2.8: Khả năng nhận diện lớp bệnh gan của mô hình FMN-Voting

δmax Accuracy Recall Specificity FP Rate Precision F1-Score
0,01 0,7581 0,8221 0,5988 0,4012 0,8362 0,8291
0,02 0,7925 0,8510 0,6467 0,3533 0,8571 0,8540
0,04 0,8130 0,8750 0,6587 0,3413 0,8646 0,8698
0,06 0,8319 0,8894 0,6886 0,3114 0,8768 0,8831
0,08 0,8576 0,9135 0,7186 0,2814 0,8899 0,9015
0,10 0,8233 0,8774 0,6886 0,3114 0,8753 0,8764
0,20 0,7890 0,8534 0,6287 0,3713 0,8513 0,8523
0,40 0,7410 0,8029 0,5868 0,4132 0,8288 0,8156
0,50 0,7136 0,7716 0,5689 0,4311 0,8168 0,7936
0,60 0,6707 0,7212 0,5449 0,4551 0,7979 0,7576
0,70 0,6089 0,6490 0,5090 0,4910 0,7670 0,7031
0,80 0,5540 0,5769 0,4970 0,5030 0,7407 0,6486
0,90 0,5146 0,5288 0,4790 0,5210 0,7166 0,6086

bệnh gan trong số các cấu hình được khảo sát.

Khi δmax > 0,08, các chỉ số RI, ARI, NMI có xu hướng giảm. Tại δmax = 0,90,

Accuracy chỉ còn 0,5146, ARI giảm xuống −0,0011 và NMI xấp xỉ 0. Kết quả này cho

thấy khi kích thước siêu hộp quá lớn, cấu trúc cụm được hình thành gần như không

còn tương đồng với phân hoạch theo nhãn thực tế.
Bảng 2.9: Kết quả các chỉ số đánh giá mô hình FMN-Voting khi thay đổi δmax

δmax Accuracy Specificity Precision F1-Score RI ARI NMI
0,01 0,7581 0,6628 0,7613 0,7596 0,6327 0,2432 0,1366
0,02 0,7925 0,7052 0,7936 0,7930 0,6705 0,3198 0,1948
0,04 0,8130 0,7206 0,8114 0,8122 0,6955 0,3685 0,2323
0,06 0,8319 0,7461 0,8302 0,8310 0,7198 0,4187 0,2752
0,08 0,8576 0,7744 0,8554 0,8561 0,7554 0,4910 0,3399
0,10 0,8233 0,7427 0,8230 0,8232 0,7086 0,3971 0,2578
0,20 0,7890 0,6931 0,7886 0,7888 0,6665 0,3100 0,1856
0,40 0,7410 0,6487 0,7473 0,7438 0,6155 0,2103 0,1145
0,50 0,7136 0,6269 0,7260 0,7187 0,5905 0,1629 0,0846
0,60 0,6707 0,5954 0,6952 0,6800 0,5575 0,1016 0,0493
0,70 0,6089 0,5491 0,6527 0,6241 0,5229 0,0386 0,0166
0,80 0,5540 0,5199 0,6204 0,5745 0,5050 0,0081 0,0035
0,90 0,5146 0,4933 0,5944 0,5377 0,4996 -0,0011 0,0000

Kết quả trên Hình 2.22 cho thấy khả năng nhận diện lớp bệnh gan của FMN-

Voting có sự biến động nhất định giữa các lần thực nghiệm. Recall, Precision và
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F1-Score duy trì ở mức cao hơn Specificity. Recall dao động trong khoảng 0,8413 -

0,9135, Precision trong khoảng 0,8294 - 0,8899 và F1-Score trong khoảng 0,8353 -

0.9015. Trong khi đó, Specificity dao động trong khoảng 0,5689 - 0.7186.

Hình 2.22: Khả năng nhận diện lớp bệnh gan của mô hình FMN-Voting

Kết quả trên Hình 2.23 cho thấy các độ đo đánh giá của FMN-Voting có mức

biến động tương đối rõ. Accuracy dao động trong khoảng 0,7633 - 0,8576, Precision

trong khoảng 0,7608 - 0,8554 và F1-Score trong khoảng 0,7620 - 0.8561.

Hình 2.23: Sự biến động giá trị độ đo của mô hình FMN-Voting

Để đánh giá hiệu quả của các mô hình đề xuất, kết quả thực nghiệm của FMN-

SAL và FMN-Voting được so sánh với các phương pháp phân cụm K-means++, EM

và DBSCAN được thực hiện trên Weka, đồng thời đối sánh với mô hình SCFMN.

Việc so sánh được thực hiện trên cùng tập dữ liệu ILPD và xem xét ở ba mức gồm lớp
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bệnh gan, lớp không bệnh gan và kết quả trung bình. Bên cạnh các độ đo phân loại,

các chỉ số RI, ARI và NMI được sử dụng để đánh giá mức độ tương đồng giữa cấu

trúc phân cụm thu được và phân hoạch theo nhãn thực tế.

Hình 2.24: Giá trị độ đo RI, ARI, NMI của mô hình FMN-Voting

Kết quả trong Bảng 2.10 và trực quan trên Hình 2.25 cho thấy FMN-SAL

đạt hiệu quả tốt nhất trên lớp bệnh gan trong số các phương pháp được so sánh.

Mô hình đạt Accuracy bằng 0,8806 ± 0,0043, Recall bằng 0,9346 ± 0,0062, Precision

bằng 0,9017 ± 0,0041 và F1-Score bằng 0,9178 ± 0,0031. Đồng thời, Specificity đạt

0,7461± 0,0124 và FP Rate ở mức 0,2539± 0,0124.

FMN-Voting cũng đạt kết quả cao hơn các phương pháp phân cụm truyền thống

trên hầu hết các độ đo, với Accuracy bằng 0,8045 ± 0.0366, Recall bằng 0,8726 ±

0.0289, Precision bằng 0,8560 ± 0,0232 và F1-Score bằng 0,8642 ± 0,0258. So với

SCFMN, cả FMN-SAL và FMN-Voting đều cải thiện khả năng nhận diện các mẫu

bệnh gan.

Đối với các phương pháp thực hiện trên Weka, K-means++ và DBSCAN đạt

Recall tương đối cao, lần lượt là 0,7452 và 0,7831, nhưng Specificity chỉ đạt 0,3263

và 0,2996, kéo theo FP Rate ở mức cao. Điều này cho thấy hai phương pháp có khả

năng nhận diện một tỷ lệ các mẫu bệnh gan nhưng đồng thời dễ nhận diện nhầm các

mẫu không bệnh thành bệnh. Ngược lại, EM đạt Specificity và Precision cao, lần lượt

là 0,8496 và 0,9112, nhưng Recall chỉ đạt 0,4503, cho thấy nhiều mẫu bệnh gan chưa

được nhận diện đúng.

Nhìn chung, FMN-SAL thể hiện sự cân bằng tốt hơn giữa Recall, Specificity,

Precision và F1-Score, trong khi FMN-Voting cũng cho kết quả cải thiện rõ rệt so với

các phương pháp phân cụm truyền thống.

Bảng 2.11 trình bày khả năng nhận diện lớp không bệnh gan của các phương

pháp. FMN-SAL tiếp tục đạt kết quả tốt với Recall bằng 0,7461 ± 0,0124, Specificity

bằng 0,9346 ± 0.0062, Precision bằng 0,8210 ± 0.0130 và F1-Score bằng 0,7817 ±

0.0077. Đồng thời, FP Rate của mô hình chỉ ở mức 0,0654± 0,0062.
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Bảng 2.10: Kết quả nhận diện lớp bệnh gan của các mô hình đối sánh

Mô hình Accuracy Recall Specificity FP Rate Precision F1-Score

K-means++
0,6252

± 0,0222

0,7452

± 0,0855

0,3263

± 0,1628

0,6737

± 0,1628

0,7366

± 0,0256

0,7376

± 0,0303

EM
0,5647

± 0,0351

0,4503

± 0,1452

0,8496

± 0,2402

0,1504

± 0,2402

0,9112

± 0,0702

0,5860

± 0,0721

DBSCAN
0,6416

± 0,0022

0,7831

± 0,0058

0,2996

± 0,0006

0,7004

± 0,0006

0,7299

± 0,0045

0,7556

± 0,0018

SCFMN
0,7780

± 0,0184

0,8678

± 0,0231

0,5545

± 0,0478

0,4455

± 0,0478

0,8293

± 0,0143

0,8479

± 0,0134

FMN-SAL
0,8806

± 0,0043

0,9346

± 0,0062

0,7461

± 0,0124

0,2539

± 0,0124

0,9017

± 0,0041

0,9178

± 0,0031

FMN-Voting
0,8045

± 0,0366

0,8726

± 0,0289

0,6347

± 0,0576

0,3653

± 0,0576

0,8560

± 0,0232

0,8642

± 0,0258

Hình 2.25: So sánh các độ đo đánh giá trên lớp bệnh gan của FMN-SAL, FMN-Voting
và các phương pháp đối sánh

FMN-Voting đạt Recall bằng 0,6347± 0.0576 và F1-Score bằng 0,6506± 0.0631,

cao hơn SCFMN và các phương pháp K-means++, EM, DBSCAN về khả năng đánh

giá tổng hợp trên lớp không bệnh. SCFMN đạt Specificity tương đối cao nhưng Recall

và F1-Score vẫn thấp hơn hai mô hình FMN-SAL và FMN-Voting.

Đáng chú ý, K-means++ và DBSCAN có Recall trên lớp không bệnh khá thấp,

lần lượt là 0,3263 và 0,2996. Kết quả này phù hợp với Specificity thấp của hai phương

pháp khi lớp bệnh gan được xem là lớp dương, cho thấy khả năng phân biệt hai lớp

còn hạn chế. EM có Recall cao trên lớp không bệnh nhưng Precision chỉ đạt 0,3794,

do đó F1-Score chỉ đạt 0,5122.

Như vậy, FMN-SAL không chỉ duy trì khả năng phát hiện mẫu bệnh gan tốt

mà còn cải thiện khả năng nhận diện các mẫu không bệnh, cho thấy mức độ cân bằng
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Bảng 2.11: Kết quả nhận diện lớp không bệnh gan của các mô hình đối sánh

Mô hình Accuracy Recall Specificity FP Rate Precision F1-Score

K-means++
0,6252

± 0,0222

0,3263

± 0,1628

0,7452

± 0,0855

0,2548

± 0,0855

0,3114

± 0,0945

0,3112

± 0,1311

EM
0,5647

± 0,0351

0,8496

± 0,2402

0,4503

± 0,1452

0,5497

± 0,1452

0,3794

± 0,0151

0,5122

± 0,0949

DBSCAN
0,6416

± 0,0022

0,2996

± 0,0006

0,7831

± 0,0058

0,2169

± 0,0058

0,3638

± 0,0129

0,3285

± 0,0054

SCFMN
0,7780

± 0,0184

0,5545

± 0,0478

0,8678

± 0,0231

0,1322

± 0,0231

0,6286

± 0,0386

0,5882

± 0,0365

FMN-SAL
0,8806

± 0,0043

0,7461

± 0,0124

0,9346

± 0,0062

0,0654

± 0,0062

0,8210

± 0,0130

0,7817

± 0,0077

FMN-Voting
0,8045

± 0,0366

0,6347

± 0,0576

0,8726

± 0,0289

0,1274

± 0,0289

0,6676

± 0,0702

0,6506

± 0,0631
tốt hơn giữa hai lớp.

Bảng 2.12 trình bày kết quả đánh giá tổng thể trên hai lớp theo trung bình có

trọng số, trong đó Precision, Recall và F1-Score được tổng hợp theo trung bình tương

ứng với số lượng mẫu của từng lớp; kết quả trên từng lớp được trình bày riêng trong

Bảng 2.10 và Bảng 2.11. Đối với bài toán hai lớp đơn nhãn, Recall trung bình có trọng

số bằng tỷ lệ tổng số mẫu được gán đúng trên toàn bộ tập dữ liệu, tức là tương đương

với Accuracy; do đó hai độ đo này có cùng giá trị trung bình và độ lệch chuẩn ở tất

cả các phương pháp trong Bảng 2.12. FMN-SAL đạt Accuracy (cũng là Recall trung

bình có trọng số) bằng 0,8806 ± 0,0043, Specificity bằng 0,8001 ± 0,0082, Precision

bằng 0,8786± 0,0044 và F1-Score bằng 0,8788± 0,0043.

FMN-Voting đạt Accuracy bằng 0,8045 ± 0,0366 và F1-Score bằng 0,8030 ±

0,0364, cao hơn SCFMN với Accuracy bằng 0,7780± 0.0184 và F1-Score bằng 0,7736±

0,0186. Các phương pháp K-means++, EM và DBSCAN có Accuracy chỉ nằm trong

khoảng từ 0,5647 đến 0,6416, thấp hơn các phương pháp dựa trên FMN.

Các kết quả này cho thấy việc khai thác cấu trúc siêu hộp kết hợp với thông tin

giám sát trong FMN-SAL và FMN-Voting góp phần cải thiện hiệu quả phân loại trên

tập dữ liệu ILPD.

Bên cạnh các độ đo đánh giá khả năng phân loại, mức độ phù hợp giữa cấu

trúc phân cụm được hình thành bởi các phương pháp và phân hoạch theo nhãn thực tế

cũng được đánh giá thông qua các chỉ số RI, ARI và NMI. Kết quả chi tiết được trình

bày trong Bảng 2.13, đồng thời được minh họa trực quan trong Hình 2.26.
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Bảng 2.12: Kết quả đánh giá tổng thể của các mô hình đối sánh trên tập dữ liệu ILPD

Mô hình Accuracy Recall Specificity FP Rate Precision F1-Score

K-means++
0,6252

± 0,0222

0,6252

± 0,0222

0,4463

± 0,0932

0,5537

± 0,0932

0,6148

± 0,0437

0,6154

± 0,0240

EM
0,5647

± 0,0351

0,5647

± 0,0351

0,7353

± 0,1299

0,2647

± 0,1299

0,7589

± 0,0544

0,5648

± 0,0249

DBSCAN
0,6416

± 0,0022

0,6416

± 0,0022

0,4411

± 0,0048

0,5589

± 0,0048

0,6229

± 0,0021

0,6306

± 0,0019

SCFMN
0,7780

± 0,0184

0,7780

± 0,0184

0,6442

± 0,0330

0,3558

± 0,0330

0,7718

± 0,0185

0,7736

± 0,0186

FMN-SAL
0,8806

± 0,0043

0,8806

± 0,0043

0,8001

± 0,0082

0,1999

± 0,0082

0,8786

± 0,0044

0,8788

± 0,0043

FMN-Voting
0,8045

± 0,0366

0,8045

± 0,0366

0,7029

± 0,0490

0,2971

± 0,0490

0,8021

± 0,0365

0,8030

± 0,0364
Kết quả trong Bảng 2.13 và Hình 2.26 cho thấy sự khác biệt rõ rệt giữa các

phương pháp về mức độ tương đồng giữa cấu trúc phân cụm thu được và phân hoạch

theo nhãn thực tế. Trong đó, FMN-SAL đạt kết quả cao nhất trên cả ba chỉ số với RI

bằng 0,7894 ± 0,0066, ARI bằng 0,5606 ± 0,0135 và NMI bằng 0,4077 ± 0,0137. Bên

cạnh các giá trị trung bình cao, độ lệch chuẩn nhỏ cho thấy kết quả phân cụm của

FMN-SAL có tính ổn định tốt qua các lần thực nghiệm.

FMN-Voting đạt RI bằng 0,6870 ± 0,0458, ARI bằng 0,3499 ± 0,0942 và NMI

bằng 0,2189± 0.0793. Các giá trị này thấp hơn FMN-SAL nhưng vẫn cao hơn SCFMN

và các phương pháp phân cụm K-means++, EM và DBSCAN trên phần lớn các chỉ số.

SCFMN đạt RI, ARI và NMI lần lượt là 0,6546± 0,0208, 0,2772± 0,0432 và 0,1570±

0,0334, cho thấy việc khai thác cấu trúc siêu hộp giúp tăng mức độ tương đồng giữa

kết quả phân cụm và nhãn thực tế so với các phương pháp phân cụm truyền thống.

Đối với các phương pháp thực hiện trên Weka, K-means++ và DBSCAN có RI

xấp xỉ 0,53 nhưng ARI và NMI đều ở mức rất thấp. Điều này cho thấy mặc dù vẫn

tồn tại một tỷ lệ nhất định các cặp mẫu được phân nhóm phù hợp, cấu trúc phân cụm

tổng thể của hai phương pháp chưa tương ứng tốt với hai lớp bệnh gan và không bệnh

gan. EM đạt NMI bằng 0,0926± 0,0343, cao hơn K-means++ và DBSCAN, tuy nhiên

ARI có giá trị trung bình âm nhẹ (−0,0130 ± 0,0144), cho thấy mức độ phù hợp giữa

phân hoạch do EM tạo ra và nhãn thực tế xấp xỉ mức kỳ vọng ngẫu nhiên.

Nhìn chung, kết quả của RI, ARI và NMI cho thấy các mô hình dựa trên FMN

tạo ra cấu trúc phân cụm phù hợp hơn với phân hoạch bệnh gan và không bệnh gan
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so với các phương pháp phân cụm truyền thống. Trong nhóm so sánh, FMN-SAL thể

hiện kết quả nổi bật nhất, trong khi FMN-Voting cũng cho thấy sự cải thiện so với

SCFMN và các phương pháp được thực hiện trên Weka.
Bảng 2.13: So sánh FMN-SAL, FMN-Voting với các phương pháp khác

Mô hình RI ARI NMI
K-means++ 0,5314± 0,0111 0,0189± 0,0336 0,0107± 0,0110

EM 0,5097± 0,0146 −0,0130± 0,0144 0,0926± 0,0343

DBSCAN 0,5393± 0,0013 0,0347± 0,0030 0,0066± 0,0011

SCFMN 0,6546± 0,0208 0,2772± 0,0432 0,1570± 0,0334

FMN-SAL 0,7894± 0,0066 0,5606± 0,0135 0,4077± 0,0137

FMN-Voting 0,6870± 0,0458 0,3499± 0,0942 0,2189± 0,0793

Hình 2.26: Kết quả so sánh FMN-SAL, FMN-Voting với các phương pháp khác

2.6. Kết luận chương 2

Chương 2 đã trình bày hệ thống cơ sở lý thuyết và các mô hình phân cụm bán

giám sát được đề xuất dựa trên FMN. Trên cơ sở phân tích những hạn chế của các

phương pháp dựa trên FMN truyền thống trong bối cảnh dữ liệu có phân bố phức tạp

và số lượng mẫu mang nhãn hạn chế, mô hình FMN-Voting và FMN-SAL đã được

xây dựng với các cơ chế học cải tiến nhằm nâng cao chất lượng phân cụm.

Cụ thể, mô hình FMN-Voting khai thác cơ chế bỏ phiếu dựa trên các siêu hộp

lân cận, qua đó hạn chế sự phụ thuộc của quyết định gán nhãn vào một siêu hộp đơn

lẻ và nâng cao độ ổn định của quá trình suy luận nhãn. Trong khi đó, mô hình FMN-

SAL sử dụng chiến lược suy luận nhãn dựa trên các mẫu dữ liệu, cho phép tận dụng

thông tin cấu trúc không gian của dữ liệu nhằm cải thiện khả năng lan truyền nhãn và

tăng độ tin cậy trong các vùng dữ liệu có mật độ không đồng đều hoặc chồng lấn. Các

thuật toán học tương ứng với từng mô hình đã được mô tả chi tiết, kèm theo phân tích

độ phức tạp tính toán, cho thấy các phương pháp đề xuất phù hợp với bài toán thực tế.
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Bên cạnh đó, chương cũng đã xây dựng thực nghiệm nhằm đánh giá hiệu năng

của các mô hình trên nhiều tập dữ liệu với đặc điểm phân bố đa dạng.

Kết quả thực nghiệm cho thấy FMN-Voting và FMN-SAL đạt kết quả cạnh

tranh và cải thiện hiệu năng trên nhiều tập dữ liệu được khảo sát, tuy nhiên mức độ

cải thiện phụ thuộc vào đặc điểm của từng tập dữ liệu. FMN-Voting khai thác thông

tin ở mức siêu hộp và phù hợp hơn khi các siêu hộp lân cận có tính đại diện tốt đối

với phân bố cục bộ. FMN-SAL khai thác trực tiếp các mẫu mang nhãn lân cận, qua

đó giảm sự phụ thuộc vào tâm hình học và mức độ đại diện của siêu hộp. Ngược lại,

hiệu quả của FMN-SAL phụ thuộc nhiều hơn vào số lượng và tính đại diện của các

mẫu mang nhãn. Kết quả trên PID và Sonar, nơi SCFMN đạt Accuracy cao hơn nhẹ

FMN-SAL, cũng cho thấy không có một cơ chế suy luận nhãn duy nhất chiếm ưu thế

trên mọi tập dữ liệu.

Một phần kết quả nghiên cứu trình bày trong Chương 2 đã được công bố trong

các công trình [CT2], [CT3], [CT4] và [CT5]. Trong đó, [CT3] liên quan đến mô hình

FMN-Voting; [CT2] và [CT5] liên quan đến mô hình FMN-SAL và [CT4] trình bày

việc áp dụng FMN-SAL cho bài toán phân vùng khối u phổi. Các công trình [CT2],

[CT3] và [CT4] công bố tại kỷ yếu Advances in Information and Communication

Technology, thuộc chuỗi Lecture Notes in Networks and Systems của Springer, tương

ứng với các hội nghị quốc tế ICTA 2023, ICTA 2024 và ICTA 2025; [CT5] được công

bố trong kỷ yếu Intelligent Systems and Data Science, thuộc chuỗi Communications

in Computer and Information Science của Springer.

Những kết quả đạt được trong chương 2 cho thấy tính hợp lý của các mô hình

đề xuất về mặt lý thuyết và hiệu quả thông qua thực nghiệm. Đây là cơ sở để triển

khai các nghiên cứu mở rộng và đánh giá chuyên sâu hơn trong các chương tiếp theo,

đặc biệt là việc so sánh với các phương pháp hiện đại và phân tích chi tiết ảnh hưởng

của các tham số học đến hiệu năng của mô hình.
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CHƯƠNG 3

HỌC BÁN GIÁM SÁT TRONG MẠNG NƠRON FMN
VỚI CHIẾN LƯỢC CHỌN HẠT GIỐNG CHỦ ĐỘNG

Trong Chương 2, luận án đã trình bày hai mô hình phân cụm bán giám sát

dựa trên mạng FMN là FMN-Voting và FMN-SAL, với cơ chế suy luận nhãn bằng bỏ

phiếu nhằm giảm sự phụ thuộc vào các siêu hộp hoặc mẫu đơn lẻ. Tuy nhiên, hiệu quả

của quá trình học vẫn phụ thuộc đáng kể vào chất lượng của các hạt giống ban đầu.

Trong không gian dữ liệu phức tạp, không phải mọi mẫu hoặc siêu hộp mang

nhãn đều có mức độ đại diện và độ tin cậy như nhau. Các hạt giống kém chất lượng,

đặc biệt ở vùng biên cụm hoặc vùng nhiễu, có thể làm lan truyền lỗi nhãn và làm giảm

chất lượng phân cụm. Vì vậy, việc lựa chọn hạt giống một cách phù hợp là yêu cầu

quan trọng trong học bán giám sát.

Xuất phát từ đó, chương này đề xuất mô hình FA-Seed, một mô hình học bán

giám sát dựa trên mạng nơron FMN với chiến lược lựa chọn hạt giống chủ động. Mục

tiêu là lựa chọn các hạt giống có chất lượng cao để dẫn dắt quá trình học, qua đó nâng

cao độ ổn định, hạn chế lan truyền lỗi và cải thiện hiệu năng phân cụm trong điều

kiện nhãn khan hiếm.

3.1. Giới thiệu về mô hình FA-Seed

Trong luận án, hạt giống (seed) được hiểu là mẫu dữ liệu đại diện được lựa

chọn và xác định nhãn để cung cấp thông tin giám sát ban đầu cho quá trình phân

cụm bán giám sát. Tập hạt giống là một tập con của dữ liệu huấn luyện, được sử dụng

để định hướng quá trình hình thành cụm và lan truyền nhãn. Chất lượng của hạt giống

phụ thuộc vào mức độ đại diện của mẫu đối với vùng dữ liệu tương ứng và độ tin cậy

của thông tin nhãn được cung cấp.

Trong phạm vi luận án, độ tin cậy của một siêu hộp phản ánh mức độ có thể sử

dụng siêu hộp đó làm nguồn thông tin để lựa chọn hạt giống và hỗ trợ quá trình suy

luận nhãn. Độ tin cậy được xem xét thông qua các đặc trưng của siêu hộp như mật độ

dữ liệu, mức độ sai lệch giữa tâm hình học và tâm dữ liệu, và mức độ thuộc của các

mẫu bên trong siêu hộp. Tính đại diện phản ánh mức độ mà một siêu hộp hoặc một

mẫu dữ liệu đặc trưng cho phân bố cục bộ của vùng dữ liệu mà nó bao phủ. Siêu hộp

có phân bố dữ liệu tập trung và độ lệch nhỏ giữa tâm hình học và tâm dữ liệu được

xem là có tính đại diện tốt hơn.
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Phân cụm bán giám sát mờ dựa trên mẫu hạt giống là một kỹ thuật phổ biến,

trong đó một tập nhỏ các mẫu đã gán nhãn được sử dụng để định hướng quá trình

phân cụm. Các hạt giống thường được chọn sao cho có tính đại diện và độ tin cậy cao,

chẳng hạn các điểm gần tâm cụm hoặc được chuyên gia xác nhận.

Tuy nhiên, nhiều phương pháp SSC truyền thống vẫn phụ thuộc mạnh vào chất

lượng hạt giống ban đầu. Trong nhiều trường hợp, hạt giống được chọn ngẫu nhiên

hoặc theo tiêu chí đơn giản, nên không bảo đảm phản ánh đúng cấu trúc tổng thể của

dữ liệu. Khi thiếu cơ chế đánh giá độ tin cậy, các hạt giống kém chất lượng vẫn có thể

tham gia lan truyền nhãn, từ đó làm giảm chất lượng phân cụm. Bên cạnh đó, nếu quá

trình lan truyền nhãn không được kiểm soát chặt chẽ, sai lệch ban đầu dễ bị khuếch

đại và gây lan truyền lỗi.

Trong bối cảnh đó, mạng nơron FMN là một mô hình phù hợp cho bài toán học

bán giám sát nhờ khả năng biểu diễn dữ liệu bằng các siêu hộp mờ, mô hình hóa tự

nhiên các vùng chồng lấn và thích nghi linh hoạt với dữ liệu mới. Trên nền tảng này,

mô hình GFMM [15] và RFMN [18] cho phép khai thác thông tin nhãn để giám sát

một phần quá trình phân cụm. Tuy nhiên, khi một siêu hộp mới được tạo ra từ dữ liệu

không nhãn, siêu hộp đó có thể không được gán nhãn trong suốt quá trình huấn luyện,

đặc biệt khi dữ liệu có nhãn khan hiếm hoặc phân bố không đồng đều. Điều này làm

giảm khả năng diễn giải và có thể ảnh hưởng đến các bước học tiếp theo.

Mô hình SS-FMM [19] được đề xuất để khắc phục hạn chế này bằng cách xử

lý trước các mẫu có nhãn và sử dụng chúng để lan truyền nhãn sang các siêu hộp hình

thành từ dữ liệu chưa nhãn. Cách tiếp cận này giúp giảm số lượng siêu hộp không

nhãn, nhưng vẫn coi các mẫu có nhãn như các hạt giống mặc định và chưa đánh giá

mức độ đại diện hay độ tin cậy của chúng. Tương tự, SSL-FMM [17] khai thác dữ

liệu chưa gán nhãn hiệu quả hơn để cải thiện biên quyết định, song cơ chế lựa chọn

hạt giống và lan truyền nhãn vẫn mang tính toàn cục, chưa gắn với chất lượng từng

siêu hộp.

Khác với các mô hình trên, SCFMN [20], MSCFMN [21], và SSL-FMM [98]

tập trung vào lựa chọn hạt giống dựa trên thông tin đặc trưng của dữ liệu. Trong

SCFMN và MSCFMN, các điểm nằm ở vùng mật độ cao hoặc có khả năng đại diện

tốt cho trung tâm cụm được ưu tiên chọn làm hạt giống, qua đó giúp giảm phụ thuộc

vào thứ tự mẫu và tăng độ ổn định của kết quả. MSCFMN còn mở rộng theo hướng

đa hạt giống, cho phép mô tả tốt hơn các cụm có hình dạng phức tạp hoặc nhiều vùng

mật độ khác nhau.
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Mặc dù vậy, các mô hình này vẫn gắn với giả định phải xác định trước số cụm

và xem mỗi siêu hộp như đại diện cho một cụm dữ liệu. Giả định này phù hợp với các

cụm có hình dạng tương đối đơn giản, nhưng trở nên hạn chế khi dữ liệu có cấu trúc

không lồi, mật độ không đồng đều hoặc kích thước cụm khác biệt lớn. Khi đó, việc

ép mỗi siêu hộp tương ứng với một cụm có thể làm mất đi cấu trúc hình học thực của

dữ liệu và làm giảm chất lượng phân cụm.

Từ những hạn chế trên, nghiên cứu sinh đề xuất mô hình FA-Seed nhằm kết

hợp chiến lược lựa chọn hạt giống chủ động với khả năng phân hoạch thích nghi của

FMN. Mô hình này cho phép biểu diễn cụm bằng nhiều siêu hộp mờ, không bị ràng

buộc bởi giả định cụm hình cầu hay kích thước cân bằng. FA-Seed thực hiện phân

vùng dữ liệu thành các siêu hộp, đánh giá độ tin cậy của hạt giống thông qua các phép

đo mật độ thành viên và lan truyền nhãn. Những đóng góp chính của FA-Seed gồm:

(1) tự động lựa chọn hạt giống ứng viên, (2) mở rộng cụm động không cần huấn luyện

lại, (3) phát hiện các vùng có cấu trúc phức tạp dựa trên đặc trưng cụm, và (4) nắm

bắt tốt cấu trúc cụm ngay cả khi các cụm khác nhau về mật độ và hình dạng.

3.2. Mô hình FA-Seed: Lựa chọn hạt giống chủ động dựa trên
FMN

3.2.1. Mô tả bài toán

Giả sử ta có tập dữ liệu X gồm M mẫu dữ liệu (X = {xr}Mr=1 ⊂ Rn), trong đó

mỗi xr ∈ X có thể được ánh xạ vào C cụm. Tập chỉ số {1, . . . ,M} được phân hoạch

thành hai tập con: tập có nhãn L và tập chưa có nhãn U, sao cho

L ∪ U = {1, . . . ,M}, L ∩ U = ∅, (3.1)

trong đó sự phân chia này được hình thành thông qua việc phân hoạch không gian đầu

vào thành các siêu hộp mờ. Tập siêu hộp mờ B được định nghĩa theo Công thức (1.1)

(K = |B|), siêu hộp Bj (Bj ∈ B) được định nghĩa theo Công thức (1.2).

Các tập siêu hộp con có nhãn và chưa có nhãn lần lượt được ký hiệu là L và U ,

thỏa mãn

B = L ⊎ U ⇐⇒

L ∪ U = B,

L ∩ U = ∅.
(3.2)

Mỗi siêu hộp Bj được gán với một nhãn lớp cj ∈ {1, . . . , C} trong quá trình

học. Đối với i ∈ L, nhãn lớp yi ∈ {1, . . . , C} là đã biết; trong khi đó, đối với i ∈ U ,

nhãn dự đoán được ký hiệu là ŷi.

Gọi x là một mẫu ứng viên (x ∈ X), độ thuộc của x đối với siêu hộp Bj , ký
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hiệu là µ(x,Bj), được tính toán theo Công thức (1.3) (µ(x,Bj) ∈ [0, 1]).

Với tập B = {Bj}Kj=1, mẫu x có mức độ phù hợp cao nhất đối với Bj được xác

định dựa trên giá trị độ thuộc được xác định theo Công thức (3.3).

j∗ = arg max
j∈{1,...,K}

µ(x,Bj), (3.3)

trong đó:

- j∗ là chỉ số của siêu hộp mờ có giá trị độ thuộc lớn nhất đối với mẫu x;

- argmax là toán tử xác định giá trị của j tại đó hàm đạt giá trị lớn nhất;

- j ∈ {1, . . . , K} là tập chỉ số của các siêu hộp hiện có, với K là tổng số siêu hộp;

- µ(x,Bj) ∈ [0, 1] là độ thuộc của mẫu x đối với siêu hộp mờ Bj;

- Bj là siêu hộp mờ thứ j trong tập các siêu hộp B;

- x là điểm dữ liệu ứng viên cần được gán nhãn hoặc phân lớp.

Trên cơ sở các định nghĩa trên, bài toán trong mô hình FA-Seed là phân cụm

bán giám sát khi dữ liệu huấn luyện ban đầu hầu như chưa có nhãn, trong đó việc xây

dựng tập hạt giống giữ vai trò quyết định đối với chất lượng học. Khác với cách giả

định tập hạt giống được cho trước hoặc chọn ngẫu nhiên, FA-Seed xem việc xác định

và mở rộng hạt giống là một phần của quá trình học.

Cụ thể, từ tập dữ liệu chưa gán nhãn X, FA-Seed phân hoạch không gian dữ

liệu thành các siêu hộp để nắm bắt cấu trúc phân bố cục bộ. Trên cơ sở đó, mô hình

xác định tập hạt giống mục tiêu Srep ⊂ X có kích thước nhỏ nhưng mang tính đại diện

cao, thông qua đánh giá ứng viên và truy vấn chủ động ý kiến chuyên gia.

Từ tập hạt giống mục tiêu đã được xác nhận, FA-Seed tiếp tục mở rộng có kiểm

soát để xây dựng tập hạt giống mở rộng Sexp, trong đó chỉ các mẫu có độ thuộc cao

đối với siêu hộp tương ứng mới được bổ sung. Tập này sau đó được sử dụng để dẫn

dắt quá trình huấn luyện bán giám sát của mạng FMN.

Do đó, bài toán của FA-Seed không chỉ là gán nhãn hoặc phân cụm cho toàn

bộ tập dữ liệu X, mà còn hướng tới ba mục tiêu: (i) lựa chọn tập hạt giống có chất

lượng và tính đại diện cao, (ii) giảm số lượng truy vấn chuyên gia, và (iii) lan truyền

nhãn có kiểm soát nhằm nâng cao chất lượng phân cụm trên toàn bộ tập dữ liệu.

3.2.2. Ý tưởng của FA-Seed

Như đã trình bày, với kỹ thuật học bán giám sát dựa trên hạt giống, hiệu quả

của SSC phụ thuộc lớn vào chất lượng hạt giống. Các hạt giống kém chất lượng dễ

làm lan truyền sai lệch, trong khi các hạt giống đáng tin cậy giúp giảm chi phí gán

nhãn và nâng cao độ chính xác phân cụm. Tuy nhiên, việc lựa chọn hạt giống chất
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lượng cao trong thực tế không đơn giản do nhiễu dữ liệu, chồng lấn giữa các cụm và

lượng thông tin giám sát hạn chế. Các mô hình bán giám sát dựa trên FMN hiện có

thường hoặc chọn hạt giống ngẫu nhiên [15, 17, 19], hoặc xác định hạt giống dựa trên

siêu hộp với giả thiết “mỗi siêu hộp đại diện cho một cụm” [20, 21].

Với chiến lược chọn ngẫu nhiên, hạt giống thường thiếu tính đại diện và độ

ổn định: chúng có thể rơi vào vùng biên hoặc vùng chồng lấn, khiến nhãn giám sát

ban đầu trở nên mơ hồ và dễ kéo lệch quá trình lan truyền. Đồng thời, cách chọn này

không bảo đảm độ phủ cụm, nên một số cụm có thể không có hạt giống hoặc có quá

ít hạt giống, làm suy giảm khả năng phát hiện cấu trúc cụm thật.

Các hình từ Hình 3.1 đến Hình 3.3 minh họa rõ hạn chế của giả thiết “mỗi siêu

hộp đại diện cho một cụm”. Cách tiếp cận này chỉ phù hợp khi các cụm gần cầu và có

kích thước tương đối đồng đều. Với các tập dữ liệu có cấu trúc hình học phức tạp như

Aggregation, Flame và Pathbased, siêu hộp thường phải mở rộng để bao phủ toàn bộ

vùng dữ liệu, dẫn đến chồng lấn nhiều cụm hoặc bao phủ các vùng biên mật độ thấp,

làm giảm tính thuần nhất của siêu hộp.

(a) Phân bố dữ liệu (b) Không gian siêu hộp
Hình 3.1: Phân hoạch siêu hộp bằng FMN trên tập dữ liệu Aggregation theo giả thiết
mỗi siêu hộp đại diện cho một cụm

(a) Phân bố dữ liệu của tập Flame (b) Phân hoạch không gian siêu hộp
Hình 3.2: Phân hoạch siêu hộp bằng FMN trên tập dữ liệu Flame theo giả thiết mỗi
siêu hộp đại diện cho một cụm

Cụ thể, trên tập Aggregation, nhiều siêu hộp đồng thời bao phủ các vùng dữ

liệu thuộc các cụm khác nhau, nên hạt giống được chọn từ các siêu hộp đó không còn
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đại diện rõ cho một cụm duy nhất. Tình trạng tương tự xảy ra với tập Flame, nơi các

cụm kéo dài và phân bố không đối xứng, khiến một siêu hộp khó mô tả chính xác toàn

bộ hình dạng cụm. Với tập Pathbased, các cụm có cấu trúc phi cầu và uốn cong, nên

việc ép mỗi cụm vào một siêu hộp làm mất thông tin hình học cục bộ và khiến các hạt

giống được chọn kém tin cậy.

(a) Phân bố dữ liệu (b) Phân hoạch siêu hộp
Hình 3.3: Phân hoạch siêu hộp bằng FMN trên tập dữ liệu Pathbased theo giả thiết
mỗi siêu hộp đại diện cho một cụm

Để khắc phục các hạn chế trên, mô hình FA-Seed [CT6] được đề xuất bằng

cách kết hợp phân hoạch siêu hộp, truy vấn chủ động và chiến lược học với số lượng

hạt giống hạn chế. Khác với các mô hình trước, ở giai đoạn xác định hạt giống, FA-

Seed sử dụng giới hạn kích thước siêu hộp nhỏ hơn, từ đó tạo ra nhiều siêu hộp hơn

trong không gian dữ liệu. Các hình từ Hình 3.4 đến Hình 3.6 cho thấy rõ đặc điểm

này: trên tập Aggregation mô hình tạo 41 siêu hộp, trên tập Flame tạo 11 siêu hộp, và

trên tập Pathbased tạo 19 siêu hộp.

(a) Phân bố dữ liệu của tập Aggrega-
tion

(b) Phân hoạch không gian dữ liệu
thành 41 siêu hộp

Hình 3.4: Phân hoạch siêu hộp trên tập dữ liệu Aggregation với giới hạn kích thước
siêu hộp nhỏ của FA-Seed (41 siêu hộp)

FA-Seed xác định hạt giống trên cơ sở phân vùng siêu hộp sau khi đánh giá

các siêu hộp ứng viên theo mật độ và phân bố dữ liệu, từ đó lựa chọn các siêu hộp

chứa mẫu mang nhiều thông tin và xác nhận các điểm dữ liệu giàu thông tin với sự hỗ

trợ của chuyên gia. Kiến trúc của mô hình gồm hai giai đoạn chính: (i) xây dựng tập
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(a) Phân bố dữ liệu của tập Flame (b) Phân hoạch không gian dữ liệu
thành 11 siêu hộp

Hình 3.5: Phân hoạch siêu hộp trên tập dữ liệu Flame với giới hạn kích thước siêu
hộp nhỏ của FA-Seed (11 siêu hộp)

(a) Phân bố dữ liệu của tập Path-
based

(b) Phân hoạch không gian dữ liệu
thành 19 siêu hộp

Hình 3.6: Phân hoạch siêu hộp trên tập dữ liệu Pathbased với giới hạn kích thước
siêu hộp nhỏ của FA-Seed (19 siêu hộp)
hạt giống chủ động và (ii) huấn luyện bán giám sát có dẫn dắt (Hình 3.7).

Kiến trúc minh họa trên Hình 3.7 cho thấy, ở giai đoạn thứ nhất, dữ liệu được

đưa vào quá trình huấn luyện không giám sát FMN để hình thành tập siêu hộp biểu

diễn cấu trúc phân bố. Từ đó, một tập siêu hộp ứng viên được đánh giá dựa trên đặc

trưng mật độ và phân phối dữ liệu, sau đó được truy vấn chuyên gia để xác nhận nhãn.

Kết quả là mô hình tạo được một tập hạt giống đại diện, nhỏ nhưng có độ tin cậy cao,

rồi tiếp tục mở rộng có kiểm soát để thu được tập hạt giống mở rộng.

Trong giai đoạn thứ hai, tập hạt giống mở rộng được dùng để dẫn dắt quá trình

huấn luyện bán giám sát của mạng FMN. Các hạt giống này cung cấp thông tin giám

sát đáng tin cậy cho việc mở rộng, điều chỉnh và tinh chỉnh siêu hộp, đồng thời hỗ trợ

khai thác hiệu quả các mẫu chưa gán nhãn còn lại. Nhờ đó, mô hình giảm chi phí gán

nhãn, hạn chế lan truyền sai lệch và nâng cao chất lượng phân cụm.

Hình 3.8 minh họa quá trình sinh hạt giống với sự hỗ trợ của chuyên gia trên tập
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Hình 3.7: Kiến trúc mô hình phân cụm bán giám sát mờ với học chủ động FA-Seed
dữ liệu Aggregation. Hình 3.8a thể hiện phân bố dữ liệu gốc gồm 7 cụm; Hình 3.8b

minh họa phân hoạch dữ liệu thành 25 siêu hộp; Hình 3.8c cho thấy quá trình đánh

giá các siêu hộp ứng viên; và Hình 3.8d minh họa bước lựa chọn siêu hộp ứng viên

để sinh hạt giống với sự hỗ trợ của chuyên gia. Trong ví dụ này, 15 trong số 25 siêu

hộp được chọn để sinh hạt giống, và các điểm dữ liệu thuộc các siêu hộp đó được gán

nhãn để phục vụ giai đoạn học bán giám sát tiếp theo.

Trong đó, việc áp đặt giới hạn kích thước siêu hộp δmax nhỏ hơn giữ vai trò

quan trọng trong cả hai giai đoạn của FA-Seed. Ràng buộc này buộc mô hình phân

hoạch không gian dữ liệu thành các vùng cục bộ chi tiết hơn, thay vì tạo ra các siêu

hộp lớn bao phủ nhiều điểm dữ liệu. Nhờ vậy, các biến động cục bộ về mật độ và cấu

trúc phân bố dữ liệu được phản ánh rõ hơn, làm nổi bật các điểm gần ranh giới cụm

hoặc tại vùng không chắc chắn, vốn là những mẫu chứa nhiều thông tin để lựa chọn

làm hạt giống.

Bên cạnh đó, giới hạn kích thước siêu hộp nhỏ còn giúp cải thiện khả năng

nhận diện vùng biên giữa các cụm và phát hiện nhiễu. Những siêu hộp khó mở rộng

do ràng buộc kích thước thường tương ứng với các vùng chồng lấn, vùng biên hoặc
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điểm bất thường, từ đó cung cấp tín hiệu hữu ích cho việc đánh giá siêu hộp ứng viên

và lựa chọn hạt giống. Nhờ cơ chế này, FA-Seed nâng cao chất lượng tập hạt giống,

đồng thời hạn chế lan truyền sai lệch trong giai đoạn huấn luyện bán giám sát, qua đó

cải thiện độ ổn định và độ chính xác của kết quả phân cụm cuối cùng.

(a) Phân bố dữ liệu gốc (b) Phân hoạch không gian siêu hộp

(c) Đánh giá các siêu hộp ứng viên (d) Lựa chọn các siêu hộp ứng viên
Hình 3.8: Sự phân hoạch các siêu hộp, đánh giá và lựa chọn các siêu hộp ứng viên
sinh hạt giống trên tập dữ liệu Aggregation

3.2.3. Kiến trúc mạng nơron FA-Seed

Trong đó:

- Lớp đầu vào FA: Lớp này bao gồm n nút, mỗi nút biểu diễn một thuộc tính đầu

vào. Một điểm dữ liệu xr = (xr1, xr2, . . . , xrn) được ánh xạ vào các siêu hộp tại

lớp FB thông qua các vectơ biên nhỏ nhất (min) v và lớn nhất (max) w.

- Lớp đánh giá siêu hộp FB: Lớp này bao gồm K nút (tương ứng với K siêu hộp)

được tạo ra ở Giai đoạn 1, mỗi nút bj trong lớp FB tương ứng với một siêu hộp

mờ Bj = (Vj ,Wj) ∈ B. Các siêu hộp này được xây dựng theo cách tăng dần

nhằm nắm bắt cấu trúc cục bộ của dữ liệu trong không gian đầu vào. Mức kích

hoạt của siêu hộp Bj đối với mẫu xr được xác định bởi hàm độ thuộc tính toán

theo Công thức (3.4):

bj(xr) = µj(xr, Bj) ∈ [0, 1]. (3.4)

- Lớp đánh giá và lan truyền nhãn FH : Các nút siêu hộp trong lớp này được chia

thành hai tập: tập siêu hộp đã gán nhãn Blab (có kích thước Klab) và tập siêu
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Hình 3.9: Kiến trúc mạng nơron FA-Seed
hộp chưa gán nhãn Bunl (có kích thước Kunl). Lớp này áp dụng các cơ chế cổng

(gates) và quy tắc kế thừa nhãn để chuyển các siêu hộp từ Bunl sang Blab. Khi

thuật toán kết thúc, Bunl = ∅, hay tương đương Kunl = 0.

- Lớp đầu ra FC : Lớp này bao gồm G nút, mỗi nút biểu diễn một cụm đầu ra.

Mối quan hệ nhị phân giữa các siêu hộp Lj ∈ FH và các lớp cg ∈ FC được biểu

diễn thông qua ma trận U = {ujg}, với:

ujg =

1, nếu lj ∈ cg,

0, ngược lại.
(3.5)

Điểm độ thuộc của một mẫu đối với lớp cg được tính như sau:

cg = max
1≤j≤K

lj · ujg, (3.6)

trong đó K là tổng số siêu hộp, lj là mức kích hoạt của siêu hộp thứ j. Tập các

siêu hộp xác định lớp g được cho bởi:

Cg =
⋃
j∈G

Lj , (3.7)

với G là tập chỉ số của các siêu hộp được gán cho lớp g.

3.2.4. Thuật toán học của mô hình FA-Seed

3.2.4.1. Giai đoạn xây dựng tập hạt giống với huấn luyện chủ động

Huấn luyện chủ động được hiểu là quá trình mô hình chủ động lựa chọn một

số mẫu có tính đại diện từ các siêu hộp thỏa mãn tiêu chí lựa chọn để yêu cầu chuyên



104

gia cung cấp nhãn, thay vì gán nhãn ngẫu nhiên cho các mẫu trong tập dữ liệu. Thông

tin nhãn thu được được sử dụng để xây dựng tập hạt giống phục vụ giai đoạn học bán

giám sát tiếp theo.

Giai đoạn đầu tiên của thuật toán học xác định các hạt giống dựa trên việc phân

hoạch không gian dữ liệu thành các siêu hộp mờ. Các hạt giống ứng viên được đánh

giá dựa trên mật độ dữ liệu, độ lệch của trọng tâm và mức độ không chắc chắn (các

Công thức (2.2), (1.40), và (3.8)), sau đó các hạt giống đáng tin cậy S sẽ được gán

nhãn trong các siêu hộp mờ tương ứng (định nghĩa theo (3.9)). Thuật toán học cho

giai đoạn này được trình bày trong Thuật toán 3.1.

e(Bj) = ∥g(Bj)− d(Bj)∥2 (3.8)

S =
⋃
j∈JQ

{xr ∈ X | µ(xr, Bj) ≥ τ }, τ ∈ [0, 1] (3.9)

Trong đó:

- Tâm dữ liệu d(Bj) của siêu hộp mờ Bj được tính bằng trung bình các mẫu

trong tập lõi Tj .

- Tj là tập lõi được sử dụng để tính tâm dữ liệu d(Bj) của siêu hộp mờ Bj , Tj
gồm các điểm dữ liệu được định nghĩa theo (3.10):

Tj = { r | µ(xr, Bj) ≥ τ }, (3.10)

- τ ∈ [0, 1] là ngưỡng độ thuộc do người dùng xác định (thường chọn τ = 1 với ý

nghĩa xr có độ thuộc đầy đủ vào Bj).

- Tâm hình học g(Bj) của siêu hộp mờ Bj được xác định dựa trên hai đỉnh của

siêu hộp Vj và Wj .

- Vj và Wj lần lượt là các đỉnh nhỏ nhất và lớn nhất của siêu hộp Bj .

- Độ lệch tâm e(Bj) được xác định là khoảng cách Euclid giữa tâm hình học

g(Bj) và tâm dữ liệu d(Bj) của siêu hộp Bj .

- ε là tham số ngưỡng do người dùng xác định để đánh giá mức độ "thuần khiết"

của siêu hộp Bj . Một siêu hộp mờ Bj được xem là thuần khiết nếu độ lệch tâm

của nó thỏa mãn điều kiện (2.3):

- JQ là tập chỉ số các siêu hộp mờ thuần khiết, được xác định bởi:

JQ = { j | Bj ∈ B, e(Bj) ≤ ε }. (3.11)

- Tập ứng viên hạt giống Q được hình thành từ các tâm dữ liệu tương ứng với

các siêu hộp mờ thuần khiết gồm các điểm được định nghĩa bởi (3.12):

Q = { d(Bj) | j ∈ JQ }. (3.12)
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- S là tập các mẫu được bao phủ hoàn toàn bởi các siêu hộp mờ thuần khiết.
Thuật toán 3.1 Xây dựng tập hạt giống với huấn luyện chủ động

Input: X (M = |X|); δmax; ε
Output: Tập dữ liệu đã sắp xếp lại X ′, tập siêu hộp B

1: Bước 1: Sinh tập siêu hộp B
2: Duyệt một lần qua tập X để xây dựng tập siêu hộp mờ B dựa trên δmax;
3: Bước 2: Lọc siêu hộp (xác định các điểm dữ liệu cần truy vấn)
4: for mỗi siêu hộp Bj ∈ B do
5: Gọi Tj là tập các mẫu được gán cho Bj (Công thức (3.10)).
6: Vj ,Wj ∈ Rn lần lượt là các đỉnh min và max của Bj;
7: Tính tâm dữ liệu của Bj theo Công thức (2.2);
8: Tính tâm hình học của Bj theo Công thức (1.40);
9: if điều kiện (2.3) không được thỏa mãn then

10: Loại bỏ siêu hộp Bj: B ← B \ {Bj}
11: end if
12: end for
13: Bước 3: Xây dựng tập hạt giống, phân hoạch và sắp xếp lại dữ liệu;
14: Xây dựng tập hạt giống Q được hình thành từ các tâm dữ liệu tương ứng với các

siêu hộp mờ thuần khiết Bj (Bj ∈ B) gồm các điểm được định nghĩa bởi (3.12)
và truy vấn nhãn từ chuyên gia.

15: Xây dựng tập hạt giống S từ các mẫu dữ liệu nằm hoàn toàn trong ít nhất một siêu
hộp thuần khiết Bj (Bj ∈ B), theo Công thức (3.9);

16: Xây dựng một hoán vị π của {1, . . . ,M} sao cho các phần tử của S được xếp
trước, tập S′ (các mẫu không thuộc hoàn toàn vào bất kỳ siêu hộp nào) được xếp
sau (S′ = X \ S). Hai tập S và S′ tạo thành một phân hoạch của tập X;

17: Tạo tập dữ liệu đã sắp xếp lại:
X ′ = (Xπ(1), . . . , Xπ(M));

18: return B (tập siêu hộp còn tồn tại), X ′ (tập dữ liệu đã sắp xếp lại)

Mệnh đề 3.1. Thuật toán 3.1 có độ phức tạp thời gian là

T1 = O(nMK), (3.13)

trong đó M là tổng số mẫu trong tập dữ liệu huấn luyện, n là số đặc trưng của mỗi

mẫu dữ liệu, và K là tổng số siêu hộp mờ được tạo ra trong quá trình huấn luyện.

Chứng minh. Xét Thuật toán 3.1, với M = |X| là số mẫu dữ liệu, n là số chiều đặc

trưng và K = |B| là số siêu hộp mờ được tạo ra.

Bước 1. Thuật toán duyệt toàn bộ tập dữ liệu X để xây dựng tập siêu hộp mờ

B. Với mỗi mẫu xr ∈ X, cần tính độ thuộc đối với tối đa K siêu hộp, mỗi phép tính

có độ phức tạp O(n). Do đó, bước này có độ phức tạp

O(MKn). (3.14)
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Bước 2. Thuật toán duyệt qua tập siêu hộp B để xác định các siêu hộp ứng viên

sinh hạt giống. Với mỗi siêu hộp, các phép tính tâm dữ liệu, tâm hình học và độ lệch

tâm có độ phức tạp O(n), nên bước này có độ phức tạp

O(Kn). (3.15)

Bước 3. Thuật toán xây dựng tập hạt giống và sắp xếp lại tập dữ liệu. Quá trình

này yêu cầu duyệt qua toàn bộ X, trong đó mỗi mẫu có thể cần kiểm tra với tối đa K

siêu hộp, nên có độ phức tạp

O(MK). (3.16)

Vì vậy, tổng độ phức tạp thời gian của Thuật toán 3.1 là

T1 = O(MKn) +O(Kn) +O(MK). (3.17)

Bỏ qua các hạng bậc thấp, suy ra

T1 = O(nMK). (3.18)

□

3.2.4.2. Giai đoạn huấn luyện bán giám sát có dẫn dắt

Huấn luyện bán giám sát có dẫn dắt được hiểu là quá trình học bán giám sát

trong đó tập hạt giống đã được lựa chọn và xác định nhãn ở giai đoạn huấn luyện

chủ động được sử dụng làm thông tin giám sát ban đầu để định hướng quá trình hình

thành siêu hộp và lan truyền nhãn cho các mẫu chưa có nhãn. Khác với huấn luyện

chủ động, giai đoạn này không tập trung vào việc lựa chọn mẫu để truy vấn nhãn, mà

khai thác các nhãn đã thu được nhằm dẫn dắt quá trình học trên phần dữ liệu chưa có

nhãn.

Giai đoạn thứ hai của thuật toán học mô tả quá trình lan truyền nhãn từ tập hạt

giống đã được xác thực sang các mẫu dữ liệu chưa có nhãn, nhằm đảm bảo tính nhất

quán và độ chính xác giữa các cụm. Bằng cách khai thác cấu trúc siêu hộp mờ, giai

đoạn này giảm thiểu việc lan truyền nhãn sai thông qua ràng buộc kích thước siêu hộp

và ngưỡng độ thuộc β khi gán nhãn cho các siêu hộp chưa có nhãn. Thuật toán cho

giai đoạn này được trình bày trong Thuật toán 3.2.

j∗ = argmax
j∈J

µ(xr, Bj), Bj ∈ L ∪ U , (3.19)

với

J = {j ∈ {1, . . . , K} | δ(xr, Bj) ≤ δmax
2 } , (K = |L|+ |U|). (3.20)

trong đó, L và U lần lượt là tập các siêu hộp mờ đã có nhãn và chưa có nhãn, thỏa
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Thuật toán 3.2 Huấn luyện bán giám sát có dẫn dắt
Input: X ′; β; δmax

2

Output: B;
1: L = ∅; U = ∅;
2: for mỗi xr ∈ X ′ do
3: Xác định tập J theo (3.20);
4: if J ̸= ∅ then
5: Xác định chỉ số j∗ theo (3.19);
6: Mở rộng siêu hộp Bj∗ theo Công thức (3.21);
7: if (Bj∗ có chồng lấn với Bk) với ℓ(Bj∗) ̸= ℓ(Bk) then
8: Điều chỉnh Bj∗ và Bk theo các Công thức (1.15) đến (1.26);
9: end if

10: else
11: Tạo Bnew, khởi tạo các điểm Vnew, Wnew bởi xr;
12: if (ℓxr ̸= ∅) then
13: ℓ(Bnew) = ℓxr ; L = L ∪ {Bnew};
14: else
15: U = U ∪ {Bnew};
16: end if
17: end if
18: end for
19: repeat
20: for mỗi Bj ∈ U do
21: Tính trọng tâm g(Bj) theo Công thức (1.40)
22: if (∃k∗ với Bk∗ ∈ L thỏa mãn (3.22)) then
23: ℓ(Bj) = ℓ(Bk∗); L = L ∪ {Bj}; U = U \ {Bj};
24: end if
25: end for
26: Giảm β;
27: until (U = ∅) or (β ≤ ngưỡng tin cậy);
28: if U ̸= ∅ và L ≠ ∅ then
29: for mỗi Bj ∈ U do
30: Tính trọng tâm g(Bj) theo Công thức (1.40);
31: Đặt k∗ ← argmaxk µ(g(Bj), Bk) với Bk ∈ L; ℓ(Bj) = ℓ(Bk∗);
32: end for
33: end if
34: B = L ∪ U
35: return B
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mãn (3.2):

B = L ⊎ U , |B| = K.

B′
j∗ =

(
min(Vj∗ , x), max(Wj∗ , x)

)
. (3.21)

k∗ = arg max
k∈JL

µ(g(Bj), Bk), Bk ∈ L (3.22)

với

JL = {k ∈ {1, . . . , |L|} | µ(g(Bj), Bk) ≥ β} . (3.23)

Mệnh đề 3.2. Thuật toán 3.2 có độ phức tạp thời gian là

T2 = O(nMK), (3.24)

trong đó M là tổng số mẫu trong tập dữ liệu huấn luyện, n là số đặc trưng của mỗi

mẫu dữ liệu, và K là tổng số siêu hộp mờ được tạo ra trong quá trình huấn luyện.

Chứng minh. Xét Thuật toán 3.2, với M = |X| là số mẫu dữ liệu, n là số chiều đặc

trưng và K là số siêu hộp mờ được tạo ra trong quá trình huấn luyện bán giám sát.

Giai đoạn 1. Thuật toán duyệt qua toàn bộ tập dữ liệu X ′. Với mỗi mẫu xr ∈

X ′, cần xác định chỉ số j∗ theo Công thức (3.19), tức là tìm siêu hộp có độ thuộc lớn

nhất thỏa mãn ràng buộc kích thước. Trong trường hợp xấu nhất, mỗi mẫu phải so

sánh với tối đa K siêu hộp, mỗi phép tính có độ phức tạp O(n). Do đó, chi phí của

giai đoạn này là

O(MKn). (3.25)

Giai đoạn 2. Sau khi xác định j∗, thuật toán thực hiện mở rộng siêu hộp hoặc

khởi tạo siêu hộp mới. Các phép cập nhật biên, kiểm tra ràng buộc kích thước và điều

kiện chồng lấn đều có độ phức tạp O(n) cho mỗi siêu hộp, nên không làm thay đổi

bậc độ phức tạp tổng thể.

Giai đoạn 3. Thuật toán tiếp tục gán nhãn cho các siêu hộp chưa nhãn. Trong

mỗi vòng lặp, với mỗi siêu hộp trong U (tối đa K siêu hộp), thuật toán tính trọng tâm

và đánh giá độ thuộc với tối đa K siêu hộp trong L, nên chi phí của một vòng lặp

là O(K2n). Gọi Rβ là số vòng lặp của bước này; do β giảm sau mỗi vòng lặp cho

đến ngưỡng tin cậy, Rβ bị chặn bởi một hằng số không phụ thuộc vào M . Do đó, chi

phí của giai đoạn này là O(RβK
2n); vì K ≤ M nên hạng này không vượt quá bậc

O(nMK).

Vì vậy, độ phức tạp thời gian của Thuật toán 3.2 là

T2 = O(MKn) +O(RβK
2n) = O(nMK). (3.26)
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□

3.2.4.3. Độ phức tạp tính toán của FA-Seed

Thuật toán học trong FA-Seed gồm hai giai đoạn chính.

Giai đoạn 1 xây dựng tập hạt giống thông qua cơ chế học chủ động. Với mỗi

mẫu dữ liệu, mô hình đánh giá mức độ đại diện và độ không chắc chắn dựa trên các

siêu hộp hiện có. Chi phí tính toán của giai đoạn này tỷ lệ với số mẫu n, số chiều đặc

trưng M và số siêu hộp K:

T1 = O(nMK).

Ngoài ra, FA-Seed phát sinh chi phí truy vấn nhãn cho q mẫu được chọn trong

học chủ động:

Cq = O(q).

Do q ≪ n, chi phí này không làm thay đổi bậc độ phức tạp tổng thể.

Giai đoạn 2 thực hiện huấn luyện bán giám sát có dẫn dắt dựa trên tập hạt

giống đã xác định. Quá trình này bao gồm mở rộng, kiểm tra chồng lấn và điều chỉnh

các siêu hộp, với chi phí tính toán:

T2 = O(nMK).

Vì vậy, tổng chi phí tính toán của thuật toán FA-Seed là

T = T1 + T2 = O(nMK) +O(nMK) = O(nMK). (3.27)

Trong thực tế, số siêu hộp K thường nhỏ hơn nhiều so với số mẫu, đồng thời

số truy vấn nhãn q được giữ ở mức thấp. Do đó, FA-Seed không chỉ giảm chi phí gán

nhãn mà còn có tiềm năng mở rộng về mặt độ phức tạp tính toán; việc kiểm chứng

trên các tập dữ liệu có quy mô lớn hơn là hướng nghiên cứu tiếp theo.

3.3. Thực nghiệm và đánh giá

3.3.1. Thiết lập thực nghiệm

Các kết quả thực nghiệm được trình bày trong chương này đều được thực hiện

trên cơ sở thiết lập thực nghiệm đã mô tả chi tiết ở Chương 2. Cụ thể, toàn bộ các thí

nghiệm tuân theo cùng một quy trình về dữ liệu, phương pháp đánh giá, môi trường

thực thi, cơ chế kiểm tra chéo, cách thiết lập tham số và các bước tiền xử lý. Cách

tiếp cận này nhằm bảo đảm tính nhất quán trong thực nghiệm, đồng thời tạo cơ sở cho

việc đánh giá khách quan và so sánh công bằng hiệu năng giữa các mô hình đề xuất

và các phương pháp đối sánh. Ngoài các tập dữ liệu ở Bảng 2.1, chương này sử dụng
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thêm các tập dữ liệu Ecoli, Soybean và Zoo từ kho dữ liệu UCI để đánh giá số lượng

hạt giống và chất lượng phân cụm của FA-Seed.

3.3.2. Kết quả thực nghiệm và đánh giá

Đồ thị trong Hình 3.10 và Hình 3.11 minh họa sự so sánh hiệu năng phân cụm

giữa phương pháp đề xuất FA-Seed và phương pháp FC2 [102] dựa trên chỉ số RI khi

tỷ lệ dữ liệu được gán nhãn thay đổi.

Hình 3.10: Hiệu năng phân cụm theo chỉ số RI đạt được bởi phương pháp đề xuất
FA-Seed và FC2 trên tập dữ liệu Iris

Hình 3.11: Hiệu năng phân cụm theo chỉ số RI đạt được bởi phương pháp đề xuất
FA-Seed và FC2 trên tập dữ liệu Wine

Trên cả hai tập dữ liệu Iris và Wine, FA-Seed thể hiện ưu thế trong các thiết lập
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có tỷ lệ dữ liệu gán nhãn thấp. Cụ thể, tại các mức nhãn ban đầu thấp (dưới khoảng

20%), FA-Seed đạt giá trị RI trung bình cao hơn đáng kể so với FC2, đồng thời có

biên độ dao động nhỏ hơn. Ngược lại, FC2 cho thấy sự biến động lớn của RI giữa

các lần chạy, đặc biệt ở các mức nhãn rất thấp, được phản ánh qua các error bar rộng.

Điều này cho thấy chiến lược lựa chọn hạt giống đại diện của FA-Seed giúp khai thác

hiệu quả thông tin giám sát hạn chế, đồng thời giảm độ nhạy của mô hình đối với khởi

tạo ngẫu nhiên.

Khi tỷ lệ dữ liệu được gán nhãn tăng lên, giá trị RI trung bình của cả hai

phương pháp đều được cải thiện và mức độ biến động giảm dần. Trên tập Iris, FA-

Seed tiếp tục duy trì hiệu năng RI trung bình tương đương hoặc nhỉnh hơn FC2 trong

hầu hết các mức tỷ lệ nhãn, cùng với mức dao động thấp và ổn định. Trong khi đó,

trên tập Wine, FC2 có xu hướng đạt giá trị RI trung bình cao hơn ở các mức tỷ lệ

nhãn trung bình và cao; tuy nhiên, sự khác biệt này đi kèm với mức biến động nhỏ,

cho thấy khi thông tin giám sát tăng, lợi thế của chiến lược lựa chọn hạt giống dần suy

giảm và các phương pháp có xu hướng hội tụ về hiệu năng tương đương.

Các kết quả thực nghiệm cho thấy FA-Seed không chỉ cải thiện chỉ số RI với

dữ liệu thiếu nhãn, mà còn làm giảm đáng kể phương sai hiệu năng giữa các lần chạy,

qua đó nâng cao độ tin cậy và tính bền vững của mô hình phân cụm bán giám sát.

Hình 3.12 minh họa trực quan sự so sánh về số lượng hạt giống thu được

giữa các phương pháp khi sử dụng cùng một số lượng truy vấn. Kết quả cho thấy,

tại cùng một mức NoQ, FA-Seed luôn thu được số lượng hạt giống cao hơn so với

MSCFMN [21]. Đáng chú ý, FA-Seed vẫn đạt được tỷ lệ hạt giống cao ngay cả khi số

lượng truy vấn thấp. Đây là một ưu điểm quan trọng, vì nó giúp giảm đáng kể chi phí

gán nhãn. Bên cạnh đó, tỷ lệ hạt giống cao còn trực tiếp góp phần nâng cao hiệu năng

của mô hình. Nguyên nhân chính khiến FA-Seed đạt được số lượng hạt giống lớn hơn

là do cơ chế phân hoạch siêu hộp tinh hơn so với MSCFMN, cho phép mô hình tiếp

cận ranh giới cụm một cách sát hơn, từ đó khai thác hiệu quả hơn các điểm dữ liệu

tiềm năng cho việc gán nhãn.

Hình 3.13 trình bày kết quả so sánh giữa FA-Seed và các phương pháp SSGC,

SSDBSCAN, SSK-Means, K-Means và MSCFMN [21, 103], trong đó chỉ số RI được

sử dụng để đánh giá chất lượng phân cụm. Trong mỗi lần chạy, các hạt giống được lựa

chọn ngẫu nhiên và quá trình được lặp lại 10 lần, với giá trị RI trung bình được ghi

nhận để phục vụ so sánh.

Từ kết quả trực quan có thể nhận thấy rằng FA-Seed nhìn chung đạt hiệu năng
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(a) Ecoli (b) Iris

(c) Soybean (d) Thyroid

(e) Aggregation (f) Zoo
Hình 3.12: So sánh giá trị NoS giữa FA-Seed và các thuật toán cơ sở trên các tập dữ
liệu: (a) Ecoli, (b) Iris, (c) Soybean, (d) Thyroid, (e) Aggregation, (f) Zoo
tốt hơn hoặc ít nhất là tương đương với các phương pháp còn lại trên hầu hết các tập

dữ liệu. Đối với các tập dữ liệu có cấu trúc cụm rõ ràng như Soybean, Zoo và Iris,

FA-Seed đạt được các giá trị RI gần như hoàn hảo và thể hiện độ ổn định cao hơn so

với các phương pháp khác. Điều này cho thấy khả năng khai thác hiệu quả thông tin

hạt giống của FA-Seed nhằm gán nhãn chính xác ngay từ giai đoạn ban đầu.

Hình 3.14 minh họa sự so sánh chỉ số Accuracy giữa FA-Seed và MSCFMN.

Kết quả cho thấy FA-Seed tương đương hoặc cao hơn MSCFMN trên hầu hết các tập

dữ liệu, với những cải thiện đáng kể trên các tập dữ liệu có phân bố lớp mất cân bằng

(như tập Thyroid, Pathbased, Zoo). Điều này chứng tỏ rằng cơ chế lựa chọn hạt giống

chất lượng cao của FA-Seed có khả năng nâng cao hiệu năng phân cụm ngay cả trong
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(a) Ecoli (b) Iris

(c) Soybean (d) Thyroid

(e) Aggregation (f) Zoo
Hình 3.13: So sánh giá trị RI giữa FA-Seed và các thuật toán cơ sở trên các tập dữ
liệu: (a) Ecoli, (b) Iris, (c) Soybean, (d) Thyroid, (e) Aggregation, (f) Zoo
các điều kiện dữ liệu khó khăn.

Hình 3.14: Biểu đồ so sánh trực quan chỉ số Accuracy giữa FA-Seed và MSCFMN

Hình 3.15 và Hình 3.16 so sánh thời gian chạy giữa FA-Seed và các thuật toán
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cơ sở trên các tập dữ liệu chuẩn. Như có thể quan sát, FA-Seed chiếm lợi thế so với

các phương pháp còn lại. Xét về độ phức tạp tính toán, FA-Seed có chi phí tính toán

là O(nMK) (Công thức (3.27)), trong đó M = |X| là số lượng mẫu dữ liệu, n là số

thuộc tính (số chiều dữ liệu), và K = |B| là số lượng siêu hộp (HXs). Trong thực tế,

K thường nhỏ hơn đáng kể so với M , do đó chi phí tính toán của FA-Seed tăng gần

tuyến tính theo số mẫu.

Ngược lại, SSGC có độ phức tạp O(n2) do yêu cầu xây dựng đồ thị k-láng giềng

gần nhất và thực hiện lan truyền nhãn, khiến chi phí tính toán trở nên lớn đối với các

tập dữ liệu quy mô lớn [103]. SSDBSCAN đạt độ phức tạp trung bình O(n log n) khi

sử dụng các cấu trúc dữ liệu tối ưu, nhưng trong trường hợp xấu nhất vẫn có thể đạt

tới O(n2).

Hình 3.15: So sánh thời gian chạy (s) giữa FA-Seed và các thuật toán cơ sở trên các
tập dữ liệu thực nghiệm (Soybean, Zoo, Thyroid)

Kết quả thực nghiệm của mô hình FA-Seed trên tập dữ liệu ILPD được đánh giá

nhằm xem xét khả năng nhận diện các mẫu bệnh gan, hiệu quả tổng thể và chất lượng

phân cụm của mô hình. Trước hết, ảnh hưởng của tham số δmax đến khả năng nhận

diện lớp bệnh gan được khảo sát thông qua các độ đo Accuracy, Recall, Specificity,

FP Rate, Precision và F1-Score. Kết quả được trình bày trong Bảng 3.1.

Kết quả trong Bảng 3.1 cho thấy khả năng nhận diện các mẫu bệnh gan của mô

hình FA-Seed chịu ảnh hưởng rõ rệt bởi tham số δmax. Tại δmax = 0,08, mô hình đạt

Accuracy bằng 0,9211, Recall bằng 0,9567 và F1-Score bằng 0,9454, là các giá trị cao

nhất tương ứng trong các cấu hình được khảo sát. Precision đạt 0,9343 và Specificity

đạt 0,8323, trong khi FP Rate ở mức 0,1677.
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Hình 3.16: So sánh thời gian chạy (s) giữa FA-Seed và các thuật toán cơ sở trên các
tập dữ liệu thực nghiệm (Iris, Ecoli)

Xét theo mục tiêu nhận diện bệnh gan, Recall đạt 0,9567 cho thấy FA-Seed có

khả năng phát hiện đúng phần lớn các mẫu thực sự thuộc lớp bệnh gan. Precision đạt

0,9343 cho thấy phần lớn các mẫu được mô hình nhận diện là bệnh gan thực sự thuộc

lớp này. Đồng thời, Specificity đạt 0,8323 cho thấy mô hình vẫn duy trì khả năng

nhận diện các mẫu không bệnh ở mức tương đối tốt. Tại δmax = 0,06, Specificity và

Precision đạt giá trị cao hơn một chút, lần lượt là 0,8383 và 0,9360, đồng thời FP Rate

thấp nhất ở mức 0,1617. Tuy nhiên, δmax = 0,08 đạt Accuracy, Recall và F1-Score cao

hơn, cho thấy sự cân bằng tổng thể tốt hơn đối với mục tiêu nhận diện lớp bệnh gan.

Khi δmax tăng vượt quá 0,08, các độ đo Accuracy, Recall, Specificity, Precision

và F1-Score nhìn chung có xu hướng giảm, trong khi FP Rate tăng. Sự suy giảm trở

nên rõ rệt hơn tại các giá trị δmax lớn, đặc biệt từ 0,5 đến 0,9. Tại δmax = 0,90, Accuracy

chỉ còn 0,5317, Recall đạt 0,5529 và F1-Score đạt 0,6276. Kết quả này cho thấy việc

mở rộng kích thước siêu hộp quá mức làm giảm khả năng phân biệt giữa các mẫu

bệnh gan và không bệnh gan. Từ kết quả khảo sát, δmax = 0,08 được lựa chọn để tiếp

tục đánh giá mô hình FA-Seed trên tập dữ liệu ILPD.

Hình 3.17 cho thấy các độ đo của FA-Seed duy trì tương đối ổn định. Recall

luôn đạt giá trị cao trong nhóm các độ đo, trong khi Precision và F1-Score cũng được

duy trì ở mức cao và có xu hướng biến động tương đồng. Accuracy chỉ dao động trong

một khoảng tương đối hẹp giữa các lần chạy. Specificity có giá trị thấp hơn các độ

đo còn lại và thể hiện mức biến động lớn hơn, cho thấy khả năng nhận diện các mẫu

không bệnh chưa ổn định bằng khả năng phát hiện các mẫu bệnh gan.
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Bảng 3.1: Đánh giá trên lớp bệnh gan của mô hình FA-Seed khi thay đổi δmax

δmax Accuracy Recall Specificity FP Rate Precision F1-Score
0,01 0,8491 0,9014 0,7186 0,2814 0,8886 0,8950
0,02 0,8679 0,9135 0,7545 0,2455 0,9026 0,9080
0,04 0,8937 0,9399 0,7784 0,2216 0,9136 0,9265
0,06 0,9177 0,9495 0,8383 0,1617 0,9360 0,9427
0,08 0,9211 0,9567 0,8323 0,1677 0,9343 0,9454
0,10 0,8885 0,9327 0,7784 0,2216 0,9129 0,9227
0,20 0,8679 0,9135 0,7545 0,2455 0,9026 0,9080
0,30 0,8370 0,8846 0,7186 0,2814 0,8867 0,8857
0,40 0,7976 0,8413 0,6886 0,3114 0,8706 0,8557
0,50 0,7650 0,7933 0,6946 0,3054 0,8661 0,8281
0,60 0,7118 0,7452 0,6287 0,3713 0,8333 0,7868
0,70 0,6690 0,6971 0,5988 0,4012 0,8123 0,7503
0,80 0,5918 0,6010 0,5689 0,4311 0,7764 0,6775
0,90 0,5317 0,5529 0,4790 0,5210 0,7256 0,6276

Hình 3.17: Đánh giá khả năng nhận diện lớp bệnh gan của FA-Seed
Sau khi đánh giá khả năng nhận diện riêng đối với lớp bệnh gan, hiệu quả tổng

thể của mô hình FA-Seed trên tập dữ liệu ILPD tiếp tục được xem xét thông qua các

độ đo Accuracy, Specificity, Precision và F1-Score. Trong đó, Specificity, Precision

và F1-Score được tính theo trung bình trên hai lớp, còn Accuracy phản ánh tỷ lệ dự

đoán đúng trên toàn bộ tập dữ liệu. Ảnh hưởng của tham số δmax đến các độ đo này

được trình bày trong Bảng 3.2 và được minh họa trực quan trong các Hình 3.18 - 3.21.

Kết quả trong Bảng 3.2 và các Hình 3.18 - 3.21 cho thấy hiệu quả của mô hình

FA-Seed phụ thuộc vào δmax. Khi δmax tăng từ 0,01 đến khoảng 0,06 - 0,08, các độ
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đo Accuracy, Specificity, Precision và F1-Score nhìn chung đều được cải thiện. Điều

này cho thấy việc tăng giới hạn kích thước siêu hộp trong khoảng phù hợp giúp mô

hình biểu diễn tốt hơn cấu trúc của dữ liệu và nâng cao khả năng phân biệt giữa hai

lớp bệnh gan và không bệnh gan.

Tại δmax = 0,08, mô hình đạt Accuracy cao nhất bằng 0,9211 ± 0.0170, Pre-

cision trung bình có trọng số cao nhất bằng 0,9203 ± 0,0173 và F1-Score trung bình

có trọng số cao nhất bằng 0,9203 ± 0.0169. Specificity đạt 0,8680 ± 0.0182, thấp hơn

không đáng kể so với giá trị cao nhất 0,8702± 0.0182 tại δmax = 0,06. Như vậy, mặc dù

δmax = 0,06 cho Specificity cao hơn một mức nhỏ, δmax = 0,08 tạo ra sự cân bằng tốt

hơn về hiệu quả tổng thể khi đồng thời đạt các giá trị cao nhất về Accuracy, Precision

và F1-Score.

Khi δmax tăng vượt quá 0,08, các độ đo bắt đầu giảm. Mức suy giảm trở nên rõ

hơn khi δmax tăng từ 0,40 đến 0,90. Xu hướng thể hiện trong các Hình 3.18 - 3.21 cho

thấy các độ đo đều tăng đến vùng cực đại tại δmax = 0,06 hoặc 0,08, sau đó giảm dần

khi tham số tiếp tục tăng.

Kết quả này cho thấy nếu δmax quá nhỏ, các siêu hộp có thể chưa bao phủ đầy

đủ cấu trúc phân bố của dữ liệu. Ngược lại, khi δmax quá lớn, các siêu hộp có thể mở

rộng quá mức và bao phủ các mẫu thuộc những lớp khác nhau, làm giảm khả năng

phân biệt giữa lớp bệnh gan và lớp không bệnh gan. Do đó, δmax = 0,08 được lựa chọn

là giá trị phù hợp để tiếp tục đánh giá mô hình FA-Seed trên tập dữ liệu ILPD.

Hình 3.18: Sự biến động Accuracy của mô hình FA-Seed khi thay đổi giá trị δmax

Hình 3.22 cho thấy các độ đo của mô hình FA-Seed duy trì ở mức tương đối

cao qua các lần thực nghiệm. Accuracy, Precision và F1-Score có xu hướng biến động

tương đồng, các đường biểu diễn nằm tương đối gần nhau và chỉ dao động trong một

khoảng hẹp. Kết quả này cho thấy sự nhất quán giữa tỷ lệ dự đoán đúng tổng thể, độ

chính xác của các dự đoán và sự cân bằng giữa Precision với Recall của mô hình.

Specificity có giá trị thấp hơn Accuracy, Precision và F1-Score, đồng thời thể
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Bảng 3.2: Kết quả đánh giá mô hình FA-Seed khi thay đổi δmax trên tập dữ liệu ILPD

δmax Accuracy Specificity Precision F1-Score
0,01 0,8491± 0,0190 0,7709± 0,0204 0,8476± 0,0194 0,8482± 0,0190

0,02 0,8679± 0,0190 0,8000± 0,0200 0,8669± 0,0195 0,8673± 0,0192

0,04 0,8937± 0,0180 0,8247± 0,0210 0,8921± 0,0193 0,8924± 0,0184

0,06 0,9177± 0,0170 0,8702± 0,0182 0,9170± 0,0176 0,9172± 0,0173

0,08 0,9211± 0,0170 0,8680± 0,0182 0,9203± 0,0173 0,9203± 0,0169

0,10 0,8885± 0,0190 0,8226± 0,0198 0,8871± 0,0194 0,8876± 0,0191

0,20 0,8679± 0,0180 0,8000± 0,0211 0,8669± 0,0194 0,8673± 0,0185

0,30 0,8370± 0,0210 0,7661± 0,0228 0,8373± 0,0220 0,8372± 0,0217

0,40 0,7976± 0,0230 0,7324± 0,0248 0,8032± 0,0236 0,7999± 0,0231

0,50 0,7650± 0,0230 0,7229± 0,0246 0,7825± 0,0240 0,7710± 0,0237

0,60 0,7118± 0,0240 0,6621± 0,0287 0,7372± 0,0263 0,7206± 0,0251

0,70 0,6690± 0,0250 0,6270± 0,0262 0,7064± 0,0254 0,6812± 0,0249

0,80 0,5918± 0,0250 0,5781± 0,0274 0,6583± 0,0261 0,6106± 0,0255

0,90 0,5317± 0,0290 0,5002± 0,0299 0,6039± 0,0292 0,5536± 0,0289

Hình 3.19: Sự biến động Precision của mô hình FA-Seed khi thay đổi giá trị δmax

Hình 3.20: Sự biến động Specificity của mô hình FA-Seed khi thay đổi giá trị δmax
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Hình 3.21: Sự biến động F1-Score của mô hình FA-Seed khi thay đổi giá trị δmax

hiện mức dao động rõ hơn giữa các lần thực nghiệm. Điều này cho thấy khả năng

nhận diện các mẫu không bệnh gan của FA-Seed chưa ổn định bằng hiệu quả tổng thể

và khả năng nhận diện lớp bệnh gan. Tuy nhiên, Specificity vẫn được duy trì ở mức

tương đối cao trong phần lớn các lần chạy, cho thấy mô hình không chỉ tập trung vào

lớp bệnh gan mà vẫn có khả năng phân biệt các mẫu không bệnh.

Hình 3.22: Sự biến động của Accuracy, Precision và F1-Score của mô hình FA-Seed

Bên cạnh các độ đo đánh giá khả năng nhận diện lớp và chất lượng phân cụm

của mô hình FA-Seed trên tập dữ liệu ILPD được đánh giá thông qua các chỉ số RI,

ARI và NMI. Ảnh hưởng của tham số δmax đến các chỉ số này được trình bày chi tiết

trong Bảng 3.3 và được minh họa trực quan trong Hình 3.23. Sau khi lựa chọn giá trị

δmax phù hợp, sự biến động của các chỉ số qua các lần thực nghiệm (Hình 3.24).

Kết quả trong Bảng 3.3 và Hình 3.23 cho thấy chất lượng phân cụm của mô

hình FA-Seed phụ thuộc rõ rệt vào giá trị δmax. Khi δmax tăng từ 0,01 đến 0,08, cả

ba chỉ số RI, ARI và NMI đều có xu hướng tăng. Tại δmax = 0,08, mô hình đạt kết

quả cao nhất với RI bằng 0,8544 ± 0,0263, ARI bằng 0,6972 ± 0,0549 và NMI bằng

0,5516± 0,0577. Các kết quả này cho thấy cấu trúc phân cụm do FA-Seed hình thành

tại giá trị tham số này có mức độ tương đồng tương đối cao với phân hoạch theo nhãn

bệnh gan và không bệnh gan.
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Bảng 3.3: Kết quả đánh giá phân cụm của mô hình FA-Seed khi thay đổi δmax

δmax RI ARI NMI
0,01 0,7432± 0,0280 0,4673± 0,0560 0,3187± 0,0591

0,02 0,7703± 0,0270 0,5238± 0,0567 0,3718± 0,0609

0,04 0,8096± 0,0260 0,6036± 0,0494 0,4507± 0,0626

0,06 0,8486± 0,0265 0,6859± 0,0477 0,5384± 0,0644

0,08 0,8544± 0,0263 0,6972± 0,0549 0,5516± 0,0577

0,10 0,8015± 0,0216 0,5875± 0,0432 0,4341± 0,0432

0,20 0,7703± 0,0243 0,5238± 0,0510 0,3718± 0,0510

0,30 0,7267± 0,0275 0,4353± 0,0591 0,2919± 0,0591

0,40 0,6766± 0,0277 0,3361± 0,0609 0,2129± 0,0609

0,50 0,6398± 0,0278 0,2674± 0,0626 0,1694± 0,0626

0,60 0,5890± 0,0280 0,1668± 0,0644 0,0967± 0,0644

0,70 0,5563± 0,0284 0,1047± 0,0667 0,0587± 0,0567

0,80 0,5160± 0,0287 0,0304± 0,0689 0,0185± 0,0567

0,90 0,5012± 0,0285 0,0012± 0,0693 0,0007± 0,0494

Tại δmax = 0,06, các chỉ số RI, ARI và NMI cũng đạt giá trị cao, lần lượt là

0,8486± 0,0265, 0,6859± 0,0477 và 0,5384± 0,0644. Tuy nhiên, khi tăng δmax lên 0,08,

cả ba chỉ số tiếp tục được cải thiện. Kết quả này phù hợp với các độ đo phân loại, qua

đó củng cố việc lựa chọn δmax = 0,08 cho mô hình FA-Seed trên tập dữ liệu ILPD.

Khi δmax tăng vượt quá 0,08, RI, ARI và NMI đều giảm dần. Mức suy giảm

trở nên rõ rệt hơn tại các giá trị δmax lớn. Tại δmax = 0,90, RI chỉ còn 0,5012± 0,0285,

ARI bằng 0,0012± 0,0693 và NMI bằng 0,0007± 0,0494. Giá trị ARI và NMI xấp xỉ 0

cho thấy cấu trúc phân cụm được hình thành gần như không còn tương đồng đáng kể

với phân hoạch theo nhãn thực tế. Nguyên nhân có thể là khi δmax quá lớn, các siêu

hộp được mở rộng quá mức và có khả năng bao phủ các mẫu thuộc những lớp khác

nhau, từ đó làm giảm khả năng phân tách giữa lớp bệnh gan và lớp không bệnh gan.

Hình 3.23: Sự biến động của các độ đo mô hình FA-Seed khi thay đổi giá trị δmax
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Hình 3.24 cho thấy các chỉ số RI, ARI và NMI có sự biến động nhất định trong

các lần thực nghiệm. RI dao động trong khoảng 0,7831 - 0,8544, ARI trong khoảng

0,5485 - 0,6972 và NMI trong khoảng 0,3950 - 0,5516. Trong đó, RI duy trì ở mức

cao nhất, còn ARI và NMI có mức dao động rõ hơn do hai chỉ số này đánh giá chặt

chẽ hơn mức độ tương đồng giữa kết quả phân cụm và phân hoạch theo nhãn thực tế.

Hình 3.24: Sự biến động độ đo mô hình FA-Seed qua các lần thực nghiệm

Để đánh giá hiệu quả của mô hình FA-Seed trên tập dữ liệu ILPD, kết quả

thực nghiệm của mô hình được so sánh với MSCFMN và các phương pháp phân cụm

K-means++, EM, DBSCAN được thực hiện trên Weka. Việc so sánh được tiến hành

trên lớp bệnh gan, lớp không bệnh gan và kết quả trung bình có trọng số trên hai lớp.

Bên cạnh các độ đo dựa trên ma trận nhầm lẫn, các chỉ số RI, ARI và NMI cũng được

sử dụng để đánh giá mức độ tương đồng giữa cấu trúc phân cụm thu được và phân

hoạch theo nhãn thực tế.
Bảng 3.4: So sánh nhận diện lớp bệnh gan của FA-Seed với các phương pháp khác

Mô hình Accuracy Recall Specificity FP Rate Precision F1-Score

K-means++
0,6252

± 0,0222

0,7452

± 0,0855

0,3263

± 0,1628

0,6737

± 0,1628

0,7366

± 0,0256

0,7376

± 0,0303

EM
0,5647

± 0,0351

0,4503

± 0,1452

0,8496

± 0,2402

0,1504

± 0,2402

0,9112

± 0,0702

0,5860

± 0,0721

DBSCAN
0,6416

± 0,0022

0,7831

± 0,0058

0,2996

± 0,0006

0,7004

± 0,0006

0,7299

± 0,0045

0,7556

± 0,0018

MSCFMN
0,7976

± 0,0332

0,8798

± 0,0334

0,5928

± 0,0444

0,4072

± 0,0444

0,8432

± 0,0179

0,8610

± 0,0240

FA-Seed
0,9009

± 0,0165

0,9442

± 0,0107

0,7928

± 0,0316

0,2072

± 0,0316

0,9191

± 0,0121

0,9315

± 0,0113

Kết quả trong Bảng 3.4 và Hình 3.25 cho thấy FA-Seed đạt hiệu quả tốt trong

nhận diện lớp bệnh gan xét trên phần lớn các độ đo. Cụ thể, mô hình đạt Accuracy

bằng 0,9009± 0,0165, Recall bằng 0,9442± 0,0107, Precision bằng 0,9191± 0,0121 và
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F1-Score bằng 0,9315± 0,0113. Các giá trị này đều cao hơn MSCFMN và các phương

pháp phân cụm được thực hiện trên Weka.

Recall đạt 0,9442 cho thấy FA-Seed có khả năng phát hiện đúng phần lớn các

mẫu thực sự thuộc lớp bệnh gan. Precision đạt 0,9191 cho thấy phần lớn các mẫu được

mô hình nhận diện là bệnh gan thực sự thuộc lớp này. F1-Score đạt 0,9315 thể hiện sự

cân bằng tốt giữa khả năng phát hiện mẫu bệnh gan và độ chính xác của các dự đoán

thuộc lớp bệnh.

So với FA-Seed, MSCFMN đạt Recall tương đối cao, bằng 0,8798 ± 0,0334,

nhưng Specificity chỉ đạt 0,5928 ± 0,0444, dẫn đến FP Rate ở mức 0,4072 ± 0,0444.

Điều này cho thấy MSCFMN vẫn còn nhận diện nhầm một tỷ lệ đáng kể các mẫu

không bệnh thành bệnh. FA-Seed cải thiện đồng thời Recall, Specificity, Precision và

F1-Score, qua đó tạo ra sự cân bằng tốt hơn giữa khả năng nhận diện hai lớp.

Đối với các phương pháp trên Weka, K-means++ và DBSCAN đạt Recall lần

lượt là 0,7452 ± 0,0855 và 0,7831 ± 0,0058, nhưng Specificity chỉ đạt 0,3263 ± 0,1628

và 0,2996± 0,0006. FP Rate của hai phương pháp tương ứng lên tới 0,6737 và 0,7004,

cho thấy chúng có xu hướng gán nhiều mẫu vào lớp bệnh gan và nhận diện nhầm phần

lớn các mẫu không bệnh.

Ngược lại, EM đạt Specificity cao nhất, bằng 0,8496± 0,2402, và FP Rate thấp

nhất, bằng 0,1504 ± 0,2402. Tuy nhiên, Recall của EM chỉ đạt 0,4503 ± 0,1452, cho

thấy phương pháp bỏ sót nhiều mẫu bệnh gan. Vì vậy, mặc dù EM đạt Precision cao,

F1-Score chỉ bằng 0,5860± 0.0721. Nhìn chung, FA-Seed thể hiện sự cân bằng tốt hơn

giữa Recall và Specificity so với các phương pháp trên Weka.

Kết quả trong Bảng 3.5 cho thấy FA-Seed tiếp tục đạt hiệu quả tốt trong nhận

diện lớp không bệnh gan. Mô hình đạt Recall bằng 0,7928 ± 0,0316, Specificity bằng

0,9442 ± 0,0107, Precision bằng 0,8508 ± 0,0291 và F1-Score bằng 0,8208 ± 0,0302.

Đồng thời, FP Rate chỉ ở mức 0,0558 ± 0,0107, thấp nhất trong số các phương pháp

được so sánh.

So với MSCFMN, FA-Seed cải thiện Recall từ 0,5928 ± 0,0444 lên 0,7928 ±

0,0316, Precision từ 0,6676 ± 0.0735 lên 0,8508 ± 0.0291 và F1-Score từ 0,6273 ±

0.0540 lên 0,8208 ± 0,0302. Kết quả này cho thấy FA-Seed không chỉ phát hiện tốt

các mẫu bệnh gan mà còn nâng cao khả năng nhận diện đúng các mẫu không bệnh

gan.

K-means++ và DBSCAN có Recall trên lớp không bệnh thấp, lần lượt là 0,3263±

0,1628 và 0,2996 ± 0,0006. Điều này phù hợp với kết quả trên lớp bệnh gan, khi hai
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phương pháp có xu hướng gán nhiều mẫu vào lớp bệnh. EM đạt Recall cao nhất trên

lớp không bệnh, bằng 0,8496 ± 0,2402, nhưng Precision chỉ đạt 0,3794 ± 0,0151. Do

đó, F1-Score của EM chỉ đạt 0,5122± 0,0949, thấp hơn đáng kể so với FA-Seed.

Như vậy, FA-Seed duy trì hiệu quả tương đối cân bằng trên cả lớp bệnh gan và

lớp không bệnh gan, trong khi các phương pháp trên Weka thường thể hiện sự chênh

lệch rõ rệt giữa khả năng nhận diện hai lớp.
Bảng 3.5: So sánh nhận diện lớp không bệnh của FA-Seed với các phương pháp khác

Mô hình Accuracy Recall Specificity FP Rate Precision F1-Score

K-means++
0,6252

± 0,0222

0,3263

± 0,1628

0,7452

± 0,0855

0,2548

± 0,0855

0,3114

± 0,0945

0,3112

± 0,1311

EM
0,5647

± 0,0351

0,8496

± 0,2402

0,4503

± 0,1452

0,5497

± 0,1452

0,3794

± 0,0151

0,5122

± 0,0949

DBSCAN
0,6416

± 0,0022

0,2996

± 0,0006

0,7831

± 0,0058

0,2169

± 0,0058

0,3638

± 0,0129

0,3285

± 0,0054

MSCFMN
0,7976

± 0,0332

0,5928

± 0,0444

0,8798

± 0,0334

0,1202

± 0,0334

0,6676

± 0,0735

0,6273

± 0,0540

FA-Seed
0,9009

± 0,0165

0,7928

± 0,0316

0,9442

± 0,0107

0,0558

± 0,0107

0,8508

± 0,0291

0,8208

± 0,0302

Kết quả trong Bảng 3.6 cho thấy FA-Seed đạt hiệu quả tốt nhóm phương pháp

được so sánh. Mô hình đạt Accuracy bằng 0,9009± 0,0165, Specificity bằng 0,8362±

0,0255, Precision 0,8995± 0,0169 và F1-Score bằng 0,8998± 0,0167.

So với MSCFMN, FA-Seed cải thiện Accuracy từ 0,7976± 0,0332 lên 0,9009±

0,0165 và F1-Score từ 0,7941 ± 0,0323 lên 0,8998 ± 0,0167. Đồng thời, FP Rate giảm

từ 0,3250 ± 0,0383 xuống 0,1638 ± 0,0255. Các kết quả này cho thấy cơ chế lựa chọn

tập hạt giống của FA-Seed góp phần nâng cao khả năng hướng dẫn quá trình phân

cụm và hạn chế việc lan truyền thông tin nhãn không phù hợp.

Các phương pháp K-means++, EM và DBSCAN đạt Accuracy lần lượt là

0,6252, 0,5647 và 0,6416, thấp hơn đáng kể so với FA-Seed. Mặc dù EM đạt Speci-

ficity và Precision tương đối cao, F1-Score chỉ đạt 0,5648± 0.0249 do sự mất cân bằng

lớn giữa kết quả trên hai lớp. K-means++ và DBSCAN cũng có Specificity thấp và FP

Rate cao, cho thấy khả năng phân biệt tổng thể giữa lớp bệnh gan và không bệnh gan

còn hạn chế.

Nhìn chung, kết quả trung bình có trọng số khẳng định FA-Seed đạt sự cân

bằng tốt hơn giữa hai lớp và có hiệu quả tổng thể cao hơn MSCFMN cũng như các

phương pháp phân cụm trên Weka.
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Bảng 3.7 và Hình 3.26 trình bày kết quả so sánh mức độ tương đồng giữa cấu

trúc phân cụm thu được và phân hoạch theo nhãn thực tế. FA-Seed đạt kết quả cao

nhất trên cả ba chỉ số với RI bằng 0,8215± 0,0263, ARI bằng 0,6285± 0,0549 và NMI

bằng 0,4779± 0,0577. Kết quả này cho thấy cấu trúc phân cụm do FA-Seed hình thành

có mức độ phù hợp tương đối cao với hai lớp bệnh gan và không bệnh gan.
Bảng 3.6: So sánh FA-Seed với MSCFMN và các phương pháp phân cụm trên Weka:
các độ đo phân loại

Method Accuracy Recall Specificity FP Rate Precision F1-Score

K-means++
0,6252

± 0,0222

0,6252

± 0,0222

0,4463

± 0,0932

0,5537

± 0,0932

0,6148

± 0,0437

0,6154

± 0,0240

EM
0,5647

± 0,0351

0,5647

± 0,0351

0,7353

± 0,1299

0,2647

± 0,1299

0,7589

± 0,0544

0,5648

± 0,0249

DBSCAN
0,6416

± 0,0022

0,6416

± 0,0022

0,4411

± 0,0048

0,5589

± 0,0048

0,6229

± 0,0021

0,6306

± 0,0019

MSCFMN
0,7976

± 0,0332

0,7976

± 0,0332

0,6750

± 0,0383

0,3250

± 0,0383

0,7929

± 0,0329

0,7941

± 0,0323

FA-Seed
0,9009

± 0,0165

0,9009

± 0,0165

0,8362

± 0,0255

0,1638

± 0,0255

0,8995

± 0,0169

0,8998

± 0,0167

MSCFMN đạt RI bằng 0,6783 ± 0,0402, ARI bằng 0,3279 ± 0,0812 và NMI

bằng 0,1993 ± 0,0665. Mặc dù cao hơn các phương pháp trên Weka, các chỉ số này

vẫn thấp hơn đáng kể so với FA-Seed. Điều đó cho thấy việc xây dựng tập hạt giống

phù hợp đã hỗ trợ quá trình phân cụm bán giám sát đạt được phân hoạch gần với nhãn

thực tế.

Đối với các phương pháp trên Weka, K-means++ và DBSCAN có RI xấp xỉ

0,53, nhưng ARI và NMI đều ở mức rất thấp. K-means++ chỉ đạt ARI bằng 0,0189±

0,0336 và NMI bằng 0,0107 ± 0.0110, trong khi DBSCAN đạt ARI bằng 0,0347 ±

0.0030 và NMI bằng 0,0066 ± 0,0011. Điều này cho thấy cấu trúc cụm do hai phương

pháp tạo ra chưa tương ứng tốt với phân hoạch theo nhãn bệnh gan và không bệnh

gan.

EM đạt RI bằng 0,5097 ± 0,0146 và NMI bằng 0,0926 ± 0,0343, trong khi ARI

có giá trị âm nhẹ, bằng −0,0130 ± 0,0144. Giá trị ARI gần 0 và âm cho thấy mức độ

tương đồng đã hiệu chỉnh giữa phân hoạch do EM tạo ra và nhãn thực tế không cao

hơn mức kỳ vọng do ngẫu nhiên.
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Bảng 3.7: So sánh FA-Seed với MSCFMN và các phương pháp phân cụm trên Weka:
các chỉ số RI, ARI và NMI

Mô hình RI ARI NMI
K-means++ 0,5314± 0,0111 0,0189± 0,0336 0,0107± 0,0110

EM 0,5097± 0,0146 −0,0130± 0,0144 0,0926± 0,0343

DBSCAN 0,5393± 0,0013 0,0347± 0,0030 0,0066± 0,0011

MSCFMN 0,6783± 0,0402 0,3279± 0,0812 0,1993± 0,0665

FA-Seed 0,8215± 0,0263 0,6285± 0,0549 0,4779± 0,0577

Hình 3.25: So sánh các độ đo đánh giá khả năng nhận diện lớp bệnh gan của FA-
Seed với MSCFMN và các phương pháp phân cụm trên Weka

Hình 3.26: So sánh các chỉ số RI, ARI và NMI của FA-Seed với MSCFMN và các
phương pháp phân cụm trên Weka

3.4. Kết luận chương 3

Chương 3 đã trình bày mô hình FA-Seed cho phân cụm bán giám sát, trong đó

trọng tâm là chiến lược lựa chọn hạt giống chủ động nhằm nâng cao chất lượng và độ

ổn định của quá trình học. Mô hình FA-Seed không giả định rằng mọi hạt giống đều

có vai trò tương đương, mà xem xét đồng thời mức độ đại diện và độ tin cậy của từng

hạt giống trong không gian dữ liệu. Việc lựa chọn hạt giống theo hướng thích nghi
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giúp giảm nguy cơ lan truyền lỗi nhãn, đặc biệt trong các vùng dữ liệu chồng lấn,

nhiễu hoặc phân bố không đồng đều. Bên cạnh đó, phân tích độ phức tạp tính toán

cũng cho thấy FA-Seed có chi phí tính toán phù hợp trên các tập dữ liệu thực nghiệm

có kích thước và mức độ phức tạp khác nhau. Cách tiếp cận này cho phép mô hình ưu

tiên các hạt giống có khả năng dẫn dắt quá trình lan truyền nhãn tốt hơn, đồng thời

hạn chế ảnh hưởng của các mẫu hoặc siêu hộp không ổn định.

Các thực nghiệm giúp kiểm chứng cơ chế hoạt động của FA-Seed. Các kết quả

thu được cho thấy chiến lược lựa chọn hạt giống chủ động có tiềm năng cải thiện chất

lượng phân cụm, đồng thời củng cố cơ sở thực nghiệm cho các phân tích lý thuyết đã

trình bày. Các kết quả trên cho thấy FA-Seed là một hướng tiếp cận phù hợp để nâng

cao hiệu năng phân cụm bán giám sát trong mạng nơron Min-Max mờ.

Một phần kết quả nghiên cứu trong Chương 3 đã được công bố trong các công

trình [CT6], [CT7] và [CT8]. Trong đó, [CT6] được công bố trên tạp chí Information;

[CT7] được công bố trong kỷ yếu Một số vấn đề chọn lọc của Công nghệ thông tin và

Truyền thông, Hội thảo Quốc gia lần thứ XXIV, Nhà xuất bản Khoa học và Kỹ thuật;

[CT8] trình bày việc tích hợp học chủ động với lan truyền nhãn có kiểm soát trong

mạng nơron min-max mờ, đã gửi Journal of Computer Science and Cybernetics và

đang chờ quyết định cuối cùng sau phản biện vòng 2.
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KẾT LUẬN

1. Kết quả đạt được

Luận án nghiên cứu bài toán phân cụm bán giám sát dựa trên mạng nơron min-

max mờ (FMN) trong điều kiện thông tin nhãn hạn chế, tập trung vào hai vấn đề: độ

tin cậy của quá trình suy luận và lan truyền nhãn, và chất lượng của tập hạt giống

ban đầu. Trên cơ sở tổng quan các mô hình FMN bán giám sát (GFMM, RFMN,

SS-FMM, SSL-FMM, SCFMN, MSCFMN), luận án chỉ ra rằng các mô hình hiện có

thường xem các siêu hộp và các mẫu mang nhãn có vai trò tương đương, trong khi

tâm hình học của siêu hộp có thể lệch so với phân bố thực của dữ liệu và hạt giống

thường được chọn ngẫu nhiên hoặc theo giả thiết mỗi siêu hộp đại diện cho một cụm.

2. Những đóng góp mới của luận án

(1) Đề xuất mô hình FMN-Voting, trong đó nhãn của mẫu và siêu hộp mới

được suy luận bằng bỏ phiếu đa số từ k = 2C + 1 siêu hộp có nhãn lân cận thay vì

một siêu hộp dẫn dắt đơn lẻ; xây dựng thuật toán học hai giai đoạn và phân tích độ

phức tạp O(RmaxnMK). Kết quả đã được công bố trong công trình [CT3].

(2) Đề xuất mô hình FMN-SAL, chuyển nguồn bỏ phiếu từ siêu hộp sang các

mẫu mang nhãn lân cận nhằm giảm ảnh hưởng của các siêu hộp lệch tâm hoặc có chỉ

số sử dụng thấp. Trên 7/9 tập dữ liệu chuẩn, FMN-SAL đạt Accuracy cao hơn SCFMN

và MSCFMN (Bảng 2.5); trên tập ILPD, FMN-SAL đạt Accuracy 0,8806± 0,0043 và

các chỉ số RI, ARI, NMI cao nhất trong nhóm so sánh (Bảng 2.10, Bảng 2.13). Kết

quả đã được công bố trong các công trình [CT2], [CT4] và [CT5].

(3) Đề xuất mô hình FA-Seed với chiến lược lựa chọn hạt giống chủ động dựa

trên phân hoạch siêu hộp với giới hạn kích thước nhỏ, đánh giá siêu hộp theo độ lệch

tâm và truy vấn chuyên gia cho các mẫu đại diện, sau đó huấn luyện bán giám sát có

dẫn dắt. Trên tập ILPD, FA-Seed đạt Accuracy 0,9009± 0,0165 và RI 0,8215± 0,0263,

so với 0,7976 ± 0,0332 và 0,6783 ± 0,0402 của MSCFMN (Bảng 3.6, Bảng 3.7). Kết

quả đã được công bố trong các công trình [CT6], [CT7] và [CT8].

3. Ý nghĩa khoa học và thực tiễn

Về khoa học, luận án bổ sung các cơ chế đánh giá và sử dụng thông tin cấu

trúc của siêu hộp (độ lệch tâm, chỉ số sử dụng, độ thuộc) vào quá trình suy luận nhãn

và lựa chọn hạt giống của FMN bán giám sát, đồng thời phân tích độ phức tạp của

các thuật toán đề xuất. Về thực tiễn, các mô hình được kiểm chứng trên bộ dữ liệu xét

nghiệm bệnh gan ILPD, cho thấy khả năng áp dụng FMN bán giám sát trong bài toán
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hỗ trợ chẩn đoán khi dữ liệu có nhãn hạn chế; cấu trúc siêu hộp cho phép kết xuất các

luật IF–THEN có thể diễn giải.

4. Hạn chế

Luận án còn một số hạn chế: (i) các chênh lệch kết quả mới được báo cáo dưới

dạng trung bình và độ lệch chuẩn, chưa được kiểm định ý nghĩa thống kê; trên một số

tập dữ liệu (PID, Sonar), FMN-SAL chưa vượt SCFMN; (ii) FMN-Voting chưa cho

kết quả ổn định trên một số tập dữ liệu có cấu trúc cụm không hình cầu do phụ thuộc

vào thứ tự mẫu huấn luyện; (iii) hiệu năng các mô hình phụ thuộc vào giới hạn kích

thước siêu hộp δmax; (iv) thực nghiệm mới được tiến hành trên dữ liệu dạng bảng với

tập lớn nhất 7200 mẫu, chưa đối sánh với các phương pháp phân cụm bán giám sát

dựa trên học sâu; (v) FA-Seed cần sự tham gia của chuyên gia ở giai đoạn truy vấn

nhãn.

Hướng nghiên cứu tiếp theo:

Trong các hướng nghiên cứu tiếp theo, luận án định hướng mở rộng các mô

hình FMN bán giám sát theo các hướng: (i) kết hợp với các mô hình học sâu hoặc

biểu diễn đặc trưng để xử lý dữ liệu có cấu trúc phức tạp; (ii) phát triển các cơ chế suy

luận nhãn thích nghi hơn dựa trên độ tin cậy và động học của siêu hộp; (iii) nghiên

cứu các chiến lược song song và phân tán nhằm nâng cao khả năng mở rộng của mô

hình trên các tập dữ liệu lớn; (iv) tiếp tục khai thác khả năng kết xuất luật mờ để tăng

cường tính diễn giải và khả năng ứng dụng của mạng nơron Min-Max mờ trong các

hệ thống hỗ trợ ra quyết định thực tế; và (v) kiểm định ý nghĩa thống kê các kết quả

so sánh và đánh giá các mô hình trên các tập dữ liệu có quy mô lớn hơn.

Luận án đã đóng góp một số kết quả mới cả về phương pháp và ứng dụng cho

bài toán phân cụm bán giám sát trong mạng nơron FMN, góp phần mở rộng hướng

nghiên cứu FMN theo hướng ổn định hơn, tin cậy hơn và phù hợp hơn với các bài toán

dữ liệu thực tế trong điều kiện nhãn hạn chế.
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